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OZET

NITELIK SECME ILE BIRLESTIRILMIS MAKINE OGRENMESI
YONTEMLERIYLE EGITMEN PERFORMANSININ TAHMIN EDILMESI

Fatih CIFCI
Bilgisayar Miihendisligi Anabilim Dali
Anadolu Universitesi, Fen Bilimleri Enstitiisii, Mart, 2018
Danisman: Dog. Dr. Cihan KALELI

Gilinlimiizde hayatin her sektoriinde islenen veri miktarmin parabolik olarak
artmasi, veri madenciligin gitgide daha popiiler hale gelmesine yol agmis ve yiiksek
miktarda verinin artan bir karmasiklikta islenmesi ihtiyaci dogmustur. Finanstan,
sagliga, savunmadan egitime onlarca sektoriin sorunlarini ¢ozmek adina giin gectikge
farkli yontemler gelistirilmekte, sosyal, ekonomik, bilimsel bir¢ok problemin ¢éziimii
adina veri madenciligine basvurulmaktadir. Egitilen ve egiten sayisinin giin gectikce
arttig1 egitim sektoriinde ise, sistemin basarisinin gelistirilebilmesi icin, gerek egitilen
gerekse egitimcilerinin performanslarinin takip edilmesi ve kiymetlendirilmesi ihtiyaci,
Egitimsel Veri Madenciligi (EVM) kavramini dogurmustur. Bu alanda yapilan
caligmalar genel olarak, 6grenci performans: konularina yogunlastigindan, egitmen
performansi konusunda daha ¢ok c¢aligmaya ihtiya¢ duyulmaktadir. Bu ¢alismada Gazi
Universitesi 6grencilerinin egitmenleri hakkindaki degerlendirmelerini igeren bir veri
seti tizerinde calisilmis, cesitli Oznitelik indirgeme algoritmalar1 ve farkli makine
ogrenme algoritmalariyla egitmenlerin performanslar1 tahmin edilmistir. Oznitelik
indirgeme algoritmalar1 arasinda en iyi sonucu Genetik Algoritma vermis ve bu sayede
daha az oznitelik kullanarak Tahmin Dogrulugu Performansi (TDP) arttirtlmistir.
Kullanilan siniflandirma algoritmalar1 arasinda ise en dogru tahmin oranina Derin
Ogrenme algoritmas1 ulasmistir. Bu calismayr digerlerinden farkli kilan ozelligi ise,
Oznitelik indirgeme ve makine Ogrenmesinin farkli kombinasyonlarini, islem
maliyetleriyle kiyaslayarak ortaya koymasidir.

Anahtar Kelimeler: Oznitelik indirgeme, Egitimsel Veri Madenciligi, Derin Ogrenme,
Karar Agaci, K-En Yakin Komsuluk.



ABSTRACT

PREDICTING INSTRUCTOR PERFORMANCE BY FEATURE SELECTION AND
MACHINE LEARNING METHODS

Fatih CIFCI
Department of Computer Engineering
Anadolu University, Graduate School of Sciences, March, 2018
Supervisor: Assoc. Prof. Dr. Cihan KALELI

Today, parabolically increasing amount of data at all parts of life, make data
mining more popular and high amount of data in increasing complexity demanded to
acquist. Different methods developed day by day, for solving problems at many sectors
like finance, health, defence, education etc., applied to data mining for many social,
economical, scientifical problems. In education area, which both number of instructor
and students always increase, for enhancing system performance, it is needed to observe
and evaluate performance of students and instructors and this situation caused to born a
new concept: Educational Data Mining (EDM).

Researches on this area generally focused on student performance. So, it is need
to do more researches about instructor performance. A likert type questionnaire dataset
which is about opinions of the Gazi University’s student regarding their instructor’s
teaching performance is used in this research and different feature reduction, machine
learning algorithms are used for evaluating the data set and performances of instructors.

Among attribute reduction algorithms that we used, Genetic Algortihm gave the
best result. So, prediction performance is being increased via using less number of
feature. Deep Learning algorithm gave the best performance among the classification
algorithms we used.

The distinctiveness of this research is, applying different combinations of feature
selection and maching learning with comparing costs.

Keywords: Attribute Reduction, Feature Selection Algorithms, Educational Data
Mining, Deep Learning, Decision Tree, K-NN.
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1. GIRIS

Egitim, her toplumda olmazsa olmaz, kaybedilemeyecek ve ihmal edilemeyecek
en temel olgu ve kurallardan biri olarak goriilmiis, yazinin icadindan giiniimiize gelene
dek yasanan binlere yillik siirecte milyonlarca format degisikligine ugramis, biitiin bu
siireglere ragmen milletleri yasatan temel dinamik olma Ozelligini ise hig
kaybetmemistir. Tiim diinyada egitim sistemlerinin giderek biiylimesi, egitim kalitesinin
toplumu her yonden etkilemesi ve nitelikli toplum yetistirmenin ancak nitelikli egitimle
miimkiin olabilecegi gergegi, basta 6grenci ve egitmen olmak ilizere sistemin tiim
bilesenleri tarafindan kabul edilmektedir. Nitelikli egitime duyulan ihtiya¢ c¢ok eski
donemlerde fark edilmesi karsin, siirekli niifus artisi, artan karmasiklik, siirekli degisen
sosyo-psikolojik sartlar egitim sistemin iyilestirilmesini giin gectikge daha zor hale
getirmis ve artik glinlimiize gelindiginde ise, tiim alanlarda oldugu bu alanda da
iyilesme saglanabilmesi adma teknolojik yeniliklerden faydalanilmistir. Egitim
sistemlerini iyilestirmede yasanan sorunlarin ¢6ziimii adina son 50 yildir kullanilan
basit anket ve Orneklemler ise, giinlimiizde artik etkin bir kiymetlendirmeden uzak
kalmistir. Egitim eko sistemin yliksek hizda biiylimesi, yliksek hiz ve tutarlilikta ¢6ziim
ihtiyact dogurmus ve bu durum o6zellikle yiiksekogrenimdeki egitim yoneticileri igin
onemli bir problem haline gelmistir [1].

Son zamanlarda biiyiilk 6nem kazanmaya baslayan veri madenciligi, biytik
verileri isleyerek anlamlandirmada biiyiik basar1 elde ederek; basta finans, saglik,
haberlesme ve egitim olmak bir¢ok sektdrde biiyiik problemleri ¢ézmekte etkin
tahminlerde bulunmaktadir [2]. Veri madenciligi uygulamalarinin egitim alaninda
uygulanmasina yonelik son dénemde yapilan ¢alismalar, bu alandaki genis boslugu
doldurma adina biyiik katki saglamig, Egitim Veri Madenciligi (EVM) kavraminin
dogmasina yol a¢cmistir. Bu calismalar ile egitim sistemlerinin etki, kalite ve
verimliligini arttirmak hedeflenmistir [3]. Ayrica EVM, basta 6grenciler olmak iizere
egitmenler, dersler, egitim ortami, egitim yoneticileri hakkinda olmak tizere bircok ilave
aydinlatict fikir olusturulabilmesine olanak saglamistir [4]. EVM {izerine yapilan
aragtirmalar genel olarak Ogrencilerin basarilar1 {izerine odaklanmis, egitim sistemi
basarisini tespitte tek kaynagin 6grenciler oldugu vurgulanmistir. Bu tespitler yapilirken
de o6grencilerden alinan doniitlerin yeterince objektif olamayacagi kabul edilmis, ancak

egitimle ilgili biiylik miktarda ve ¢esitteki verilerin yeterli miktarda ancak 6grencilerden



alinabildigi belirtilmistir [5-7]. Bu nedenle egitim sisteminin basarisi ile 6grencilerin
basarist arasinda dogrusal bir iliski kurularak, egitim sistemi basarisi, 6grenci basarisi
tizerinden degerlendirmistir [8].

Bu tez ¢alismasinda, EVM alaninda bir {izerinde sinirli sayida arastirma [9-17]
yapilmis bir konudan, egitmen performansinin degerlendirilmesinden bahsedecegiz.
Aslinda, iyi bir egitimcinin her seviyeden 6grenciyi belirli dl¢ceklerde mutlaka basariya
ulastirabilecegi gercegi egitim uzmanlar tarafindan genel bir kabul olarak goriilmekte
ve birgok Ogrenci tarafindan, ogretilen dersten ¢cok Ogreten kisinin (egitmenin) basariy1
etkiledigini bildirmesi [18], egitim sistemlerinde egitmenlerin ne denli biiyiik bir Gneme
sahip oldugunu gostermektedir.

Bu c¢alismada, UC (University of California) Irvine Machine Learning
Repository’de bulunan, Gazi Universitesinde yapilmis, &grencilerin egitmenlerinin
egitme performanslarini 33 Oznitelik iizerinden degerlendirdigi Likert 6lgekli bir veri
seti kullanilmistir. Bu veri seti {izerinde Oznitelik indirgemesi ve g¢esitli makine
O0grenmesi algoritmalar1 kullanilarak egitmen performans tahmini yapilmis ve basarili
sonuclar elde edilmis, EVM alaninda gelecekte de yapilabilecek ¢alismalara 151k tutmak
amaclanmustir.

Bu tezdeki boliimler su sekilde devam etmektedir: Ikinci bolimde EVM
alaninda egitmen performansi tahminine dair daha 6nce yapilmis olan ¢alismalar
incelenmis, liclincli ve dordiincli boliimlerde sirastyla ¢aligmada kullanilan 6znitelik
secme ve makine Ogrenmesi yontemlerinde bahsedilmistir. Besinci boliimde ise
oznitelik segme ve makine 6grenme yontemlerini birlestirdigimiz hibrid modelden
bahsedilmis, altinc1 béliimde yaptigimiz modellemelerin deneysel sonuglar1 gosterilmis,
yedinci ve son bolimde ise, tezimizdeki bulgularin genel degerlendirmesi yapilarak

gelecekteki ¢alismalar igin dnemli ¢ikarimlar yapilmistir.



2. ILGILI CALISMALAR

Daha 6nce yapilan ¢aligmalara iliskin envanter taramasi yapilirken birinci agama
olarak, 6znitelik segme ve ¢esitli makine 6grenmesini yontemlerini birlestirerek tahmin
yapan ¢esitli konulardaki ¢alismalar incelenmis ve bunlarin farkliliklar: tespit edilmistir.
Ikinci asama olarak EVM alaninda dznitelik segme ile birlestirilmis makine 6grenmesi
bazli tahmin c¢alismalar1 incelenmis ve bunlarin genel olarak Ogrenci performansi
lizerine yogunlastigi, ancak az sayidaki caligmanin egitmen performansi tizerinde anilan

hibrid yaklasimi kullandig1 goriilmistiir.

2.1. EVM Alaninda Yapilmis Genel Calismalar:

Egitim sistemleri ekosistemi, i¢inde egitim ortami, egitim materyalleri,
egitmenler, egitim yoneticileri, egitim kiymetlendirme sistemleri olmak iizere onlarca
bileseni iceren ve karmasikligi giderek artan sistemlerdir. Sekil 2.1 de goriilen [19],
egitim sisteminin genel icindeki bilesenleri arasindaki etkilesim yogunlugu, EVM
alanindaki artan ihtiyaci gozler oniline sermektedir. EVM alaninda bugiine de yapilan
caligmalar da bu ihtiyacin belirli oranda giderilmesi ve sistemin iyilestirilmesini

hedeflemistir.
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geleneksel egitim sistemlerine veri madenciligi uygulanmasindan, 6zel web tabanli
kurslara bir¢ok konu incelenmis, bunlarin ortak noktasinin ise veri 6n igleme islemleri
sonrasinda veri madenciligi tekniklerinin uygulandigi vurgulanmistir.

Minaei ve Bidgolim [20] 6grencilerin yilsonu notlarini tahmin edebilmek igin ilk
kez Genetik Algoritma (GA) tabanli siniflandirma yapmislar, web tabanli bir egitim
sisteminin kayitlar1 iizerindeki Oznitelik vektorlerini GA ile optimize ederek Tahmin
Dogrulugu Performansini(TDP) arttirmis ve birlesik smiflandirma  yontemleri
kullanmanin performansi arttirdigini tespit etmislerdir.

Ogrencilerin akademik yil igindeki performanslarmi 3 kademeli olarak
derecelendirilerek onceden tahmin etmeyi amaglayan Superby ve ark. [21] tarafindan
yapilan ¢alismada, Karar Agaci (KA) ve Yapay Sinir Aglar1 (YSA), Diskriminat Analizi
(DA) olmak iizere cesitli veri madenciligi yontemleri kullanilarak siniflandirma
yapilmis, bunlar arasindan KA yontemi ile en basarili sekilde 6grencilerin dereceleri
tahmin edilmistir.

Cortez ve Silva [22] tarafindan yapilan ¢alismada Portekiz’in Alentejo
bolgesindeki ortaokul ogrencilerinin matematik ve Portekizcelerinin neden zayif
olduklart konusuna yogunlagilmig, kullanilan dort veri seti icin KA ve YSA’nin her
ikisinin de %72 lik bir tahmin degeri yakaladig: belirtilmistir.

TIonian Universitesi Enformatik Yiiksek Lisans 6grencilerinin yilsonu notlarmimn
en verimli sekilde tahmin edildigi Koutina ve Kermanidis [23] tarafindan yapilan
calismada ise, az sayida katilimci verileri kullanilarak yapilan tahmin islemlerinde
Naive Bayesian ve K-En Yakin Komsuluk algoritmalarinin en basarili sonuglar1 verdigi
vurgulanmistir.

Natek ve Zwilling’in [24] calismasinda Microsoft Excel Table Tools with Data
Mining add-in ve MS SQL Server yazilimlari ile Weka yazilimlar1 kullanilarak kiigiik
bir veri seti iizerinde veri madenciligi teknikleri uygulanmis, bu iki veri madenciligi
yaziliminin 6grenci basarisini tahmin etmedeki performanslar1 karsilastirilmistir.

Veri madenciligi kullanilarak 6grenci basarisini tespit etme alanina yeni bir
bakis agis1 getiren Sorour ve ark. [25], Latent Dirichlet Allocation (LDA) ve Destek
Vektér Makineleri (DVM) algoritmalar1 ile 6grencilerin her ders sonrasi aldiklari
egitime dair ¢iktilar degerlendirilerek dgrencilerin donem sonu notlar1 tahmin edilmis,
elde edilen sonuglarin Latent Semantik Analiz (LSA)’ya gore daha basarili oldugu
belirtilmistir.



Ogrencilerden gelen doniitleri tekil ydntemlerle kiymetlendirmenin yeterli
olmayacagmin belirtildigi Hajizadeh ve Ahmadzadeh’in [26] ¢alismasinda
Smiflandirma ve Birliktelik Kurallar1 Cikarimi (BKC) yontemleri kullanilarak
Ogrencilerin bazi dersleri tekrar almamalarindaki kok faktorler arastirilmistir.

YSA kullanilarak bazi 6zniteliklere gore 6grencilerin hangi dersi kag kez tekrar
ettigi tahmin edilmeye ¢alisildig1 Oyedotun ve ark. [27] tarafindan yapilan ¢alismada,
O0grenme ortami, 6grenci-egitmen arasindaki iligkiler tahmin edilmeye ¢alisilmig, bunun
icin de Radial Tabanli Fonksiyon Aglar1 (RTFA) kullaniimistir.

Zimmerman ve ark. [28], Bilgisayar Bilimleri Yiiksek Lisans ve Lisans
Ogrencilerine ait ¢ok boyutlu veriler iizerinde degisken se¢imi ile birlestirilmis
Regresyon modelleri kullanms, veri setindeki degiskinlerin %54 iiniin lisans 6grencisi
basarist lizerinde 6nemli etkisinin oldugu tespit edilmis, elde edilen verilen egitim
yoneticilerine yol gosterecegi belirtilmistir.

Baska bir calismada, miithendislik &grencilerinin Uretim Siiregleri Kursundaki
basarilarina iliskin tahminler iiretmek tizere, Kentli ve Sahin [29] tarafindan Destek
Vektor Makineleri (DVM) ve YSA birlikte kullanilarak elde edilen bulgular,
Cokdegiskenli Lineer Regresyon (CLR) algoritmas: ile yapilan tahminler ile
kiyaslanmis, en basarili sonuglart SVM’nin verdigi bildirilmistir.

EVM’de Birliktelik Kurallar1 ile ¢ikarim yapma islemine dair bir ¢alisma,
Kumar ve Chadha [33] tarafindan yapilmistir. Bu arastirmada, veri analizinde veri 6n
islemenin ne denli biiylik bir 6neme sahip oldugu ve TDP’nin nasil biiyiilk oranda
etkilediginden bahsedilmis, Apriori algoritmas: kullanilarak basarili sonuglar elde
edildigi anlatilmistir.

Microsoft Azure bulut platformunda biiyiik veriler lizerinde Punlumjeak ve ark.
[34] tarafindan yapilan ¢alisma, Bulut Bilisim (BB) ve EVM alanlarin1 kesisten bir
calisma olmasi bakimindan ilgi c¢ekicidir. Tayland Rajamangala Universitesi
ogrencilerine ait veri setleri kullanilan ¢aligsmada, biiyiik veri tizerinde siniflandirmaya
gecmeden Once Oznitelik indirgeme yapilarak en etkili 6zniteliklerin secilmesi ve buna
bagli olarak tahmin performansinin iyilestirilmesi amaclanmistir. Caligma sonucunda
Ortak Bilgi Algoritmast (OBA)’'nin 6znitelik se¢gmede kullanilmasi ve YSA
siniflandiricisinin kullanilmasinin %91 lik bir tahmin performans: dogrulugu sagladig:

vurgulanmigtir.



EVM alaninda son 10 yilda (2007-2017) yapilmis c¢alismalarin incelenerek
kategorize edildigi bir aragtirma, Bakhshinategh ve ark. [35] tarafindan yapilmus,
envanterdeki caligmalar genel olarak 9 kategoride toplanmistir: 1-siiflandirma ve
regresyon, 2-kiimeleme, 3- birliktelik kurallari, 4- aykir1 deger tespiti, 5- sosyal ag
analizi, 6- metin madenciligi, 7- modeller ile ¢ikarim, 8- ardisik desen madenciligi 9-
gorsellestirme teknikleri. Calismada, 6grenci modelleme siirecine de deginilmis, son

olarak, yapilan ¢alismalar hedef kitleleri bakimindan ele alinmistir.

2.2 Egitmen Performansina Yonelik Yapilmis Calismalar

Karar Agaci (KA) algoritmalari, Destek Vektor Makineleri (DVM) ve Yapay
Sinir Aglart (YSA) ve Diskriminant Analizi olmak lizere dort farkli siiflandirma
teknigi kullanilan Agaoglu’nun [30] calismasinda, Marmara Universitesi 6grencilerinin
egitmenlerinin egitim performanslarint 26 adet 6znitelik iizerinden degerlendirdikleri
bir veri seti kullanilmistir. Anilan makine Ogrenmesi yoOntemlerinin simniflandirma
performanslar1 kiyaslanmis, en basarili sonucu dogruluk, hassasiyet ve 0Ozgiinliikk
bakimindan C5.0 KA algoritmasinin verdigi vurgulanmistir. Bu ¢alismada ayrica
Ogrenci verileri lizerinden egitmen basarisini tahmin etmenin “6grencilerin derse olan
ilgisine” baglh oldugu c¢ikarimi yapilmis, elde edilen veriler ile daha gelismis veri
madenciligi bilesenlerinin olusturulabilecegi bildirilmistir.

Ahmed ve ark. [31] tarafindan yapilan g¢alismada, J48 KA, Cok Katmanlh
Algilayict (CKA), Naive Bayes, ve Ardistk Minimal Optimizasyon (AMO) veri
siniflandiricilar kullanilarak 6grenci basarisina etki eden faktorler ve egitmen basarisi
tahmini yapilmistir. Calismada, WEKA veri madenciligi yazilimma ait OneR
algoritmas1 ile Oznitelik se¢imi yapilmis ve siniflandirma islemi Oncesi en anlaml
oznitelikler secilmistir. Oznitelik se¢me isleminin tahmin performansini tim
siniflandirma islemlerinde arttirdifi ve en basarili tahmini J48 KA algoritmasimin
verdigi ifade edilmistir.

Hindistan’da bir tiniversitenin miihendislik fakiiltesinde okuyan Ogrencilerin
egitmenleri hakkindaki goriislerinin temel alindigi Pal ve Pal [32] tarafindan yapilan
calismada Naive Bayes, ID3, Siiflandirma ve Regresyon Agaclart (SRA) siniflandirma
algoritmalar1 kullanilmig, kullanilan algoritmalar i¢inde en iyi tahmin performansini

%80 oraninda bir dogrulukla Naive Bayes siniflandiricinin verdigi belirtilmistir.



Sanjay ve Keshav [36] tarafindan yapilan ¢alismada, egitmen performansini
tahmin etmek i¢in, Naive Bayes siniflandirma, C4.5 KA ve YSA kullanilmistir. 10
Oznitelikten olusan bir anket veri setinin kullanildig1 ¢calismada, kullanilan 3 algoritma

iginde en iyi TDP’n1 C4.5 KA algoritmasinin verdigi ifade edilmistir.



3. KULLANILAN NiTELIiK SECME YONTEMLERI

Oznitelik segme (OS), temel olarak mevcut veri seti ile ulasilmak istenen tahmin
performansina en yakin degere, -hatta daha iyi tahmin degerlerine- daha az nitelik
kullanarak ulagsmay1 hedefleyen bir islemler dizisidir. Daha az nitelik kullanarak daha
iyi sonuglar elde etmek, sonuglarin kiymetlendirmesinde igslem maliyetini biiyiik oranda
asag1 cekmekte, siirecin daha hizli ve basarili yiiriitiilmesini saglamaktadir. OS
isleminin kendisine benzer gibi goriinen Boyutsal Indirgeme (BI)’den temel farki ise,
Bi’de birlesik yeni nitelikler olusturulabilirken, OS’de mevcut niteliklerin yapilari

korunmaktadir [37].

NITELIK
SECME
METODLARI
Filtreleme Sarmal Hibrid
Metodlari Metodlar Metodlar

Sekil 3.1 Oznitelik Secme metotlar: ([38] 'den esinlenilmigtir)

OS metotlari ii¢ sinifa ayrilir (Sekil 3.1):

3.1 Filtreleme Metotlari: Filtreleme metotlari, veri setinde bulunan her 6znitelige bir
agirhik atamak i¢in istatistiksel yontemler kullanir. Agirliklandirma sonrasinda, segilen
esik degerine gore genel sonuca etkisinin 6nemsiz oldugu degerlendirilen 6znitelikler
atilarak yeni bir veri seti kiimesi elde edilir. Bu islemler yapilirken 6zniteliklerin her
birisi birbirinden bagimsiz olarak ele alinir. Hesaplama bakimindan etkin oldugu i¢in
ozellikle yiliksek boyutlu problemlerde tercih edilir. Popiiler filtreleme metotlari; F-Skor
Kriterlendirme (FSK), OBA, Bilgi Kazanci (BK) ve Korelasyon olarak siralanabilir [39-

42]. Calismada BK yontemini kullanacagiz.



3.1.1 Bilgi Kazanc1 (BK):

Bilgi kazanci, entropinin tersi olarak ifade edilebilen ve 0 ile bir arasinda
degerler alabilen bir ¢ikarimdir. BK, islenen veri setindeki her bir niteligin, yapilan her
bir smiflandirmaya yatkinliginin incelendigi bir Ol¢lidiir. Bir 6znitelik, yapilan tiim
simiflandirmalar i¢inde ne kadar ¢ok siniftan ne kadar gesitli deger aliyorsa; BK 1
degerine o kadar yakin bir deger alir. Eger, bir 6znitelik 6rneklemdeki tiim siniflara ait
farkl1 degerler tasiyorsa BK=1 ve Entropi=0 olur. Bagka bir deyisle, bir Oznitelik,
siniflardan genel olarak ne kadar uzaksa, BK o kadar diisiik olur. Bir nitelige ait BK {i¢
asamada bulunur.

Oncelikle veri setinin genel bilgi degeri bulunur (Esitlik 3.1):

Bilgi(D) = — ) p; .1og>(p) 3.1

i=1

D: Bilgisi hesaplanmak istenen veri setinin satir sayisi
p;: Ele alinan 6znitelige ait bir degerin, tiim veri seti icinde bulunma olasilig1
i : Bir 6zniteligin alabilecegi deger adedi
Bilgi (D) : Bir 6zniteligin aldig1 6znitelik degerlerinin dagilimina baglh olarak, veri setinde bulunan

bilginin degeri

2. agamada bir niteligin tiim veri setinde bulunan bilgisi bulunur (Esitlik 3.2):

Bilgi 4 (D) = Z D X Bilgi (3.2)
(Dj) : Isleme alinan 6rneklemin (parca veri kiimesinin) satir sayisi
Bilgi (Dj): Satir satisi (Dj) olan drneklemin bilgi degeri

Bilgi 4 (D) : A 6zniteliginin tiim veri setinde bulunan bilgisi

Sonug olarak A niteligi i¢in bilgi kazanci degeri Esitlik 3.3’te belirtilen BK formiilii ile
bulunur [43].

Bilgi Kazanc: (A) = Bilgi (D) — Bilgi 4 (D) (3.3)



3.2 Sarmal Metotlar:

Bu metotlar bir grenme algoritmast igerir. Oznitelik alt kiimelerinin se¢imi bir
arama problemi olarak ele alinir ve se¢imler diger kombinasyonlarla karsilastirilir.
Secilen Ozniteliklerin basarisi, bir O0grenme algoritmasinda denenmektedir. Sarmal
metotlar daha iyi dogruluk iiretmelerine karsin, daha yiiksek islem maliyetine sahiptir.
Bu metotlara érnek olarak Ileri Yonlii Se¢im (IYS) ve Geri Yénlii Eliminasyon (GYE)

gosterilebilir. Bu ¢alismada kullanacagimiz GYE’e deginelim.

3.2.1 Geri Yonlii Eliminasyon (GYE):

GYE isleminde amag, sonug¢ olarak performansa yiiksek oranda etki eden
Oznitelikler kiimesi elde etmektir. Bunun i¢in Oncelikle Maksimum Mutlak Azalma
Parametresi (MMAP) belirlenir. Bu deger iterasyonlarda karsilastirma islemleri i¢in
kullanilacak esik degeridir. GYE islemine 6rnek veri setinin tamami ile baglanir ve her
turda Oznitelikler azaltilarak devam edilir. Her Oznitelik kaldirma isleminde yerel
kiymetlendirme O6geleri ile performans degerlendirmesi yapilir ve elde edilen deger
MMAP degeri ile kiyaslanir. GYE’ nin amaci performansa etkisi biiyiik (atildiginda
biiyiik performans azalmasina yol agacak) verileri korumak oldugundan, iterasyona
(istenmeyen 6znitelikleri atmaya) devam etmek igin;

1) Elde edilen performans degerinin MMAP degerinden kii¢lik olmasi

2) Atildiginda performans artisina neden olan bir niteligin tespiti durumlarinin
olugsmasi gerekir. MMAP degerine esit ya da biiyiik bir durum tespit edildiginde
iterasyon durdurulur.

Durdurma islemin kesin sonu¢ verdiginden emin olmak i¢in turlara devam
edilebilir. Bu durumda atilacak turlara Spekiilatif Tur (ST) denir. Belirlenen ST sayisi
kadar tur atildiktan sonra ilk karsilasilan durma sartinda durulur, durma sarti

olusmamigsa karsilasilana dek iterasyona devam edilir.

3.3 Hibrid Metodlar:

Filtreleme metotlar1 ve sarmal metotlarin iyi yonlerini kendinde birlestiren bir
yaklasimdir. Bu metotlar, tahmin dogruluguna en yiiksek katkiy1r veren ozniteliklerin
belirlenmesi amaglar. Hibrid metotlarin kullanimiyla hesaplama maliyeti azalir, TDP

artar. Genetik Algoritma en bilinen hibrid algoritmadir [38].
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3.3.1 Genetik Algoritma:

Genetik algoritma 1970 lerin baslarinda ortaya ¢ikmis, canlilardaki genetik
cogalma ve degisimi temel alan matematiksel ve algoritmik bir yapidir. IIk kez John
Holland [44] tarafindan yapilan ¢alismada canlilardaki gen aktarimi, ¢esitli nedenlerle
olusan kalitsal degisimler, yeni tiirlerin ortaya ¢ikmasi, segili genlerin aktarimiyla yeni
Ozelliklerin ortaya cikmasi, kaliteli gen se¢imi ile iistiin bireyler elde edilmesi vb.
konulardan ilham alinarak biitiin bu siireclerden ¢oklu égrenme yapabilen Genetik
Algoritmalar adli yeni bir yontem gelistirilmistir.

Genetik Algoritmalarin (GA) temel amaci, herhangi bir problemin ¢dziimiinde, o
problem i¢in uygulanabilecek tiim ¢oziimlerin arasindan en iyi ¢oziimii se¢mektir. GA
bunu yaparken gen biliminde oldugu gibi kaliteli nesiller iiretmeyi hedefler.
Popiilasyondan (isleme alinan veri kiimesinden) iiretilecek her yeni nesilde kotii
¢oztimlerin gitgide yok olmasi, iyi ¢ozlimlerin ise daha iyi ¢oziimler elde etmek iizere

yeni nesillerin olusturulmasinda kullanilmasi beklenir. GA’nin genel isleyisi Sekil 3.2

| ilk Popiilasyonu Olugtur |

YENI VEESKI
POPULASYONU KARSILASTIR

| Uyum Degerini Hesapla ‘

de goriilmektedir:

YENI NESIL URETIMI

Durdurma
Kriteri
Saglanyor mu?

Cogalma
(Segilme) islemini
Uygula

|

Caprazlama
islemini Uygula

Y
Mutasyon
Islemini Uygula

Sekil 3.2 Genetik Algoritma Akis Diyagrami ([56] 'dan esinlenilmistir.)

GA’lar, tim veri setini taramak yerine bir alt ¢6ziim uzaym tarayarak ¢oziim
elde etmeyi amaclarlar. Bu yontem islem maliyetini azaltir, hizli ve etkin bir ¢dziim
saglar. Diger bir avantaji ise ele aldigi uzayda paralel islemler yaptigindan yerel

¢cozliimlere takilmaz. GA’lar genel olarak sonuca etki eden Oznitelik sayisinin fazla
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oldugu durumlarda kullanilirlar ve ne kadar iyi sonuglar vereceklerini 6nceden tahmin
edebilmek giictiir. GA’lardaki temel kavramlari ele alirsak:

Gen: genetik bilgi tasiyan anlamli en kii¢iik par¢aciklara gen adi verilir. Genler,
kromozomlarin yapitagidir. Genler, harflerden olusabilecegi gibi ikili bitlerden (0
ve/veya 1) de olusabilir.

Kromozom: birden ¢ok genin birlesmesinden olusan ve ¢oziimii hedeflenen
probleme iliskin tiim bilgileri iceren yapilardir. Kromozomlar, gen biliminde
popiilasyondaki bireylere karsilik gelmektedir. Amag, her genetik ¢ogalmada daha 1yi
kromozomlar (¢6zlimler) elde etmektir.

Popiilasyon: kromozomlardan (bireylerden) olusan topluluk, bagka bir deyisle
¢Oziimii hedeflene probleme ait kullanilabilecek alternatif ¢6ziim yontemleri kiimesidir.
GA’larda, popiilasyondaki birey sayisi sabit tutularak, zayif bireylerin (kotii ¢oziim
tireten etkenlerin) yok olarak, daha iyi bireylerin yasamini siirdiirmesi amaglanir. Birey
say1s1, aragtirmaci tarafindan problemin niteligine gore dnceden belirlenir.

Kodlama: Kromozomlarin gosterilis bigimidir. Sifir ve birlerden olusan ikili
kodlama (1001110, 10111), gesitli rakamlardan olusan (254896, 1547964) permiitasyon
kodlama, ¢esitli degerler igerebilen (2.3, AERFT, ileri, geri) deger kodlama, birbirini
izleyen ve gelisen cesitli Oznitelikteki degerler icin aga¢ kodlama, kodlama tiirleri

olarak siralanabilir.

3.3.1.1 Secilim:

Caprazlama ve mutasyon islemi kullanilarak, mevcut popiilasyondan yeni
bireyler olusturulmasi islemine segilim denir. Secilim islemi, kaliteli bireylerin
yasamasina izin verilerek, bunlardan yeni bireyler elde etmeyi amaglar. Se¢ilim
isleminde, uygunluk degeri yiiksek olan birey ile yola devam edilmesi esas alinir. Rulet,
turnuva ve sirali segilim, baslica secilim ¢esitleridir.

Rulet secimi: Bir bireyin rulet se¢imindeki segilme olasigi kendi uygunluk
degerinin, tiim popiilasyonun toplam uygunluk degerine bdliinmesiyle bulunur.

Sirali se¢im: En kotli uygunluga sahip kromozoma 1 degeri vererek baslamak
tizere, uygunluk degeri artttkca kromozomlara verilen deger de arttirilarak tiim
orneklem uzayindaki bireylere degerler atanir.

Turnuva Secimi: topluluk igerisinden rastgele secilen k adet birey iginden, en

yiiksek uygunluk degerine sahip olan bireyin secilmesi islemidir.
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3.3.1.2 Caprazlama

Caprazlama islemi, aynen canlilarda oldugu gibi, anne ve babada bulunan
genlerden karma yeni bir kromozom dizisine sahip ¢ocuklarin olusturulmasidir. Bu
islemde amag, uygunluk degeri yiiksek olan ata kromozomlar1 kullanilarak, daha yiiksek
uygunluk diizeyine sahip cocuklar (yeni kromozomlar) iiretmektir. Tiim g¢aprazlama
islemleri sonunda, ¢ocuklarin kromozom sayilar1 her bir atasinda bulunan kromozom
sayilarina esit olur.

Tek Noktali Caprazlama: Yeni cocuklari olusturmak tizere kromozomlari
kullanilacak her iki ataninda kromozomlar: iki par¢aya ayrilir. Her bir ¢ocuk, kendi
kromozomlarmin bir parcasini bir atasindan, diger pargasini ise diger atasindan alir.
Atalarin tiim kromozomlari ¢ocuklar tarafindan kullanilmig olur. 1. ¢ocuk, genlerin bir
kismini1 1. atasindan alirken, ayni hizaya karsilik gelen 2. atanin genleri 2. ¢ocuk
tarafindan alinir. Bir ¢ocugun kromozomu olusurken, her bir atadan birer kez olmak
lizere sadece toplam iki kez gen blogu alinir.

Cift Noktahh Caprazlama: Atalara ait kromozomlardaki karsilikli genlerin
cocuklar tarafindan paylasiminda, cocuklar tarafindan karsilikli gen siras1 takip edilir.
Ornegin, 1. ¢ocuk, 1. atasinin kromozomundan 1. genini aliyorsa, 2. ¢ocuk da 2. atadan
1.geni alir. Sonra, 1. ¢ocuk 2.atadan kromozom almaya gegince, 2. ¢ocuk da 1. atadan
gen alir. Bu degisim, kromozomdaki gen sayis1 tamamlanana dek stirer.

Sirali Caprazlama: Bu ¢aprazlama isleminde, bir ¢cocuk iiretmek icin bir atanin
kromozomu temel alinip, 2. atadan bu ataya gen kiimesi transfer edilir. 2. atadaki gen
kiimesi geldigi yerdeki kromozom diziliminde hangi konumda bulunuyorsa, hedefte de
ayn1 konuma yerlestirilir. Yerlestirme Oncesinde, kaynaktan gelen genler hedefte de
bulundugundan, yeni gelen genlerin hedefte daginik halde bulundugu tiim noktalar
isaretlenir ve gen transferi ile yeri isgal edilmis olan genler (eski konumlarindan
konuslandiklar1 yerdeki soldan saga dizilislerine gére) kromozomun en solundan en
sagina dogru isaretli yerlere yerlestirilirler. Bir baska deyisle, hedefe giden gen kiimesi,
hedefteki kendi tiirdes genlerini imha etmis, gittigi bolgedeki genleri de, tiirdeslerinden

bosalan bolgelere slirgilin ettirmistir.
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3.3.1.2 Mutasyon

Mutasyon, ¢aprazlama ile yeni nesil kromozomlar elde edilmeden, mevcut
krozomlarda bulunan gen ya da gen pargalarinin degistirilerek yeni kromozomlar elde
edilmesidir. Mutasyon kullanilarak (yerel maksimum) ¢alismanin kisir dongiide kalmasi
engellenir ve problemin ¢oziimiinii bulmada yon degisikligi saglanabilir. Rastgele
secilen iki karakterin yer degistirdigi mutasyon tiirline pozisyona gére mutasyon, iKinci
secilen karakterin, birinci karakter yerine konmasiyla degisim saglayan mutasyona da

swraya gore mutasyon denir.

3.3.1.3 Genetik Algoritma Performans Faktorleri

Kromozom sayisinin azalmasi, iiretilecek yeni nesillerde kalitenin azalmasina,
kromozom sayisinin artmasi ise toplam iglem maliyetinin artmasina yol agar. Yeni
nesiller iretildikge kromozomlarin gitgide birbirine benzemeye basladigi durumlarda
ise, miidahale gerekir ve yiikksek bir mutasyon orani verilerek etkin bir ¢6ziim
yaklasilmaya caligilir.

Bazi calismalarda istenen hedefe ulasabilmek adina ¢ok noktali caprazlamaya
gereksinim duyulmus, her ¢aprazlama sonucunda elde edilen bireyin ise eszamanli
kullanilmamas1 istenen kalitede nesiller elde etmede Onemli faydalar saglamistir.
Kullanilacak  olan  parametrelerin, ele aliman probleme uygun nitelikte
(logaritmik/dogrusal) hazirlanmasi ve tiim siirecin uygun sekilde kiymetlendirilmesi,

tiim islem siirecinin performansina yansiyan 6nemli iglemlerdir.
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4. KULLANILAN MAKINE OGRENMESIi METODLARI

Calismada, veri setine Bilgi Kazanci, Geri Yonli Eliminasyon ve Genetik
Algoritmay1 ayr ayr1 uygulayarak en efektif 6znitelik segme islemini tamamladiktan
sonra bir sonraki asama olarak, indirgenmis veri setinde cesitli makine Ogrenmesi
yontemleri kullanarak tahmin yapma islemine gegilmistir.

Sirasiyla tahmin performanslar1 kiyaslanacak makine 6grenme yontemleri, K-En

Yakin Komsuluk, Karar Agaci, Naive Bayes ve Derin Ogrenme’dir.

4.1. K-En Yakin Komsuluk

K-En Yakin Komsuluk (K-EYK) algoritmasi, 6nceden siniflandirma yapilmis
bir veri kiimesinde, yeni bir elemani siniflandirmada kullanilir. Algoritmanin temelinde,
smiflandirilmak istenen 6genin, en yakin mesafede oldugu K adet komsusunun tespiti
vardir. Bu K adet en yakin kosunun ¢ogunlugu hangi sinifa mensup ise, isleme alinan

eleman da o sinifa dahil edilir [45].

y
® o o
...
| ™
[ | - ®
n
m
n L «
m u
®

Sekil 4.1 Onceden simiflandirilmis Veri Kiimesi ([57] ‘den esinlenilmistir.)
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Ornegin, Sekil 4.1 de gosterilen ve Dogrusal Ayristirma yontemiyle birbirinden
ayristirtlmig iki boyutlu diizlemde bulunan (siniflara béliinmiis) veri kiimesine Sekil 4.2
de gosterildigi sekilde smiflandirilmak iizere yeni bir eleman dahil edilsin. K=3
alindiginda, bu elemana en yakin uzakliga sahip 3 elemanin tespit edilmesi
gerekmektedir. Bu uzaklik hesabinda Oklid Mesafesi kullanilir (Esitlik 4.1).

d(A,B) = (X1 — Xz )2+ (Y1 — Y2 )? (4.1)

A, B: aralarindaki mesafe hesaplanacak olan 2 boyutlu koordinatsal konuma sahip noktalar

- X
|

Sekil 4.2 Siniflandirilacak yeni elemanin yerlestirilmesi ([57] ‘den esinlenilmistir.)

Yeni elemanin dahil olacagi siifin bulunmasi igin Oklid Uzaklig: kullanilarak
en yakin 3 komsusu bulunur (Sekil 4.3) ve bu 3 kosudan ikisi (¢ogunluk) yuvarlak

siifa mensup oldugundan yeni eleman da yuvarlak sinifa dahil edilir. (Sekil 4.4)
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Sekil 4.3 En yakin K adet komsunun belirlenmesi ([57] 'den esinlenilmistir.)

Sekil 4.4 Yeni elemanin sinifina atanmasi ([57] ‘den esinlenilmigstir.)
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4.2. Karar Agaci

Karar agaclart (KA), verilerin bir agac yapist seklinde siirekli olarak
kiimelendigi ve boliindiigi, tiimevarim mantigiyla hareket eden bir makine 6grenmesi
yontemidir. KA, ayrik parametrelerden olusur ve giiriiltiiye dayanikli bir yapiya sahiptir.
KA ana bilesenler olarak karar diiglimleri ve yapraklardan olusmaktadir. Karar
diigtimleri, veriler kiimelenirken hangi yone gideceklerini tayin ederken, yapraklar son

noktadaki sonucu, bir bagka deyisle 6genin dahil edilecegi sinifi gosterir (Sekil 4.5).

Kisi SAGLIKLI MI?

KARAR DUGUMU YA$<40 KOK
EVET
HAYIR DAL
DAL
/ DENGELI BESLENME (ARAR DOMD

LoDl DUZENLI EGZERSIZ /\
HAYIR EVET
DAL DAL
HAYIR /\ FVET / S
oAl oAl SAGLIKLI

Ve \ SAGLIKSIZ
SAGLIKSIZ SAGLIKLI YAPRAK .
YAPRAK YAPRAK

Sekil 4.5 Karar Agact ornegi ([58] 'den esinlenilmigtir.)

KA, smiflandirma islemlerinde yaygin olarak kullamilir. Basta miisteri kredi
notunun hesaplanmasi olmak {izere, ses/karakter tanima, kullanici davranisi analizi,
hastalik teshisi, web madenciligi vb. bircok alanda kullanilmaktadir ve diger
siniflandirma metotlarina gore oldukca basarilidir. KA, akis semalarinda oldugu gibi
zincirleme bir yapiya sahip olup, dallar, yapraklar ve kdkten olusur. Dallar, baslangic
diigiimiinden (kok) karar (yapraklara) giden ve secimlere gore sekillenen yollar1 ifade
eder.

Smiflandirma islemi KA’da iki yontemle yapilir. Bunlar Siiflandirma ve
Regresyon Agaglar1 (SRA —CART) ve Entropiye Dayali Algoritmalar (EDA) dir.
EDA’ya 6rnek olarak ID3 ve C4.5 algoritmalar1 ve SRA i¢in 6rnek olarak da Twoing ve

Gini algoritmalari verilebilir.
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ID3 algoritmasi metinsel kategorik (nominal) 6znitelikleri Boliim 3’de belirtilen
entropi ve bilgi kazanci esitsizliklerini kullanarak siniflandirma yaparken, C4.5
algoritmasi buna ilave olarak budama islemi ve niimerik verilerin siiflandirmasini da
yapabilmektedir. SRA algoritmalar1 ise her diigiimden ikili dallanmalar yaparak tim

orneklemin siniflandirmasini esas alan algoritmalardir.

4.2.1. Karar Agaci Olusturma Metotlari

4.2.1.1. Agac Olusturulmasi

Karar agaglari, ters duran bir aga¢ seklinde oldugundan, en tepede kok bulunur
ve KA insa islemine kokten baslanir. Kok i¢in Oznitelik se¢iminden sonra, segilen
Ozniteliklere gore yapilan yeni se¢imlerin olusturdugu dallar ve karsilagilacak yeni
secimler (diigiimler) in eklenmesi, istenen hedefe kadar devam eder. Bir diigim
olusturulduktan sonra eldeki orneklerin tamami ayni sinifa ait durumdaysa o diigim
yaprak olarak sonlandirilir ve o sinifa ait etiketi alir. Eger 6rneklerin tamami ayni1 sinifa
ait degilse dallanma devam eder ve diigiimii siniflara en iyi sekilde bolecek diger
nitelige gecilir. Dallanma islemi; orneklerin ¢ogunlugu ayni sinifa ait olana, 6rnekleri
tekrar bolebilecek baska Oznitelik kalmayana ve kalan 6znitelikleri temsil eden 6rnek
kalmayana dek siirer. Dallanma islemi, egitim verilerinin en 1iyi sekilde
simiflandirilacagi duruma gelene dek KA dallarinin derinlesmesiyle devam eder.
Boylece, zincirleme alternatif bir¢ok se¢imle elde edilmis dal, diigim ve yapraklardan

olusan KA elde edilir.

4.2.1.2. Aga¢ Budama

Hatali (istenmeyen) verilerin veri setinde bulunmasi biitiin siniflandirma
algoritmalarinda siniflandirma dogruluguna etki ettigi gibi KA’da da ayni olumsuz
etkiye yol agmaktadir. Bunun Onlenmesi i¢in 6grenme kiimesindeki giiriiltiilerden
(hatalt veri) meydana gelmis dallarin KA’dan silinmesi gerekmektedir. Bu isleme

budama (pruning) denir (Sekil 4.6).
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Yeni alt agag

Eski alt agag

Sik erisilen alt agag

Sekil 4.6 Aga¢ Budama ([58] ‘den esinlenilmistir.)

KA’da simiflandirma islemi, dallanmanin artmasiyla ve yapraklara ulagincaya
kadar devam etmektedir. Veri 6rnekleminin i¢inde giiriiltii olmasi ise ¢ok biiylik bir KA
elde edilmesine neden olur. Buna yol agmamak icin veriye asirt uyumun (overfitting)
oniine gec¢ilmesi gerekmektedir. Budama islemi bu yiizden 6nemlidir. Budama iglemi ile
agac¢ daha sade bir hale gelir ve tahmin dogrulugu artar.

Budamaya kok ya da yapraktan baslanabilir. Budama isleminin agac
tamamlandiktan sonra yapilmasi, agacin biiylimesinin erkenden durmasini
engelleyeceginden, daha dogru bir yaklasgimdir. Budama isleminde yapraktan
baslanarak, o yapragin veri drneklemi i¢inde en sik bulunan (en popiiler) siniftan olan
her bir diiglimii agagtan kaldirilir. Bu isleme, dogrulukta azalma meydana gelene dek
devam edilir.

Calismada kullanilan Rapidminer KA modiiliinde, KA’larda kullanilan birgok
ozellik birlikte uygulanmis; ayirma kriteri olarak bilgi kazanci kullanilmig, karar
agacina hem budama hem de 6n budama uygulanmgtir. On budama, maksimum
derinlikten daha fazla sayida durdurma kosulu meydana geldigi durumlarda, KA’ nin
dogruluk performansini arttirmak i¢in kullanilmisgtir.

KA’larinin adim adim uygulanabilmesi ve izlenebilmesi miimkiindiir. KA’dan
elde edilen veriler genel olarak herkes tarafindan basit agiklamalar yardimiyla
anlasilabilmektedir. Gergek hayatta karar verme siirecleri aymt KA da oldugu gibi,
secimler ve bunlarin sonuglarindan olusan oOrgiileri igerdigi i¢in, KA’larin
yorumlanmasi kolaydir. KA’lar hem nominal hem de niimerik verileri hizli bir sekilde
siiflandirabilmektedir [47].
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4.3 Naive Bayes

Naive Bayes algoritmasi, olasilik temelli bir algoritmadir. Bayes Teoremine gore
istatiksel tahmin yapar. Algoritmanin amact simif {yelik olasiligini tahmin etmektir.
Uygulanan islem Esitlik 4.2°de goriilen Bayes Teoremini esas alir. Diger simiflandirma
islemlerinde oldugu gibi Bayes Teoremi tabanli olarak yapilan siniflandirmada da
orneklem uzaymnin bir kismi oncelikle egitim amagli kullanilarak 6grenme yapilir,
orneklem uzayinin kalan kismi ile 6grenilen veriler lizerinden tahmin yapilir. Bir 6genin
hangi 6znitelikleri kendisinde topladigi ve boylece hangi smnifa atandigi algoritma
tarafindan 6grenildiginden, test kiimesi i¢inde siral1 birtakim 6zellikleri verilen 6gelerin

hangi sinifa ait oldugu tahmin edilebilir [46].

p(Cylx) = "Gk (4.2)

p(x)

p(x|Cy): k sinifindaki 6gelerden birinin x olma olasiligt
p(Cy): tiim drneklem uzayinda k siifinin bulunma olasilig: (ilk olasilik)
p(x): tiim 6rneklem uzayinda x in bulunma olasilig

p(Cy|x): x drneklerinin i¢inde k sinifindan 6gelerin bulunma olasiligt

Bayes Teoremi ile siniflandirma yapilirken amag, bir 6genin (x) hangi sinifa
sahip oldugunu bulmaktir. Bu islem yapilirken, x 6gesinin biitiin siniflar i¢cinde ayr1 ayri
bulunma olasiliklar1 hesap edilip, bunlarin iginden en yiiksek olasilik tespit edilir ve X
0gesi, o sinifa dahil edilir. X 6gesinin tiim 6rneklem uzayinda bulunma olasilig1 her
zaman ayni oldugu i¢in, bir x niteligini farkli bircok smifa ait olasiliklarin
biiyiikliigiiniin kiyaslanmasinda kullanmamak sonucu degistirmez. Bu yiizden, toplam
islem maliyetini azaltmak adina Bayes Teoremi, Esitlik (4.3) de belirtilen duruma

indirgenir.

P(Ci|x)=p(x|Ci) p(Ck) (4.3)

Baz1 durumlarda, x birden ¢ok birbirinden bagimsiz niteligi icerebilir ve

zincirleme kosullar olarak disiiniilebilir. Bu durumda, her bir alt niteligin ana simif
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icinde bulunma durumlar1 birbiri ile ¢arpilarak, x kosul kiimesinin Cy, sinifi igcinde olma

olasilig1 Esitlik (4.4) kullamlarak bulunur.

p(IC) = | [Pom 1 €0 = P11 €0 X POz [€ X o X PG| € (48)

m=1

4.4 Derin Ogrenme

Derin 0grenme, son donemde makine 6grenmesi ve yapay zeka kavramlari
igerisinde popiilerligi gitgide artan bir yéntem olmustur. Giiniimiizde Derin Ogrenme,
goriintli siniflandirma, kisilerin seslerinin analizi, video isleme, dogal dil 6grenme,
Canli trafik akis1 analizi (Sekil 4.7) gibi birgok sivil ve askeri alanda kullanilmakta ve
ozellikle biiyiik teknoloji firmalar1 ve tiniversite aragtirma gruplar tarafindan ciddi

yatirimlarla desteklenmektedir.

O- PROCESSING OBUECT ID
4} = GAUTIONARY OBJECT
[H = STATIONARY OBJECT
[H = movinG oBJECT

[ = TRIVIAL OBJECT

Sekil 4.7 Canli trafik akist analizi [54]

Derin 6grenmenin klasik makine 6grenmesi yontemlerinden en biiyiik farki,
onceden hazirlanmis herhangi bir matematiksel modele dayali 6znitelik ¢ikarimina
ihtiya¢ duymamasidir. Oznitelik ¢ikarici, derin 6grenme tarafindan otomatik olarak

uygun sekilde ogrenildiginden, sistem ag katmanlarina ve tahmin islemlerine
odaklanmaktadir [50].
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Derin Ogrenme algoritmasi, ileri beslemeli Yapay Sinir Aglari (YSA) tabanl bir
algoritmadir. Derin Ogrenme algoritmasinin en kiigiik bilesenlerine, tiim YSA’lardaki
gibi néron adi verilir ve veri seti bir algoritma tarafindan 6grenilerek test islemine
gecilir. Egitimde, geri-yayilma uygulanarak Olasiliksal Egim Azalma Fonksiyonu
(OEAF) kullanilmistir. Derin 6grenme agi1, hiperbolik tanjant (tanh) dogrultucu ve
maksimum ¢tkis aktivasyon fonksiyonlu néronlar igeren ¢ok sayida gizli katmanlardan
olusur. Derin 6grenme algoritmasinin Momentum Egitimi (ME), Adaptif Ogrenme
Orani (AOA) gibi birgok zelligi yiiksek TDP saglamaktadir. Her hesaplama diigiimii,
global degiskenleri lokalde uygulayarak asenkron(paralel) programlama yapisinda
calismakta ve global modele network tizerinden model ortalamasi alarak katkida

bulunmaktadir. Derin Ogrenme Algoritmas1 Katman yapist Sekil 4.8 de goriilmektedir.

Lokal Zithk Grintileri

Cikas Katmani

Gizli Katman 2

Gizli Katman 1

Girig Katmani

Sekil 4.8 Derin Ogrenme Algoritmast Katman yapist [55]

Calismada, derin 6grenme algoritmasi olarak tek diiglimli H20 kiimeleme
algoritmasi kullanilmistir. Diger derin 6grenme algoritmalarinda oldugu gibi birden ¢ok
is parcacigt H20 algoritmasinda eszamanli olarak islenebilmekte ve islenecek is
parcacigl Rapidminer yazilimi araciligiyla belirlenebilmektedir. Alternatif bir deger
girilmedigi takdirde Rapidminer yazilimi1 eszamanli olarak tek is pargacigi islemektedir.

Rapidminer Derin 6grenme operatorii standart degerler olarak 50 norona 2 gizli katman
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olacak sekilde yapilandirilmis olup, kullanici tarafindan gizli katman sayist ve
katmanlara diisecek noron sayilart ayarlanabilmektedir [51].

Calismada, Derin Ogrenme operatériinde bulunan Adaptif Ogrenme Oran
(AOA) secilmistir. AOA, epsilon ve rho degerleri iizerinden hesaplanir. AOA’nmn
epsilon ve rho iizerinden otomatik olarak hesaplanmasi, optimizasyon isleminde
diizlemin ¢ok yiiksek egime sahip olmasi ya da egimin ¢ok diisiik degerde olmasi

durumlar arasinda bir denge kurularak ideal 6§renme oranlarinin elde edilmesini saglar.
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5. UYGULANAN HIiBRiD MODEL

5.1 Veri Setinin Nitelikleri ve Hazirlanmasi

Bu caligmada, onemli bir veri madenciligi yazilimi1 olan Rapidminer yazilimi
kullanilmistir. Rapidminer, goniillii bir topluluk olan Rapidminer Vakfi tarafindan
stirekli gelistirilmekte olan oldukca kapsamli bir veri kiymetlendirme yazilimidir.
Rapidminer yazilimi, arastirmacilara tiim veri isleme siirecinde biiylik gorsel kolaylik
saglamakta ve sonuclari degerlendirme/kiyaslamada bir¢ok alternatifler sunmakta,
WEKA gibi diger baz1 yazilimlara ait kiitiiphaneleri de eklenti olarak barmdirmaktadir
[52].

Bu c¢alismada, Kaliforniya Universitesi Makine Ogrenmesi Veri Havuzunda
(University of California, Irvine, USA) bulunan “Tiirkiye Ogrenci Kiymetlendirme Veri
Seti (Turkiye Student Evaluation Data Set)” isimli agik kaynak bir veri seti (dosya:
turkiye-student-evaluation_generic.csv ) kullanilmigtir [53]. Veri seti, 2013 yilinda Gazi
Universitesi (Ankara)’de yapilmis ve 2850 dgrencinin, kendilerine toplam 13 ders veren
3 adet egitmeni degerlendirdigi bir ¢alismadir. Veri setinde eksik, hatali, sira dis1 veri
bulunmamaktadir. Yapilan tiim degerlendirmeler Likert dl¢eginde (1-5 arasi degerler
verilerek) yapilmustir. Veri setinde toplam 33 adet niteligin, 5 adedi derslerin isimlerini,
derslerin zorluklarini, derslerin 6grenci tarafindan alinma sayilarini ve ogretmenlerin
isimlerini sembolize etmekte diger 28 Oznitelikte ise Ogrenciler egitmenlerine dair
sorulmus c¢esitli sorulart cevaplamaktadir. 33 adet niteligin agiklamalar1 asagida

belirtilmistir:

instr: Egitmeni ifade eder; {1,2,3} degerlerinden birini alir.

class: Alinan dersin ismini ifade eder, {1-13} araligindaki degerlerden birini alir.
repeat: Ogrenci tarafindan ilgili dersin ka¢ kez alindigini ifade eder; {1,2,3}
degerlerinden birini alir.

attendance: Ogrencinin derse katilim seviyesi; {0, 1, 2, 3, 4} degerlerinden birini alir.
difficulty: Ogrencinin yorumuna gore dersin zorluk seviyesi; {1,2,3,4,5} degerlerinden

birini alir.

Q1: Donem basinda bildirilen ders igerigi ve 6gretim metodu ve kiymetlendirme sistemi
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Q2: Donem basinda kursun amag ve kazanimlar agik¢a bildirilmistir.

Q3: Kurs, kendisine atanan kredi diizeyine karsilik verebilecek niteliktedir.
Q4: Kurs, ders programinda belirtildigi sekilde islendi.

Q5: Smif i¢i tartismalar, verilen d&devler, yapilan uygulama ve calismalar yeterli
diizeydeydi.

Q6: Kullanilan tiim dokiimanlar giincel ve yeterliydi.

Q7: Ders i¢in yeterli sinif, laboratuvar ve tartisma alani hazirlanmaisti.

Q8: Quiz, 6dev, proje ve drnekler egitime katkis1  sagladi.

QO9: Derslere katilmaktan ¢ok zevk aldim ve hevesliydim.

Q10: Dénem basindaki beklentilerim, donem sonunda karsilandi.

Q11: Kurs kisisel gelisimim i¢in faydali oldu.

Q12: Kurs, hayata yeni bir perspektifte bakmami sagladi.

Q13: Egitmenin bilgisi yeterli ve giinceldi.

Q14: Egitmen sinifa hazir geldi.

Q15: Egitmen, anlatilan ders planina uydu.

Q16: Egitmen, dersini adanmis ve anlasilir bir sekilde sundu.

Q17: Egitmen, derslere zamaninda geldi.

Q18: Egitmenin konusmasi akici ve diizgiindii.

Q19: Egitmen, ders saatlerini efektif kullandu.

Q20: Egitmen, dersi 6grencilere sevdirme konusunda istekliydi.

Q21: Egitmen, 68rencilere kars1 pozitif bir yaklagim sergiliyordu.

Q22: Egitmen, dgrencilerin yorumlarina karsi agik ve saygiliydi.

Q23: Egitmen, dgrencileri derse katilma konusunda cesaretlendirirdi.

Q24: Egitmen, 6grencilere derslerine katki saglayacak ddev/projeler verdi.
Q25: Egitmen, dgrencilerin kurs ile ilgili sorularini her ortamda cevapladi.
Q26: Egitmenin kursu kiymetlendirme adma yaptigi tiim sinavlar, kursun amacina
yonelikti.

Q27: Egitmen, siavlarin ¢éztimlerini 6grencilerle paylasti ve tartigti.

Q28: Egitmen, biitiin 6grencilere esit ve tarafsiz davrandi.

Q1-Q28 araligindaki tiim oznitelikler Likert tipinde olup {1,2,3,4,5} degerlerinden

birini almaktadir.
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Calismada kullanilan veri setinde her satir, bir 6grencinin aldig1 bir dersle ilgili,
egitmeni hakkinda yaptigi degerlendirmeleri ifade etmektedir. Ancak bu 6zniteliklerin
sonucunda 6grencinin o dersten dgretmenine verdigi bir puan olmadig i¢in, 6grencinin
kanaati somut olarak ifade edilmemistir. Bu durumu ¢6zmek adma Ogrencinin
ogretmeni hakkinda ¢esitli 6zellikler lizerinden puan verdigi Q1-Q28 arasi 6zniteliklerin
toplanarak ortalamalarinin alindigi “SCORE” adl1 34. 6znitelik olusturulmustur.

Veri setindeki tiim 6gretmenleri ders bazli genel sekilde kategorize edebilmek
icin ise basar1 durumunu sézel olarak ifade edecek “SUCCESS” niteligi, 35. 6znitelik
olarak  olusturulmustur. SUCCESS niteliginin  degerinin  hesaplanmasi  igin
Rapidminer’da (programa 6zel formatta) Esitlik 5.1 olusturulmus, 4’ten kiiglik degerler
KOTU, 4’e esit degerler 1YI, 4’ten biiyiikk degerler ise MUKEMMEL olarak

belirlenmistir.

SUCCESS==if(SCORE<=3,"BAD",if(SCORE==4,""GOOD",""PERFECT")) (5.1)

Sekil 5.1 de yapilan veri 6n isleme adimlari goriilmektedir. Veri setinin
Rapidminer yazilimina alinmasi sonrasinda, generate attributes modiilii ile SCORE ve
SUCCESS o0znitelikleri olusturulmustur. Kullanilan veri setinde, bir hedef 6znitelik
onceden etiketlenmis (labeled) olmadigi igin, kullanilacak makine Ogrenme
yontemlerine hedef belirtmek adina “set role” modiilii ile SCORE niteligi etiketli
Oznitelik olarak atanmistir. Hem islem maliyetinin azaltilmasi, hem de makine 6grenme
yontemlerinin erken 68renerek gergek durum tahminlerinden uzaklagmasini engellemek
icin SCORE niteligi select attribute modiilti kullanilarak kaldirilmigtir. Sonug olarak,

Oznitelik indirgeme bolimiine 1 niteligi etiketlenmis 34 oOznitelikli bir veri seti

gonderilmistir.
Retrieve turkiye-student-evaluation_generic Generate Attributes Set Role Select Attributes
outD ’C exa [Pn ean G exa [T ean (] exa [F:H exa}
fad = b 2 5 5
orn on 0”_/'

Sekil 5.1 Veri Onisleme adimlar
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5.2 En Tyi Oznitelik Segme Metodunun Tespit Edilmesi

kullanilan feature selection yontemleri:
Retrieve turkiye-stu... filter(6grenme yok): information gain, (subprocessleri yok)
inp c out ) wrapper(Ggrenme var): backward elimination
hibrid : optimize selection (genetic algortihm)

Generate Attributes Weight by Informati... Select by Weights
Q== 73 =) Qe |2 i) q == exa)
& LB @
o [,u exa ) ‘.1 wel ori )
wei )
Set Role degeri 0.45 ten
— b blyik 28 adet
' nitelik secti
! S _—
Backward Elimination
{ == exa )
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Sekil 5.2 En iyi Ozniteliklerin secimi

Oznitelik secme isleminde, farkli kategorilerde bulunan &znitelik secme
algoritmalarmin performanslarmi kiyaslayabilmek adina, her bir Oznitelik se¢me
kategorisinden birer olmak iizere (Filtreleme kategorisi = Bilgi Kazanci, Sarmal
kategorisi = Geri Yonli Eliminasyon, Hibrid Kategori = Genetik Algoritma) toplam 3
adet algoritma kullanilmistir. Sekil 5.1 de veri islemesi tamamlanmis 35 6znitelikli veri
setinin en iyi Ozniteliklerin segilmesi i¢in 3 farkli Oznitelik se¢me algoritmasina
gonderildigi goriilmektedir.

Rapidminer yazilimi, Bilgi Kazanci algoritmasi modiiliinde ¢ikti olarak yalnizca
segilen agirliklar ve orijinal veri setini verdigi igin ilave olarak “Select by Weights”
modiilii kullanilarak, indirgenmis veri seti elde edilmekte ve sonu¢ kismina
gonderilmektedir. Geri Yonlii Eliminasyon ve Genetik Algoritma modiilleri ise ¢ikti
olarak ilave bir modiile gereksinim duymadan indirgenmis veri setlerini sonuca
gonderebilmektedir.

Bilgi Kazanci algoritmasi tarafindan siralanan o6znitelikler Sekil 5.1.2 de
goriilmektedir. Agirlik degeri 0,45 ten biiyiik olan degere sahip 28 adet 6znitelik
secilmis ve indirgenmis veri seti, cikti olarak tahmin kiymetlendirme kismina

gonderilmistir. Burada sinir olarak tespit edilen 0,45 degeri, yaptigimiz gézlem sonrasi
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5 niteligin agirlik degerinin digerlerinden ¢ok diisiik oldugu gorsel olarak tespit edilerek

belirlenmistir.

0.650
0625
0.600
0575
0.550
0.525
0.500
0475
0450
0425
0.400
0375
E 0350
® 0325
0.300
0275
0.250
0225
0.200
0475
0150
0125
0.100
0.075
0.050
0.025
0.000 -

mmmmm

instr
difficutty

attendance
el

Q9

a3

a7

a8

nb.repeat
class
an
12
Q4
[el3)
Q7
a2
Qs
Q10
Q27
Q28
Q26
Q24
Q18
Q16
13
Q20
a9
Q23

attribute

Sekil 5.2.2 Bilgi Kazanci Yontemiyle Agurliklandirilmis Veri Seti Oznitelikleri

Geri Yonlii Eliminasyon ile 6znitelik segcme yapilirken, Rapid miner “Backward
Elimination” modiili kullanilmis, maksimum eliminasyon sayis1=10, spekiilatif tur
sayisi=0, durus davramisi=azalma olacak sekilde belirlenmis ve sonugta agirliklart 1
degerine esit olan ve 26 adet 6znitelikten (Sekil 5.1.3) olusan indirgenmis veri seti elde

edilmistir.
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Sekil 5.3 Geri Yonlii Eliminasyon Yontemi ile segilen Oznitelikler
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Genetik  Algoritma  ile  Oznitelik  secimi  yapmak igin  Optimize
Selection(Evoluotionary) modiilii kullanilmis, minimum oznitelik sayisi=1, popiilasyon
boyutu=35, jenerasyonlarin maksimum sayisi=30 olarak belirlenmis, 0.25 degerli
turnuva yontemi kullanilmis, p ilk=0,5, p mutasyon=-1,0, p caprazlama=0,5, ¢aprazlama
tipi: tekdiize olarak belirlenmis ve agirliklar normalize edilmistir. Algoritma sonug
olarak, agirlik degeri 1 olan 19 adet 6znitelik segmis (Sekil 5.1.4) ve ¢iktilar1 sonug

kismina gondermistir.
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Sekil 5.4 Genetik Algoritma ile secilen Oznitelikler

Oznitelik se¢me isleminde goriildiigii iizere mevcut 33 &znitelik arasindan
sonuca etki eden en iyi 19 niteligi tespit etmesiyle Genetik Algoritma en iyi sonucu
vermis goriinmektedir. Oznitelik segme isleminde elde edilen sonucun dogrulugunu
pekistirmek ve her ii¢ algoritmanin Oznitelik se¢gme performansini adil bir sekilde
kiyaslayabilmek ig¢in, tiim algoritmalarin etiketli niteligi tahmin etmelerini
kiymetlendirme adimlarinda, K-En Yakin Komsuluk (K-EYK) algoritmasi, iliskiye
dayali ayrik kiymetlendirme segilerek kullanilmistir.  Ayrim degeri=0,5 (veri setinin

yarisi egitim, yarisi test) olarak belirlenmistir. K-EYK algoritmasimin degerleri tim

30



oznitelik se¢me islemleri i¢in k=1, olciim uzaklik birimi= Oklid Uzakligi olarak
ayarlanmigtir. Biitiin O6znitelik segcme kiymetlendirme islemlerinde Sekil 5.1.5°te
goriildiigii gibi kiymetlendirme (validation) modiilii igerisine, K-EYK algoritmasini
egitim ve test veri setlerine uygulayan apply model ve islem performansini dogruluk
(accuracy) (Esitlik 5.2) kriterine gore tespit eden performance modiilleri sirali olarak

yerlestirilmistir.

Dogruluk = (dogru tahmin sayist) | (toplam ornek sayist) (5.2)
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Sekil 5.5 Oznitelik Se¢me Kiymetlendirmesi Islemi alt modiilleri

Filtreleme kategorisinde yer alan Bilgi Kazanci algoritmasi, Oznitelik segme
islemini veri setinde bulunan 6geleri agirliklandirarak yapar. Rapid Miner yazilimi
modiillerinde bu islem “Bilgi Kazanci yontemine gére agirliklandirma”, “agirliklara
gore se¢cme” ve “kiymetlendirme” modiillerin sirayla birbirine baglanip sonuca
gidilmesiyle yapilmaktadir. Calismada, 6znitelik indirgeme sonrasi elde edilen kazanimi
tespit etmek igin, agwrliklara gore segme (Select by weights) modiiliinden sonra tiim veri
setine ve indirgenmis veri setine ait olmak fiizere 2 ayr1 kiymetlendirme islemi
yapilmistir (Sekil 5.6). Her iki kiymetlendirme isleminde de yine ayrik kiymetlendirme

kullanilmis, ayrim degeri=0,5 olarak belirlenmistir.
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Sekil 5.6 Bilgi Kazanci Oznitelik Secme Performansi Modiilleri

Yapilan ilk kiymetlendirme islemi bize dnemli bir konuda 1s1k tutmaktadir. Bu
kiymetlendirmede, 6znitelik indirgeme islemi yapilmadan 6nce veri setinde mevcut olan
33 niteligin tamami kullanilarak bir tahmin islemi yapilmis ve 6znitelik indirgemenin
performansa ne denli etki edecegini anlama adina bizim igin baslangig verisi
saglamistir. BK yontemi ile 28 6znitelik sayisina indirgenmis veri setinin TDP %90,10
dan %95,84 e yiikselmistir. Tiim veri seti Performans kiymetlendirmesi Zitlik Matrisi
(ZM) ile Tablo 5.1°’de gosterilmistir. ZM’lerinde SCORE niteliginin degerleri olan
BAD, PERFECT, GOOQOD ifadelerinin dogru tahminlerine iliskin detayli performans
durumu gosterilmistir. Buna gore, tiim veri setini ifade eden ZM’de en iyi tahmin
%95,69 ile PERFECT, ikinci olarak %93,95 ile BAD, iiciincii olarak %70,37 ile GOOD

degeri olmustur.

Tablo 5.1 Tiim Veri Seti kullanildiginda BK Tahmin Performans Degerleri

TDP 990,10 Dogru BAD Dogru PERFECT Dogru GOOD Smif Tahmini
Tahmin BAD 1395 46 0 %96.81
Tahmin PERFECT 30 1028 17 %95.63
Tahmin GOOD 0 20 374 %94.92

Sinif Gerigagrimi ~ %97.89 %93.97 %95.65
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ZM’ler tahmin performansinin basarisini, etiketlenmis niteligin deger tiirlerini
bulma bagarisin1  gostererek  detayli  sekilde agiklamaktadirlar.  Performans
kiymetlendirmede kullanilan swiifa ait tahmin basarisi (class precision), tahminde
dogru olarak bulunan degerin tiim degerlere oranini ifade etmektedir. Ornegin, BAD
degerinin sinifa ait tahmin basarisi, ZM’de ilk satirda yapilan BAD degerini tahmin
islemi esnasinda elde edilen dogru BAD (koyu renkli) degerinin, yapilan tahminde elde
edilen tiim degerlerin eleman sayilarina (ayni satirdaki tiim elemanlar) boliinmesiyle

elde edilir (Esitlik 5.3).

Class Precision (BAD): True BAD / (True BAD + False Perfect + False Good) (5.3)

Elde edilmis tiim tahmin degerleri i¢inde, her niteligin kendi sinifi i¢ine hangi
oranda dogru olarak yerlestigini tespit etmede swnif geri ¢agirma orani (SGCO) (class
recall) ‘n1 tespit etmek i¢in Esitlik (5.2.3) kullanilmigtir. BAD niteliginin SGCO ele
alirsak (soldan ilk siitun) tiim BAD sonuglar1 incelendiginde bunlarin tamaminin BAD
tahmini esnasinda elde edilmesi gerekirken, 27 adedinin PERFECT tahmini esnasinda
ortaya ciktigr goriilmekte ve SGCO, tiim BAD’lerin igerisinde dogru yerde iiretilen
BAD’lerin oranin1 vermektedir (Esitlik 5.4).

Class Recall (BAD): True BAD / (True BAD +False BAD+False BAD)  (5.4)

BK yontemi ile 6znitelik indirgemesi yapildiktan sonra elde edilen 28 6znitelikli
veri seti ile yapilan tahmine iligskin detayli performans kiymetlendirmesi Tablo 5.2°de
goriilmektedir. Buna gore, indirgenmis veri setini ifade eden ZM’de en iyi sinf tahmini
%97,21 ile BAD, ikinci olarak %95,26 ile PERFECT, iigilincii olarak %95,24 ile GOOD

degeri olmustur.

Tablo 5.2 Indirgenmis Veri Seti kullanildiginda BK Tahmin Performans Degerleri

TDP %95,84 Dogru BAD Dogru PERFECT Dogru GOOD Simif Tahmini
Tahmin BAD 1393 40 0 %97.21
Tahmin PERFECT 32 1024 19 %95.26
Tahmin GOOD 0 30 372 %92.54

Sinif Gerigagrimu %97.75 %93.60 %95.14
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Ikinci olarak kullanilan 6znitelik se¢gme algoritmasi Geri Yonlii Eliminasyon
(GYE)dur. Rapidminer yazilimi GYE ile 6znitelik segme islemi, 6znitelik indirgeme ve
kiymetlendirme alt prosesi kendi i¢inde bulunan Backward Elimination modiilii ile
yapmaktadir (Sekil 5.7). Bu modiil ¢ikt1 olarak indirgenmis veri setine iliskin yapilan
tahminin dogrulugunu gosteren performans vektoriinii (ZM) verir. GYE isleminde
kiymetlendirme i¢in yine K-EYK algoritmasi kullanilmis ve ¢ikt1 olarak Tablo 5.3 da
goriilen ZM elde edilmistir.
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Sekil 5.7 GYE Modiilii ve alt prosesleri

Tablo 5.3 GYE Tahmin Performansi Degerleri

TDP %96,98 Dogru BAD Dogru PERFECT Dogru GOOD Simif Tahmini
Tahmin BAD 1400 30 0 %97.90
Tahmin PERFECT 25 1044 13 %96.49
Tahmin GOOD 0 20 378 %94.97

Sinif Gerigagrimi ~ %98.25 %95.43 %96.68

GYE yontemi ile 6znitelik indirgemesi yapilarak 26 oznitelikli bir veri seti elde
edilmistir. Yapilan tahmine iliskin detayli performans kiymetlendirmesi ZM’i
incelendiginde, GYE genel tahmin dogrulu performansinin %96,98, en iyi smif
tahmininin %97,90 ile BAD, ikinci olarak %96,49 ile PERFECT, iiciincii olarak %94,97
ile GOOD degerinin yer aldigr gorilmistir. Sinif geri ¢cagurma oranlart (SGCO)
kiyaslandiginda  BAD=98,25, GOOD=96,68 ve PERFECT=95,43 olarak
siralanmaktadir.

Ucgiincii 6znitelik segme algoritmas: olarak, hibrid bir yapiya sahip olan Genetik
Algoritma kullanilmigtir. Genetik algoritma ile &znitelik indirgeme yapmak igin

Rapidminer’in  “Genetik Algoritma ile Optimize Se¢im (Optimize Selection -
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Evolutionary- (GAOS))” modiilii kullanilmistir. GAOS modiilii de 6znitelik segme ve
kiymetlendirme islemleri i¢in dahili alt prosesler igermektedir (Sekil 5.8). Genetik
Algoritma (GA) ile 6znitelik indirgemesi yapildiktan sonra elde edilen 18 6znitelikli
veri seti elde edilmis ve tahmin islemi yapilmistir. Yapilan tahmine iliskin detayli
performans kiymetlendirmesi Zitlilk Matrisi incelendiginde (Tablo 5.4), GA genel
tahmin dogrulu performansi %95,50, en iyi sinif tahmini %97,07 ile BAD, ikinci olarak
%95,30 ile PERFECT, tgtincti olarak %90,60 ile GOOD degeri olmustur. Sinif geri
cagirma oranlart  (SGCO) kiyaslandiginda BAD=97,54, GOOD=96,16 ve
PERFECT=92,60 olarak siralanmaktadir.
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Sekil 5.8 GAOS Modiilii ve Alt Prosesleri

Tablo 5.4 Genetik Algoritma Tahmin Performanst Degerleri

TDP %95,5 Dogru BAD Dogru PERFECT Dogru GOOD Simif Tahmini
Tahmin BAD 1390 42 0 %97.07
Tahmin PERFECT 35 1013 15 %95.30
Tahmin GOOD 0 39 376 %90.60

Sinif Gerigagrimi ~ %97.54 %92.60 %96.16

Sonug olarak her 3 algoritma ile yapilan 6znitelik indirgemesi islemlerinde 19
Oznitelik ile Genetik Algoritma, en degerli olan &znitelikleri bulma hedefini en az
sayida Oznitelik ile elde etmis ve islem, %95,5 dogruluk oraniyla tamamlamistir. GYE
algoritmasi %96,98 dogruluk oranina ulasmasina ragmen 26 adet 6znitelik sectigi i¢in,
calismanin devaminda kullanilmak tizere Genetik Algoritma Oznitelik indirgeme

elemani olarak belirlenmistir.
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5.3 En Iyi Makine Ogrenmesi Metodunun Tespit Edilmesi

Bir 6nceki boliimde, en etkin 6zniteliklerden olusan bir indirgenmis veri seti
elde eden en iyi 6znitelik segme algoritmasi bulunmustur. Bir sonraki agama olarak,
bu indirgenmis veri seti ile en iyi tahmini yapabilecek makine dgrenmesi yontemi
tespit edilmistir. Veri setindeki etiketli 6znitelik olan SCORE niteligi, metinsel
(nominal) bir yapiya sahip oldugundan, kullanilan makine 6grenmesi algoritmalar1 da
metinsel veriyi isleyip tahmin edebilecek algoritmalardan se¢ilmis ve tahmin
isleminde sirastyla K-En Yakin Komsuluk, Karar Agaci, Naive Bayes ve Derin
Ogrenme algoritmalari kullanilmistir.

Rapid Miner yaziliminda, belirtilen bu makine Ogrenmesi yoOnteminin
kullanilmast Sekil 5.9 de goriilmektedir. Tiim tahmin kiymetlendirme islemleri, alt
prosesine performans degerlendirme modiilii yerlestirilen Genetik Algoritma modiilii
kullanilarak yapilmigtir. Tim genetik algoritma modiillerinde minimum éznitelik
sayisi=1, popiilasyon boyutu=35, jenerasyonlarin maksimum sayisi=30 olarak
belirlenmis, 0.25 degerli turnuva yontemi kullanilmis, p ilk=0,5, p mutasyon=-1,0, p
caprazlama=0,5, caprazlama tipi: tekdiize olarak belirlenmis ve agirliklar normalize
edilmistir.  Alt kiymetlendirme islemi ana prosesinde (validation modiilii)) Ayrik
Kiymetlendirme iligkisel olarak kullanilmis ve ayirma orani =0,5 olarak belirlenmis,
otomatik ornekleme kullanilmistir.

Genetik Algoritma (GA)nin davraniginin nasil sonuglar meydana getireceginin
onceden Ongoriilemeyecegi, iiglincii boliimde belirtilmisti. Yapilan calisma bu
durumu gozler Oniine sermis, her dort tahmin isleminden 6nce yapilan Gznitelik
secme islemlerinde GA, farkli sayida 6znitelik se¢mistir.

Biitiin veri madenciligi islemlerinde islem maliyeti (total running time)
uygulanan islemin performansinin degerlendirilmesinde Onemli bir dlgiit
oldugundan, kullanilan 4 farkli tahmin islemi i¢in LOG modiilii kullanilarak islem

zamanlar1 hesaplanmstir.
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genetik Algortima ile nitelik indirgendikten sonra,
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Sekil 5.9 Cesitli Makine Ogrenmesi yontemleri ile tahmin yapimast
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Sekil 5.10 K-En Yakin Komguluk Algoritmast ile tahmin yapimasi

K-En Yakin Komsuluk (K-EYK) algoritmasi ile yapilan tahmin isleminde (Sekil
5.10) K=1, mesafe olciim yontemi=Oklid uzaklig: olarak belirlenmis, dznitelik se¢me
isleminde (Sekil 5.11) 15 adet oznitelik segilmistir. K-EYK ile yapilan tahmin
performansini  gosteren ZM incelendiginde (Tablo 5.5), K-EYK genel tahmin
dogrulugu=%96,12, en iyi smiflandirmanin %96,81 ile BAD niteligine yapildig1, en iyi
smif geri ¢agri oranini ise %97,89 ile yine BAD niteliginin yakaladig1 goriilmektedir.
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Sekil 5.11 K-EYK Kullanilmasindan Once GA tarafindan Secilen Oznitelikler

Tablo 5.5 K-En Yakin Komsuluk Algoritmasi ile yapilan tahminlerin performansi

TDP %96,12 Dogru BAD Dogru PERFECT Dogru GOOD Sinif Tahmini
Tahmin BAD 1395 46 0 %96.81
Tahmin PERFECT 30 1028 17 %95.63
Tahmin GOOD 0 20 374 %94.92

Siif Gericagrimi ~ %97.89 %93.97 %95.65

Karar Agaci algoritmasiyla yapilan tahminde (Sekil 5.12), kriter=kazang orani,
maksimal derinlik=20, giiven=0,25, minimal kazan¢=0,1, minimal yaprak sayisi=2,
minimal ayrim boyutu=4 olarak ayarlanmis, budama ve on budama iglemleri
yapilmistir. Oznitelik indirgeme isleminde GA tarafindan 19 6znitelik secilmistir (Sekil
5.13). Karar Agaci ile yapilan tahmin performansini gésteren ZM incelendiginde (Tablo
5.6), Karar Agaci genel tahmin dogrulugunun %94,57, en iyi siniflandirmanin %96,77
ile BAD niteligine yapildigi, en iyi siif geri ¢agri oranina ise %96,63 ile yine BAD

niteliginin sahip oldugu goriilmektedir.
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Sekil 5.13 Karar Agaci Algoritmasi Kullanimi Oncesinde Segilen Oznitelikler

Tablo 5.6 Karar Agaci Algoritmast ile yapilan tahminlerin performansi

TDP %94,57 Dogru BAD Dogru PERFECT Dogru GOOD Sinif Tahmini
Tahmin BAD 1377 46 0 %96.77
Tahmin PERFECT 48 1000 16 %93.98
Tahmin GOOD 0 48 375 %88.65

Sinif Gerigagrimi %96.63 %91.41 %95.91
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Naive Bayes algoritmasi ile yapilan tahmin isleminde Esitlik (4.3.3) te belirtilen
Naive Bayes teoremi ve Laplace Dogrulamasi uygulanmis (Sekil 5.14) ve 18 adet
Oznitelik segilmistir (Sekil 5.15). Naive Bayes ile yapilan tahmin performansini
gosteren ZM incelendiginde (Tablo 5.7), Naive Bayes genel tahmin dogrulugu=%95,43,
en iyi siniflandirmanin %97,72 ile PERFECT niteligine yapildigi, en iyi sinif geri ¢agri
oranini ise %99,44 ile BAD niteliginin yakaladigi goriilmektedir.
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Sekil 5.15 Naive Bayes Algoritmast Kullanimi Oncesinde Se¢ilen Oznitelikler
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Tablo 5.7 Naive Bayes Algoritmast ile yapilan tahminlerin performansi

TDP %095,43 Dogru BAD Dogru PERFECT Dogru GOOD Sinif Tahmini
Tahmin BAD 1417 85 0 %94.34
Tahmin PERFECT 8 984 15 %97.72
Tahmin GOOD 0 25 376 %93.77
Sinif Gericagrimi %99.44 %89.95 %96.16
Derin Ogrenme algoritmasi yapilan tahmin isleminde

aktivasyon=dogrultucu, gizli katman sayisi=50, peryot=10 olarak belirlenmis, 6znitelik

secme isleminde (Sekil 5.16) 19 adet dznitelik secilmistir (Sekil 5.17). Derin Ogrenme

ile yapilan tahmin performansini gosteren ZM incelendiginde (Tablo 5.8) Derin

Ogrenme genel tahmin dogrulugu=%97,70, en iyi smiflandirmanin %98,19 ile BAD

niteligine yapildigi, en iyi smif geri ¢agri oranimi ise %99,02 ile BAD niteliginin

yakaladig1 goriilmektedir.

Validation (5)

dmn % mod [)
1]
ave |
ave

: S S
% lw lw
Sekil 5.16 Derin Ogrenme Algoritmasi ile tahmin yapilmast

Tablo 5.8 Derin Ogrenme Algoritmast ile yapilan tahminlerin performansi
TDP %97,70 Dogru BAD Dogru PERFECT Dogru GOOD Sinif Tahmini
Tahmin BAD 1411 26 0 %98.19
Tahmin PERFECT 14 1053 12 %97.59
Tahmin GOOD 0 15 379 %9619
Sinif Gerigagrimi ~ %99.02 %96.25 %96.93
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6. DENEYSEL SONUCLAR

6.1. Oznitelik Secme Islemi Sonuclar

Calismada ilk asama olan Oznitelik se¢me isleminde, her Oznitelik se¢me
kategorisinden birer adet olmak {izere 3 farkli 6znitelik segme algoritmasi kullanilmig
ve bunlarin veri setini indirgerken elde ettikleri sonuglar ile tiim veri setinin isleme
alindiginda elde edilen bulgular, dnceki boliimlerde ortaya konulmustu.

Oznitelik se¢gme islemenin bizlere ne denli bir katki sagladigi Tablo 6.1 de
somut olarak goriilmektedir. Hicbir Oznitelik se¢cme yapilamadan, 33 Oznitelik
kullanilarak yapilan tahmin islemi, ancak %90,1’lik bir TDP getirmistir. Filtreleme
algoritmalarindan olan Bilgi Kazanci (BK) yontemi veri setinin dznitelik sayisin1 28’¢
indirgerken, tahmin dogrulugunu %95,84 e gikarmistir. Ogrenme tabanli ¢aligan Geri
Yonlii Eliminasyon Yontemi (GYE) ise, BK’na goére durumu biraz daha iyilestirerek
Oznitelik sayisini1 26 ya, dogruluk performansini da 96,98’¢ tasimistir. Hibrid yapidaki
Genetik Algoritma ise BK ve GYE metotlarina karsi 6znitelik indirgeme agisindan

stiinliik saglayarak, 19 6znitelik sayisi ile %95,5 lik bir TDP elde edilmistir.

Tablo 6.1 Oznitelik Secme islemlerinin kiyaslanmasi

NITELIiK SECME SECILEN NiTELiIK  TAHMIN DOGRULUK ORANI
ALGORITMASI ADEDI (ACCURACY) (%)

YOK 33 90,10

Bilgi Kazanci 28 95,84

Geri Yonlii Eliminasyon 26 96,98

Genetik Algoritma 19 95,5

Bolim 5.2 de belirtildigi iizere, calismada kullanilan her 3 06znitelik segme
algoritmasi da o6zniteliklere yaklasimlarinda farkli davranislar sergilemisler, ortak bazi
Oznitelikler segtikleri gibi ¢ok farki Oznitelikleri de se¢mis, ayni Oznitelikleri

birbirlerinden farkli sirada ve farkli agirliklar vererek degerlendirmislerdir.
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6.2 Makine Ogrenmesi Algoritmalari Performans Sonuclar

Calismanin ikinci asamasi olan, veri setindeki etiketli niteligin ¢esitli makine
O6grenmesi yontemleriyle tahmin edilmesi islemlerinde ise dort farklt makine 6grenmesi
yontemi kullanilmistir. On islem olarak kullanilan Genetik Algoritma (GA) ¢iktilarmin
onceden Ongoriilemeyecegi, onceki boliimlerde aciklanmistir. Tablo 6.2 de goriildiigi
tizere GA, her islemde farkli sayida 6znitelik se¢mistir. Tabloya gore, K-En Yakin
Komsuluk algoritmasi i¢in 15 6znitelik se¢ilmis ve sonugta %96,12 TDP elde edilmistir.
Naive Bayes %95,43 dogruluk orani 18 6znitelik, Karar Agaci %94,57 dogruluk orani
19 oOznitelik elde etmistir. Derin Ogrenme algoritmasi ise 19 &znitelik segmesine
ragmen %97,70 ile en yliksek dogruluk performansi oranini elde etmistir. Toplam islem
zamani agisindan bakildiginda ise 3,6 saniye islem zamani ile Naive Bayes algoritmasi
diger algoritmalara tiim islemleri ¢ok daha hizli tamamlamuistir.

Toplam Islem Zamanlarinin hesaplanmasinda Intel i5-4210U (1.7 GHz) islemci,
8 GB RAM ve NVDIA GT 820M (2 GB) ekran kart1 donanimlarina sahip bir bilgisayar

kullanilmistir.

Tablo 6.2 Makine Ogrenmesi yontemlerinin performanslarinin kiyaslanmast

MAKINE SECILEN TAHMIN DOGRULUK .
v . . . TOPLAM ISLEM
OGRENMESI NIiTELIK ORANI o
. . ZAMANI (milisaniye)
ALGORITMASI ADEDI (ACCURACY) (%)
K-EYK 15 96,12 185640
Karar Agaci 19 94,57 10703
Naive Bayes 18 95,43 3575
Derin Ogrenme 19 97,70 529774

GA, Oznitelik segme isleminde segtigi tiim Ozniteliklere 1 agirlik verirken, her

makine 6grenmesi yontemi i¢in hem ortak hem de farkli 6znitelikler segebilmistir (Sekil
6.1).
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Sekil 6.1 Dért Farkli Makine Ogrenmesi yontemi i¢in GA tarafindan segilen oznitelikler
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7. DEGERLENDIRME

Bu calismaya baglanilmasi amaclar kisaca, egitim kiymetlendirme isleminin
miimkiin oldugunda dogru, hizli ve etkin bir sekilde yapilmasi saglayabilecek veriler
elde etmek olmustur. Mevcut egitim sistemlerinin kiymetlendirilmesi yiiksek sayida
katilimcidan toplanan, yiiksek sayida niteligin degerlendirilmesini esas almakta ve bu da
islem maliyeti, zaman, dogru Oznitelik secimi gibi bir¢ok kisit1 beraberinde
getirmekteydi.

Gegen bolimlerde yapilan ¢aligmalarda, elde edilen en kritik bulgu olarak Tablo
6.1 de gosterilen Genetik Algoritma’nin (GA) basarisi gosterebilir. GA ile mevcut veri
setindeki 33 Oznitelik arasindan yalnizca 19 unu segerek islem maliyeti biiyiik oranda
indirilirken, kullanilan 6znitelik se¢gme algoritmalari iginde 95,5°lik oran yakalamasi da
tahmin basarisinin diger 2 algoritmaya olduke¢a yakin oldugu goriilmiistiir.

Makine Ogrenmesi algoritmalarinin performanslarinin  kiyaslanmasinda ise
(Tablo 6.2) %97,70 ile en iyi dogrulugu Derin Ogrenme vermesine karsilik, en hizl
algoritma olarak 3,6 sn ile Naive Bayes algoritmasi on plana g¢ikmaktadir. Derin
O0grenme algoritmast ise 530 sn ile Naive Bayes algoritmasina gore oldukca yavas
kalmaktadir.

Calisma; Genetik Algoritma ile 6znitelik segmenin, kullanilan veri seti i¢in en
1yl sonucu verdigini gdstermis, kullanilan Oznitelik sayisinin ciddi oranda azaltmasi
islem maliyetini diisiirdigii gibi hem anket hazirlayanlara hem de anket dolduranlara —
daha az veri ile daha iyi sonucu elde etme- olanagi saglamistir. Tahmin kisminda ise
uygulayicilara alternatifler sunulmaktadir. Tahmin dogrulugunu ilk siraya koyanlar
Derin Ogrenme algoritmasimi, diisiik islem maliyetini amaglayanlar ise Naive Bayes
algoritmasini tahmin i¢in kullanarak sonuca gidebilecek, iki farkli hibrid model iki
farkli amac1 yerine getirmek tlizere kullanilabilecektir.

EVM alaninda -bu tez de dahil olmak iizere- bugiine dek yapilan ¢aligmalarda
egitim sistemi kalitesinin kiymetlendirilmesi islemi tek y&nli olmustur. Ornegin,
egitmen performansini tespit i¢in 68rencilere yapilan anketlerde, egitmenleri hakkindaki
gorisleri alinmis ve egitmen performans kiymetlendirmesi yalnizca bu doneler lizerinde
yapilmistir. Ancak, bu verilerin yeterince objektif olamayacagr agiktir. Bu
kiymetlendirme islemlerindeki objektiflik performansini arttirmak igin ise, her bir

ogrencinin ilgili egitmeninden aldig: ilgili dersin yil sonu notlarmin diger anket veri
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setlerine entegre edilmesi ya da, her bir 6grenciye ait “objektiflik katsayis1” benzeri bir
carpaninin -0grencinin ge¢mis akademik kariyerinden hareketle- tespit edilerek, bu
katsaymin ilgili 6grencinin egitmeni hakkindaki kanaatiyle ¢arpilmasi etkili olacaktir.
Birlestirilmis yeni veri setlerinin hem satir bazli hem de tiim veri seti olarak yeniden
degerlendirilmesiyle (verilere objektiflik optimizasyonu yapilmasiyla), G&grencilerin
egitmenleri hakkindaki goriislerin ne kadar gergekci oldugu biiyiik dlcilide ortaya ¢ikmig
olacaktir.

Calismada oldugu gibi, bir¢ok egitmene ait verilerin bulundugu veri setlerinde,
egitmen bagarilarinin siralanmasi i¢in ilave bir dlgiit olarak agirliklandiriimis egitmen
bagarist kullanilabilir. Bir bagka deyisle 6gretmenlerin tiim 6grencilerin kagta kagina
ders vermis oldugu hesaplanarak, bu degerin egitmenin ortalama basar1 puani ile
carpilmasi ile elde edilecek bu deger, egitmen basarisina 6grenci sayisinin da katkisi ele
aldig1 i¢in, daha Kaliteli bir kiymetlendirme elde edilmesini saglayacaktir. Boylece daha
kalabalik bir kitleye hitap etmesine ragmen basar1 elde edebilen bir egitmenin degeri
takdir edilebilecektir.

Gelecekte bu eksende, EVM sistemindeki kaliteyi tespit adina su ¢alismalar da
yapilabilir: 6rnegin lise son sinif 6grencilerinin 6gretmenleri hakkindaki goriigleri anket
veri seti + 6grencilerin yil sonu notlart birlestirilmis bir veri seti ile ayn1 6grencilere ait
Universite giris sinavi veri setleri karsilastirilarak, bu iki veri setinin birbiriyle
Ortlismesi baz alinarak bu okul ve O&gretmenlerinin ulusal egitimdeki genel basari
diizeyinin neresinde olduklarina (ulusal anlamda ger¢ekten basarili olup olmadiklarina)
dair bir kanaat elde edilebilir. Ayrica, egitim yoneticilerine dair EVM alaninda
literatiirde yapilmis bir calisma bulunmadigindan, egitim yoneticileri kiymetlendirme
islemi, bu yoneticilerin asti konumunda bulunan bireylerden ya da istlerinden alinan
degerlendirme anket veri setleri ile yapilabilir. Tiim egitim ekosisteminin saglikli
olabilmesi adina bu sistemin tepesinde bulunan yoneticilere de diger bireylere yapildigi

gibi mutlaka performans analizi yapilmalidir.
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