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Kalp krizi gibi kalp rahatsizliklarin tedavisinde erken tani ve teshis ¢ok
onemlidir. EKG sinyalleri, kalp ile ilgili ¢esitli hastaliklarin ve rahatsizliklarin
teshisinde ve erken tam1 konmasinda kullanilan en etkili yontemlerden biridir.
Saglik alaninda eksik ve tutarsiz veri kiimesi siklikta oldugundan EKG sinyallerinin
dogru yorumlanmasi ¢ok 6nemlidir. Kaba kiimeler teorisi (KKT), bulanik kiimeler
gibi uzman sistemler i¢in analiz ve bilgi ¢ikariminda kullanilan kural tabanli bir
yontemdir. Kaba kiimeler eksik, tutarsiz ve belirsiz veri kiimelerini diizenleyerek
degerlendirme i¢in uygun hale getirmektedir. Bu ¢alismada ilk olarak KKT yardimi1
ile EKG sinyalleri simiflandirilmistir. Burada en az parametre kullanarak,
doktorlarin daha hizl1 ve erken teshisine yardimci olacak bir model olusturulmustur.
Bu model ile EKG sinyalleri % 85’e yakin bir dogruluk ile siniflandirilmustir. Ikinci
olarak KKT kullanilarak puanlama sistemi ile olusturulan agirlik matrisi ve
benzerlik tabanli Nitelik Agirlikli Kaba Kiime Siniflandirma (Feature Weighted
Rough Set Classification <FWRSC>) olarak adlandirilan yeni bir siniflandirma
metodu gelistirilmistir. Bu metot 5 farkl veri kiimesi i¢in WEKA programindaki
siniflandirma metotlari ile kiyaslanmistir. Deney sonuglarinda FWRSC’nin WEKA
programindaki bircok metottan daha yliksek performans gosterdigi goriilmiistiir.
Ayrica FWRSC, dogruluk 6lgiitic bakimmdan 5 veri kiimesi igin 67,47 genel

ortalama ile en yiliksek performansi gostermistir.

Anahtar Kelimeler: Kaba kiimeler teorisi, EKG, Smiflandirma, Uzman sistemler,

Biiytiik veri analizi, Veri madenciligi.



ABSTRACT
Master of Science Thesis
CLASSIFICATION OF ECG SIGNALS ANALYSIS USING ROUGH SETS
THEORY AND A NEW CLASSIFICATION ALGORITHM APPROACH
(FWRSC)
Rasim CEKIK
Anadolu University
Graduate School of Sciences
Computer Engineering
Supervisor: Asst. Prof. Dr. Sedat TELCEKEN
2015, 79 pages
Early diagnosis and treatment of heart diseases such as heart attack is very
important. ECG signals, for the diagnosis of various diseases and disorders of the
heart is the most effective method used for early diagnosis. Because the incidence
of incomplete and inconsistent data sets in the health field, the proper interpretation
of the ECG signal is very important. Rough set theory (RST) is a rule-based method
used in extracting information and analysis for expert analysis such as fuzzy sets.
Rough sets make it suitable by organizing incomplete, inconsistent and uncertain
data sets for evaluation. In this study, ECG signals classified with the RST firstly.
At this point, using the minimum parameters, which would help doctors for more
rapid and early detection of a pattern has been established. This model has been
classified the ECG signals with an accuracy close to 85%. Later, a new
classification that the weight matrix created scoring system by using RST and
similarity-based method has been developed and it’s been named as Feature
Weighted Rough Set Classification (FWRSC). This method is compared with the
classification method in WEKA for 5 difference data sets. The experimental results
showed that FWRSC showed higher performance than many methods in WEKA.
In addition, in terms of accuracy, it showed the highest performance with the overall

average of 67.47 for 5 difference data sets.

Keywords: Rough sets theory, ECG, Classification, Expert systems, Big data

analysis, Data mining.
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SIMGELER ve KISALTMALAR DiZiNi

EKG : Elektrokardiyografi

ME : Miyokardiyal enfarktiisii
MIS : Miyokardiyal iskemi

KKT : Kaba kiimeler teorisi
SVB : Sol ventrikiiler biiytimesi
AB : Atrial biiyiimesi

ESOGU : Eskisehir Osmangazi Universitesi
FWRSC : Feature Weighted Rough Set Classification
M; : Ayirt edilmezlik matrisi

N . Bir ayirt edilebilirlik fonksiyonundaki ‘V’ islemi frekansi
d;j : Agirlik matrisindeki nitelik agirlik degeri
W ; : Agirlik matrisi
fi : 1. nesne icin ayirt edilemezlik fonksiyonu
a; - . nitelik

Cy X, Smif

U : Sonlu nesne kiimesi
A : Sonlu nitelik kiimesi

R : Nesne kiimesi eleman sayisi

r : Nitelik kiimesi eleman sayis1

B :Test verisi kiimesi

Y :Egitim verisi kiimesi

Alt ve iist indisler

i : Agirlik matrisi i¢in nesne indeksi

J : Agirlik matrisi i¢in nitelik indeksi

X : Sinif indeksi

y : Sinif indeksi



1. GIRIS

Kalp sagligi, saglik alanimmin en 6nemli konularindan birisidir. Kalbin
fonksiyonel gorevinin 6dneminden dolay1 kalp saglig ile ilgili gelismeler 6nem arz
etmektedir. Saglik alaninda erken teshis bir¢ok hastaligin tedavisinin yapilmasi i¢in
son derece Onemlidir. Kalp hastaliklarinin erken teshisi i¢in bir¢ok yontem
gelistirilmistir. Bu yontemlerin en yaygm ve en etkili olan1 Elektrokardiyografi
(EKG)dir.

Kalbin hem kas hem de sinirsel iletim sisteminin ¢aligmasini incelemek
lizere tasarlanan bu yontem, kalp genislemesi, kalp biiylimesi, kalp ritim
bozukluklar1 gibi kalp ile ilgili hastaliklar hakkinda 6nemli bilgiler verebilmektedir.
Bir EKG sinyali; dalga, aralik ve segmentlerden olusur. Dalgalar; P, Q, R, Sve T,
segmentler; ST ve PR ve araliklar; RR, QT ve PR olarak bilinir. EKG sinyali bir
siniis sinyalidir. Normal bir EKG sinyalinde dalgalar belirli bir sira ve araliklarla
olusurlar. Dalgalarin bu sira ve araliklarla olusumu dalganin sekli, siiresi, ST
segmenti, RR aralik gibi parametrelerini igermektedir. Bu parametrelerdeki
anormallikler, tek basina ya da bagka tahlillerle birlikte kalp sorunlar1 hakkinda
bilgi vermektedir. Ornegin, RR araligin anormal olmas1 kalpte ritim bozuklugu
oldugunu gosterirken ST segmentin ¢okmesi veya yiikselmesi Miyokardiyal
Enfarktiisii ya da Miyokardiyal Iskemi hastaliklarina isarettir [1].

Eksik, belirsiz ve tutarsiz veriler gergek uygulamalarda sik rastlanan bir
durumdur. Saglik alan1 da eksik, belirsizlik tutarsiz verilerin ¢ok oldugu bir alandir.
Bu alaninda sezgisel teshislerin olmasi1 belirsizligi, tutarsizligi artirdiginda,
verilerin rasyonel olarak tanimlanabilmesi siklikla gilic olmaktadir. Kalbin
caligmasi, fonksiyonel gorevi ve 6zel yapisi; yukarida ifade edilen parametreler
arasindaki mantiksal baglantiy1 karmasikliga siiriiklemektedir [2]. Eger bir veri
kiimesinde bazi nitelik degerleri bilinmiyorsa, bu veri kiimesine eksik veri kiimesi
denir [3]. Veri kiimelerinden ¢ikarim yapan bircok metot bulunmaktadir. Ornegin,
eksik nitelik degerleri igeren nesnelerin dogrudan silinmesi, eksik nitelik degerini
istatiksel analiz sonucu elde edilen bir deger ile veya ayn1 giris degerlerine sahip
bagka bir nesnenin degerleri ile bu nesnenin degerlerini degistirmek gibi metotlar

mevcuttur [4, 5]. Bu metotlar eksik veri kiimesini tam veri kiimesine doniistiiriirler.



Ancak bu metotlardan elde edilen ¢ikarimlar “Kesin kurallar i¢ermektedir”
denilemez. Bu yontemlerin yaninda yiiksek basar1 gosteren bulanik kiimeler (fuzzy
sets) ve kaba kiimeler (rough sets) gibi yontemler; 6zellikle eksik, yetersiz ve
belirsiz verileri diizenleyerek, veri analizi i¢in yeterli hale getirmektedir [7]. Pawlak
[8] tarafindan ortaya atilan Kaba Kiimeler Teorisi (KKT) giiniimiizde ¢ogu bilim
dalinda uygulama olarak kendisini kabul ettirmistir.

Yapilan aragtirmalarda ve literatiir calismasinda, EKG’nin tek basina bir
kalp hastaliginin kesin teshisi i¢in yeterli olmadigi saptanmistir. EKG ile birlikte
transdzofageal ekokardiyografi, B-M mode doppler ve renkli doppler
ekokardiyografi, 24 saat kan basmct izlemi ambulatuar kan basinci
monitdrizasyonu (tansiyon holteri) gibi baska tetkiklerin de bulunmasi gereklidir.
Biitiin bunlara ragmen EKG sinyalleri, teshis i¢in ¢ok degerli bilgiler tasimaktadir.
Bu nedenle EKG’nin dogru yorumlanmasi cok oOnemlidir. EKG ile tani
konulabilecek en genel durumlar; Ritimler, Aktivasyon serisindeki bozukluklar,
Atria ve Ventricles duvarinda kalinlagma veya boyutunda biiyiime, Miyokardiyal
enfarktiis ve iskemi vb. gibi ana bagliklar altinda toplanabilir. Uzmanlar tarafindan
bu tanilar, EKG kagidindaki bilgiler 1s1ginda 6n teshisi konulur. Ancak bir taniyi
koymak i¢in birden ¢cok EKG belirtisini degerlendirmek gerekebilir. Bu islemler
zaman ve dikkat isteyen islemlerdir. Insanoglunun hata yapmaya miisait yapisi
diistintildiiglinde, doktorlarin dikkatsizliginden kaynaklanan hatalar yanlis tani
konulmasina ve 6nemli detaylarin gézden kagmasina neden olabilir. Bu ¢alisma ile
bu problemlere ¢6ziim bulma ve doktorlarin zamandan kazanim saglamasi
amaclanmustir.

Tezde Sol ventrikiiler bilyiimesi, Atrial biiylimesi, Miyokardiyal iskemi ve
Miyokardiyal enfarktiis hastaliklari tizerinde durulmustur. Bu hastaliklarin kalp
krizin olusmasinda en Onemli hastaliklar oldugu arastirmalar sonucunda
gorilmistiir. Yiritilen ¢alisma ile en az parametre kullanilarak, doktorlarin daha
hizli ve erken teshisine yardimci olacak bir model olusturulmustur. KKT ve
siiflandirma yontemlerinden olusan model, gereksiz, tekrarli ve eksik verinin stk
oldugu EKG alanindaki verileri tutarl hale getirmektedir. Bu tutarl veri kiimesi en
etkili siniflandirma yontemi ile simiflandirmaktadir. Bu smiflandirma doktorlara

daha hizli ve daha az hata ile tan1 koyma imkani sunar [2].



Bu calismada Eskisehir Osmangazi Universitesi (ESOGU) Kardiyoloji
anabilim dali doktorlarinin katkilartyla elde edilen hastalarin verileri kullanilmistir.
Toplamda 689 hastanin yorumlanmis ger¢ek EKG sinyalleri tizerinde ¢aligilmistir.
Yapilan deneylerde, Onerilen model ile simiflandirma yontemlerinin yiiriitme
zamanlarinda (Running Time) iyilesmeler saglanmistir. Ayrica kural ¢ikarmaya
dayali ¢alisan JRip algoritmasinin ayni zamanda dogrulugunda da iyilesmeler
oldugu goriilmiistiir. Onerilen model ile % 85’e yakin bir siniflandirma basarisi elde
edilmistir. Uzman hekimlerle yapilan goriismelerde elde edilen sonuglarin yiiksek
oranda dogru siniflandirdigr bilgisine varilmistir.

Bu calismada, iizerinde durulmus diger bir konu ise siniflandirma
konusudur. Giiniimiizde gelisen bilgisayar teknolojileri ile birlikte kullanilmakta
olan veri miktar1 hizla biiylimekte; biiyliyen veriyi de analiz etmek zorlasmaktadir.
Bir ¢aligmaya gore her 20 ayda bir diinyadaki veri miktarinin ikiye katlandigi ifade
edilmektedir [8]. Bu kadar hizla biiyiiyen veri miktarinda gereksiz, eksik, tutarsiz,
tekrarli verinin olmasi kagmilmazdir. Istatistik, yapay zeka ve makine 6grenme
temeline dayali veri madenciligi (data mining), verileri analiz ederek yararli ve
anlaml bilgilere ulasmaktir. Veri madenciliginin bu islevi; onu endiistri, ekonomi,
ve is g¢evrelerinden gelen yogun ilgi yaninda akademik alanda da ilgi odagi
olmasma neden olmustur. Saglik, temel bilimler, bankacilik, finans, pazar
aragtirmalari gibi pek ¢ok alanda kullanilan veri madenciligi yontemleri biinyesinde
cok sayida algoritma barindirmaktadir [45].

Veri madenciliginde kullanilan modeller, tahmin edici (predictive) ve
tanimlayict (descriptive) olmak iizere iki ana baslik altinda incelenmektedir [46].
Tahmin edici modellerde, sonuglari bilinen verilerden bir model gelistirilir ve bu
model kullanilarak sonuglart bilinmeyen veri kiimeleri i¢in sonug degerleri tahmin
edilmesi amaglanmaktadir.

Smiflandirma islemi veri madenciliginde tahmin edici modellerden bir
tanesidir. Bu ¢alismada siniflandirma tizerinde durulmus ve yeni bir siniflandirma
yontemi gelistirilmistir. Bir siiflandirma, en basit tanimiyla bir nesnenin hangi
sinifa ait oldugunu bulma islemidir. Siniflandirma isleminde sinif sayisi ve sinifin
etiketi bellidir. Ancak Siniflandirma yapmada bazi problemler s6z konusudur.

Ormegin veri kiimesinin eksik, tutarsiz ve tekrarli veri icermesi siniflandirma



islemini zorlagtirmaktadir. Ayrica her nesnenin niteliklerinin olmasi ve bu nitelikler
ile sinif arasindaki iligkisi siniflandirma i¢in 6nemlidir. Veri madenciliginde bahsi
gecgen problemlere 6nislem (pre-processing) prosediirleri olan veri temizleme (data
cleaning), iliski analizi (relevance analysis), veri doniistimii ve indirgenmesi (data
transformation and reduction) ile ¢6ziim getirmeye ¢alisilmistir [45]. Fakat yapilan
literatiir caligmasinda son zamanlarda KK T’ nin bu noktada kullanimi daha yaygin
ve etkili oldugu goriilmistiir [9, 42-44]. KKT eksik ve tutarsiz veri iizerinde
caligarak veri kiimesini daha tutarli hale getirmektedir. Ayrica KKT, her nesnenin
smifint belirlemede hangi niteliklerinin daha etkili oldugu bilgisini vermektedir.
KKT’nin bu 6zellikleri kullanilarak daha etkili bir siniflandirma yontemi elde
edilebilecegi hem literatiirde hem de yapilan deney sonuglarinda goriilmiistiir.

Bu tez, 7 boliimden olusmaktadir. EKG hakkinda bilgiler boliim 2’de,
hastaliklar ile ilgili bilgiler boliim 3’te verilmistir. Boliim 4’te EKG ve hastaliklar
ile ilgili bilgiler kullanilarak nitelik ve nitelik degerleri tespiti yapilmistir. Bolim
5’te Onerilen model hakkinda bilgi sunulmustur. Ayrica bu bolimde EKG
sinyallerinin siniflandirilmas: ile ilgili uygulama sonuglar1 da verilmistir. Bolim
6’da ise gelistirilen smiflandirma yontemi Nitelik Agirlikli Kaba Kiime
Siniflandirma (Feature Weigted Rough Set Classification <FWRSC>) agiklanmis

ve deney sonuglar1 verilmistir.



2. ELEKTROKARDiIYOGRAFi

Kalpteki ritimler, siniis diigiimiinden ¢ikan elektrik uyarilar1 ile meydana
gelir. Bir dakikada 60-100 defa tekrarlanan bu uyarilar yardimiyla 6nce kulakgiklar
kasilir ve igindeki kan Karinciklara aktarilir, ardindan karmnciklar kasilir ve
kulakgiklardaki kan bu islem ile aorta ve akciger atardamarina pompalanir. Kalpte
bu sekilde olusan elektrik akimlarinin kagida yazdirilma islemine EKG denir [10].

EKG, kalbin ¢aligmasi sirasinda olusan elektriksel uyarilarin elektrotlar
araciligiyla kaydedilmesi esasmna dayanir. Yani bir EKG temel olarak kalpteki
elektriksel islevleri gosterdiginde mekanik islevler hakkinda bilgi vermez. Genelde
saniyede 25 mm donme hizina ayarlanmis bir kagit iizerine kaydedilir. Bu kagidin
tizerinde 1x1 mm’lik kiicik ve 5x5 mm’lik biiylik kareler mevcuttur. EKG
sinyallerindeki dalga, aralik ve segmentlerin hesaplanmasinda bu kareler dikkate
alinir.

Bir EKG sinyali; dalga, segment ve araliklardan olusan bir siniis sinyalidir.
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Sekil 2.1. Bir EKG sinyali ve lizerindeki dalga, aralik ve segmentler



2.1. EKG Ne I¢in Kullanihr?

“Elektrokardiyografi kalbin islevinin degerlendirilmesinde kullanilan en
onemli yontemlerden biridir. Dogrudan dogruya kalp kasmin kasilma seklini
gosterir. EKG genellikle, gégiis agris1 ile basvuran hastalarda kalp krizi tanisini
koyabilmek, diizenli veya diizensiz kalp ritim bozukluklarini (aritmiler) ortaya
cikarmak, efor testi sirasinda kalbin elektriksel aktivitesini kaydetmek, kalbi
etkileyebilecek degisik ilaglarin etkinliklerini veya yan etkilerini ve mekanik
aletlerin (kalict kalp pili vb.) fonksiyonlarini degerlendirmek amaciyla
yapilmaktadir. EKG testi, gogiis agrisi, ¢arpinti, nefes darligi, bas donmesi, bayilma
gibi kalp hastalig1 sikayeti olan hastalarin ya da kalp hastaligi agisindan risk
(yliksek kan basinct ve kolesterol, sigara i¢imi, diyabet, aile 6ykiisii veya ileri yas)
tastyan hastalarin degerlendirilmesi amaciyla da yapilmaktadir” [10].

Kardiyoloji uzmani Dr. Siileyman Aysel’e gore bir EKG asagidaki
durumlarin tespitini yapmak i¢in kullanilabilir:

e EKG ile kalbin ritim ve iletim bozukluklar1 (kalbin hizli ¢alismasi
(tasikardi) veya yavas calismasi (bradikardi) ile seyreden hastaliklari,
atrial fibrilasyon, SVT) belirlenebilir.

e Kalp damar hastalig: tanisinda: Kalp damarlarinda daralma veya kalbin
beslenmesinde problemleri goriilebilir. Yeni kalp krizinin tanisinda veya
daha onceden kalp krizi gecirip ge¢irmediginin arastirilmasinda
kullanilir.

e Kalp duvarlarinda kalinlagma ve kalp bosluklarinda genisleme bulgulari
saptanabilir.

e Kardiyomiyopatiler (kalp kasinin ¢esitli nedenlere bagl hastaliklari).

e Perikarditler (kalp zarinin ¢esitli nedenlere bagl iltihaplari).

e Miyokarditler (kalp kasinin ¢esitli nedenlere bagli iltihaplari).

e Bazi dogumsal kalp hastaliklar1 degerlendirilebilir.

e Elektronik kalp pilinin islevleri degerlendirilebilir.

e Bazi kalp ilaglarinin etkileri (digoksin, aritmi ilaglart) kontrol edilebilir.

e Viicutta siv1 ve elektrolit dengesinin bozukluklarinda (6zellikle serum

potasyum eksikligi veya fazlalig1 ) yararlidir.



Yukarida bahsi gecen bilgiler 1s1¢inda, EKG ile tan1 konulabilecek durumlar

genel olarak Malmivuo ve Plonsey’ye [11] gore asagidaki gibi siniflandirilabilir.

1.
2.
3.

Kalbin elektrik ekseni

Kalp hiz1 izleme

Ritimler

a. Supraventrikiiler ritimler

b. Ventrikiiler ritimler

Aktivasyon serisindeki bozukluklar

a. Atriyoventrikiiler iletim bozukluklar: (atrioventricular conduction
defects)

b. Dal blogu (bundle-branch block)

c. Wolff-parkinson-white sendromu

Atria ve ventricles duvarinda kalinlasma veya boyutunda biiyiime

a. Atrial biiyiimesi (hypertrophy)

b. Ventrikiiler biiyiimesi (hypertrophy)

Miyokard iskemi ve enfarktiis

a. Iskemi

b. Enfarktis

. Ilag Etkileri

a. Yiksiikotu

b. Kinidin
Elektrolit dengesizligi
a. Potasyum

b. Kalsiyum

Kardit

a. Kalp zar iltihab1
b. Kalp kast iltihabi

10. Kalp pili izleme

Bu maddelerden 3., 4., 5. ve 6. maddeler kalp sagligi ile ilgili diger maddelerden

daha onemli bilgiler tagimaktadirlar. Ciinkii bu maddelerin alt basliklar1 olan

Miyokardiyal Enfarktiis (ME) [12 - 14], Miyokardiyal Iskemi (MIS) [15, 16] ve Sol

Ventrikiiler Biiyiimesi (SVB) [17] hastaliklar1 kalp krizinin en 6nemli nedenleri



olarak goriilmektedir [18, 19]. Bu hastaliklarin bu 6neminden dolayi sinif olarak

secilmesinde onemli bir etkisi olmustur.

2.2. EKG Uzerindeki Dalga, Segment ve Arahklar

Normal bir EKG'de P, Q, R, S ve T diye adlandirilan dalgalar ve bunlar arasinda
aralik diye tamimlanan diiz ¢izgiler ve segmetler vardir. Bu dalga, aralik ve

segmentlerdeki degisiklikler normalden sapmalari gosterir.

2.2.1.Dalgalar

EKG dalgalar1 P, Q, R, S, T dalgalaridir. Bu dalgalarin tanimlamalarini ilk
defa 1895 yilinda Willem Einthoven tarafindan yapilmaistir.

“EKG tek bir hiicrede degil, bir biitiin halinde atriyal ve ventrikiiler
hiicrelerde olusan elektrik akimimi kaydeder. EKG’de iki temel olay kaydedilir.
Birincisi depolarizasyon, kalp kasinda uyarinin yayilmasi; ikincisi repolarizasyon,
uyarilmis kalp kasinin normal dinlenme durumuna donmesidir. Kalp kasi
hiicrelerinde depolarizasyon ve repolarizasyon es zamanli gerceklestiginden bu
elektriksel akimlar dalgalar halinde kaydedilir” [20].

Bir EKG sinyalinde P, Q, R, S, T dalgalar1 belirli bir sira ve araliklarla
meydana gelirler. Asagida her dalganin anlam1 verilmistir.

P: Atriyum depolarizasyonu.

Q: P dalgasindan sonraki ilk negatif dalga.

R: P dalgasindan sonraki ilk pozitif dalga.

S: P dalgasindan sonraki ikinci negatif dalga.

T: Ventrikiil repolarizasyon dalgasi.
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Sekil 2.2. Bir EKG sinyali {izerindeki dalgalar

“P-QRS-T dalga dizisi kalbin bir siniisiinii gosterir. EKG’de bir dalganin
baslangicindan bir sonraki ayni dalganin baglangicina kadar olan boliim bir kalp
siniisiidiir. Iki kalp siniisii arasinda elektriksel aktivitenin olmadig1 zamani gdsteren
yatay diiz ¢izgiye izoelektrik hat (bazal ¢izgi) denir. izoelektrik hattin iizerine olan
voltaj sapmasina, pozitif defleksiyon; izoelektrik hattin altina olan voltaj sapmasina
da negatif defleksiyon denir. Defleksiyonun negatif ya da pozitif olusunu elektrik
akimmin yonii belirler. Kalp kasindaki elektrik akimi, ilgili elektroda dogru
yaklasiyor ise pozitif defleksiyon, ilgili elektrottan uzaklasiyor ise negatif
defleksiyon olusur. Kalpteki uyar1 ve iletinin yonii geregi, normal bir EKG’de aVR

derivasyonunda her zaman negatif defleksiyon izlenir” [20].

2.2.2.Segmentler

Bir dalganin sonundan ikinci dalganin basina kadar gegen siireye segment

(boliim, parca) denir.

2.2.2.1 PR segment

PR segmenti, P dalgasi bitisi ve QRS kompleksi baslangici arasindaki yassi
ve genellikle izoelektrik seklindeki segmenttir [1].



PR segmenti anormallikleri iki ana durumda ortaya ¢ikar: Perikardit ve

Atriyal iskemi.

2.2.2.2 ST segment

ST segmenti, S dalgas1 sonu (J noktasi) ile T dalgas1 arasindaki yassi,

izoelektrik EKG kismidir. Ventrikiiler depolarizasyon ve repolarizasyonu gosterir.

ST segment anormalliklerinin (Yiikselme/ Cokme) en yaygin sebebi miyokard

iskemisi/enfarktiistiir [1].

ST segment ¢okmesi:

Yukariya egimli, asagiya egimli ya da yatay olabilir.

J noktasinda > 2 mm ve birbirini takip eden derivasyonda > 0.5 mm
yatay veya asag1 egimli olmas1 miyokard iskemisine isaret eder.

Yukari egimli olmast miyokard iskemisi i¢in nonspesifiktir.

Resiprokal degisiklik bas asagi donmiis ST yiikselmeye benzer
morfolojidedir.

Posterior ME’de, V1-3'te dominant R dalgalar1 ve dik T dalgalar ile
birliktelik gdsterebilir.

ST segment yiikselmesi:

Akut ST elevasyonlu miyokard enfarktiisii (STEMI) olmasi.
Komsu derivasyonlarda Q dalgasi ile birlikte olusur.

Daha ¢ok kars1 derivasyonlarda resiprokal olarak mevcuttur.

- v -
oRsS
Y ST Yiikselme

— A l /_\ el S
V =

Sekil 2.3. ST segmentinde ¢okme ve yiikselme
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2.2.3.Aralklar

Bir dalganin basindan ikinci dalganin basina kadar gecgen siireye, aralik

(interval) denir.

2.2.3.1 QT arahk

Q dalga baslangicindan T dalga sonuna kadar gegen siireyi gosterir.
Ventrikiiler depolarizasyon ve repolarizasyon i¢in gegen siireyi belirtir.
QT aralig1 ve kalp hizi ters orantilt bir iligki var:
. Kalp hizlandik¢a QT kisalir.
° Kalp yavagladik¢a QT uzar.
Anormal olarak uzamig bir QT aralig1, artmig ventrikiiler aritmi riski ile alakalidir.
Konjenital kisa QT sendromu ise, artmis paroksismal atriyal ve ventrikiiler

fibrilasyon ve ani kardiyak o6liim riski ile iligkilidir [1].

2.2.3.2 PR arahk

PR araligi, P dalgasinin baslangicindan QRS kompleksinin baslangicina
kadar devam eder. Uyarinin atriyumlara yayilmasini ve AV diigiim his demeti ile
purkinje liflerinden gecerek ventrikiilleri depolarize etmeye baslayincaya kadar
gegen siireyi gosterir [20].

PR aralig::

. Normal araligi 120 — 200 ms siireleri arasindadir.

o > 200 ms olmasi birinci derece kalp blogu varlig1 s6z konusudur.

. < 120 ms olmasi ise pre-eksitasyonu (atriyum ve ventrikiiller arasi

aksesuar yolak varligi) veya AV nodal (junctional) ritmi gosterir [1].

2.2.3.3 RR arahik

Iki kompleks QRS arasinda gecen siire olarak degerlendirilebilir. Anlik kalp
ritmi iki kompleks QRS arasinda gecen siire ile hesaplanabilir. Dolayisiyla kalp
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ritmi RR aralik ile hesaplanir. Bu yontemin kotii tarafi ise normal bir insanin kalp

ritmi anormal ¢ikabilir veya tam tersi durum yasanabilir.

2.3. EKG Derivasyonlari

Kalpte ortaya ¢ikan elektrik degisiklikleri, EKG ile viicudun gesitli yerlerine
yerlestirilen elektrotlar vasitasiyla giliclendirilerek kaydedilir. Viicudun cesitli
noktalar arasindaki potansiyel farklar kaydedilerek o bolgeye gore isim verilir. Her
bir degisik bolge i¢in cizdirilen elektrokardiyogram egrisine derivasyon
denmektedir. Normal EKG'de 12 ayr1 derivasyonun kayd1 yapilir. EKG konusunda
bilinmesi gereken 6nemli bir nokta su ki, 12-lead EKG yaklasik 3 yonden (X, Y, Z)
kalbin elektriksel hareketi hakkinda uzaysal bilgiler vermektedir [21].

e Sag - Sol (X) - (Right — Left (X))

e Ust - Alt () - (Superior — Inferior (Y))

e On - Arka (Z) - (Anterior — Posterior (Z))

Yukaridaki yonlere gore derivasyonlar siniflandirilmistir.

2.3.1.Etraf derivasyonlari

2.3.1.1 Bipolar derivasyonlar

Bipolar (iki kutuplu) derivasyonlari; DI, DIl ve DIII seklinde ifade edilir.
“D” harfi derivasyon anlama tagir.

D1: + elektrot sol kola , - elektrot ise sag kola baglanir, iki kol arasindaki
potansiyel farki gosterir.

D2: + elektrot sol bacaga , - elektrot ise sag kola baglanir, sag kol ile sol
bacak arasindaki potansiyel farki gosterir.

D3: + elektrot sol bacaga , - elektrot ise sol kola baglanir, sol kol ile sol
bacak arasindaki potansiyel farki gosterir.

Milli Egitim Bakanlig1 tarafindan hazirlanan “Acil Saglik Hizmetleri EKG”
adli ¢alismada bu durum soyle agiklanmis: Sol kol elektrodu, kalpten sol kola

yayilan elektriksel voltajlar1 kaydetmekte; sag kol elektrodu, sag kola yayilan
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voltajlar kaydetmektedir. EKG cihazi i¢indeki mekanizma ile sag kol voltajlari, sol
kol voltajlarindan ¢ikarilmakta ve fark Derivasyon I olarak ortaya ¢ikmaktadir.
Kalbin sag kol, sol kol ve sol bacaktan olusan eskenar bir iicgenin

merkezinde bulundugu kabul edilir ki bu liggene, einthoven tiggeni denir.

sag kol | sol kol

' "\ sol bacak

Sekil 2.4. Einthoven liggeni ve standart ekstremite derivasyonlari

Bipolar derivasyonlari arasinda DI + DIIl = DII seklinde bagint1 esitligi

vardir. Bu bagint1 esitligine einthoven esitligi denir.

2.3.1.2 Unipolar derivasyonlar

Unipolar (tek kutuplu) derivasyonlar1; aVR, aVL ve aVF seklinde ifade
edilir. “a” harfi giiglendirilmis (augmented); ““V” harfi voltaj anlami tasir. R (right)
sag kolu, L (left) sol kolu, F (foot) harfi de sol bacagi gostermektedir.

Baska bir degisle bu derivasyonlar asagidaki denkligi gosterir.

e sag kol=aVR

e sol kol =aVvL

e sagbacak =aVF

“Etraf derivasyonlariin her biri, kalbi frontal diizlemde farkli agilardan
goren eksenlere sahiptir. Bu eksenlerin yerlestigi frontal diizlemdeki alana cabrera

dairesi denir. Bu daire, 30 derecelik 12 esit parcaya bliinmiistiir. Ust yarim daire
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negatif, alt yarim daire ise pozitif derecelerden olusur. Kalbin normal elektriksel

ekseni, +110° ile —30° derece arasindadir” [20].

aVF

aVR aVL
- 150

D1 ¥180 +0 DI

+=150 .
aVL aVR

+120
D111 +110

+90
aVF

Sekil 2.5. Cabrera dairesi lizerinde etraf derivasyonlarinin yeri

2.3.2.Gogiis derivasyonlari

“Gogiis (prekordiyal) derivasyonlart; V1, V2, V3, V4, V5 ve V6 seklinde
ifade edilir. “V” harfi voltaj anlam1 tasir. G6giis derivasyonlari ile kalp, horizontal
diizlemde onden arkaya dogru sarilmaya c¢alisilir. Kalpteki elektriksel aktiviteyi;
onden arkaya, arkadan one, sagdan sola, soldan saga uzanan boyutlarla yansitir.
Kalbin arka boliimii incelenmek istendiginde V7, V8, V9 derivasyonlar1 cekilir.
Ozellikle sag ventrikiil incelenmek istendiginde ise V3, V4, V5, V6 derivasyonlart

sag taraftaki simetrik yerlerine yerlestirilir.

Sekil 2.6. Gogiis derivasyonlar1 goriiniimii
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Goglis derivasyonlarindan; V1 ve V2 sag ventrikiilii, V3 ve V4 ventrikiiler
septumu, V5 ve V6 ise sol ventrikiilii goriir. Bu durumda V7 sol arka koltuk alt1
cizgisi ile 5. interkostal araligin kesistigi noktaya, V8 ve V9 da sirta dogru sol 5.
interkostal aralik boyunca yerlestirilir. V7 i¢in V1, V8 i¢in V2, V9 i¢in de V3
elektrodu kullanilir” [20].

Sekil 2.7. Etraf ve gogiis derivasyonlarinin goriiniimii

Her derivasyon, pozitif ve negatif olmak iizere iki kutba sahiptir. Bipolar
derivasyonlarin bir ucu pozitif kutup iken diger ucu negatif kutuptur. Unipolar
derivasyonlar pozitif kutuptur; ancak bulunduklarin eksenin diger ucu negatif kutup

kabul edilir.
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3. HASTALIKLAR

3.1. Miyokardiyal Enfarktiis

Miyokardiyal Enfarktiis (ME), kalp kasinin iskemik nekrozu olarak bilinen
bir rahatsizliktir. Iskemik nekrozu, kalbin koroner kan dolasimnin belli bir bélgede
yetersiz kalmasi sonucu, o bolgedeki kalp kasi dokusunun 6lmesi anlamina gelir.
Siklikla koroner damarlarin atheroskleroz sonucu daralma ya da tikanmalarina bagl
olan ME, % 80 vakada kendisini gogiis ortasindaki siddetli, sikistirici bir agr1 ile
belli eder. % 20 vakada ise agr1 ortaya ¢ikmaz. Yasl ya da seker hastaligi olan
kimselerde, agrisiz ME’ye daha sik rastlanmaktadir [22].

Sekil 3.1. Miyokardiyal Enfarktiis

EKG kaydi, akut koroner sendrom tanisi i¢in en dnemli tani araclarindan
biridir. Ideali, hasta semptomatik iken alinan kaydin, yakinmasi gectikten sonra
alianlar ile karsilagtirllmasidir. ST-segment ¢okmesi mortalite ve ME i¢in ciddi
bir risk gostergesidir.

Klinik bulgular akut koroner sendrom ile uyumlu olan hastalarda, ilgili iki veya
daha fazla derivasyonda > 1 mm (0-1 mV) ST ¢okmesi ve R dalgalarinin belirgin
oldugu derivasyonlarda > 1 mm T dalgas1 negatifligi bulunmas1 akut koroner
sendrom tanisin1 kuvvetle destekler. Tek basina T dalgasi negatifligi daha az

duyarlidir.
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Yeni gelisen ya da yeni oldugu diisiiniilen dal blogu da bir ytiksek risk belirtecidir.
Eger klinik uyumlu ise yeni gelisen dal blogu, ST yiikselmeli ME bulgusu olarak

kabul edilmelidir.

3.2. Miyokardiyal iskemi

Miyokardiyal Iskemi (MIS), doku perfiizyonunun azalmasi sonucunda

gelisen oksijen yoksunlugu olarak tanimlanabilir [23]. Halsizlik, terleme, kusma ve
nefes alma gii¢liigi, gibi belirtileri tasiyan MIS, diyabet hastalar1 ve yaslilarda daha
sik goriilmektedir.
Subendokardiyal iskemiye bagli ST ¢okmesi degisken derivasyonlarda degisken
morfolojilerde goriilebilmektedir. Genelde en ¢ok B4-6 derivasyonlarinda goze
carpar. aVR’de ST yiikselmesi ile birlikte yaygin ST ¢okmesi sol ana koroner arter
(LMCA) tikanikliginda gortilmektedir.

Hasan Akkog “Miyokardiyal Iskemi Reperfiizyon Hasar1” adli caligmasinda
sunlar1 ifadelere ver vermistir: “Kalpte, Iskemi- reperfiizyon hasarina bagl olarak
miyokardiyal sersemleme, reperflizyon aritmileri, miyositlerde nekroz, koroner
endotelyal ve mikrovaskiiler disfonksiyon gozlenebilir. Miyokardiyal sersemleme,
iskemi reperfiizyona bagli olarak geri doniigsiiz hasar olmamasina ve
reperflizyonun tam veya tama yakin bir sekilde siirmesine ragmen kalpte olusan
uzamis mekanik fonksiyon bozuklugu olarak tanimlanir [24]. Ilk olarak 1975
yilinda Heyndrickx ve ark. tarafindan tanimlanmistir [25]. Miyokardiyal
sersemleme genellikle global iskemik ataklardan sonra gozlenir [24]. Fakat kisa
sireli iskemiyi takip eden donemlerde bile/dahi miyokardiyal sersemleme
beklenmedik derecede uzun siirebilir. Ornegin, kdopek kalbinde olusturulan 15
dakikalik iskeminin, 24 saatlik miyokardiyal sersemleme olusturdugu

gozlenmistir” [26].
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ISKEMI

RGN

iR,
TIKANMA

Miyordiyal Iskemi

Sekil 3.2. Miyokardiyal iskemi

Miyokarddaki iskemik siire¢ eger 20 dakikadan kisa siirer ve dokunun
perflisyonu bu siire icinde tekrar saglanabilirse herhangi bir yapisal ve
biyokimyasal hasar olusmadan normal hale tam doniis saglanir. Eger bu siireg
uzarsa (> 45 dakika), doku kan ihtiyacinin saglanmasi ile beraber reperfiizyon

hasar1 dedigimiz olaylar zinciri tetiklenir.

3.3. Sol Ventrikiiler Biiyiimesi

Hipertansiyonu olan hastalarda kalp siirekli yiiksek basingta kan pompalar.
Bu artmus is ylikiinlin sonucu olarak, akcigerlerden gelen temiz (oksijenlenmis) kant
viicuda pompalayan kalbin sol karinciginin duvari (kas tabakasi) kalinlasir. Buna
sol ventrikiil biiylimesi denilir. Zamanla bu karmmcigin i¢ boslugu genisler,
fonksiyonlar1 bozulur, temiz kani viicuda yeterince pompalayamamaya baslar. Sol
kalbin pompalama fonksiyonunu yeterince gergeklestiremedigi bu durum sol

ventrikiil disfonksiyonu olarak adlandirilir [27].

3.4. Atrial Biiyiimesi

Kalbin odaciklarindaki biiyiime olarak bilinir. Atriyal genisleme (biiyiime)
atriyumda basing veya voliim artmasina bagli bir problemdir. Derivasyon II'de P
dalgasinda cift tepe ya da ¢entikli P dalgasi goriiniimii vardir. Centigin sebebi sol
atriyum aktivasyonunun gecikmesidir. P dalgasinin siiresi genellikle > 120 ms'dir

(normalde P siiresi < 120 ms). V1'de tamamen negatif P dalgasinin goriilmesi de
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genellikle sol atriyal anormalligi destekler. Atriyal prematiire atim varsa, V1'de

negatif komponenti olan P dalgas1 goriillmeyebilir.

Sol Atrial

Sag Atrial

Sol Ventrikiilar

Sag Ventrikiilar

Sekil 3.3. Atrial Biiyiimesi

19



4. SINIF, NiTELIiK VE DEGER KUMESININ BELIRLENMESI

4.1. Simif Belirleme

EKG ile tan1 konulan hastaliklara, saglik sorunlarina daha 6nceden deginilmisti.
Bu tezde yiiriitiilen arastirmalar sonucunda sadece asagidaki hastaliklarin ele
alinmasina karar verilmistir:

» Miyokardiyal Enfarktiis

> Miyokardiyal Iskemi

» Sol Ventrikiiler Biiylimesi

» Atrial Biiylimesi

Uzmanlardan alinan geri bildirimlerden ve arastirmalar sonucu elde edilen
bulgulara gore, bu hastaliklarin kalp krizine sebep olan en 6nemli hastaliklar oldugu
saptanmistir. Bu durum bu ¢aligmanin 6nemini ve gerekliliini artirmakta ve
tizerinde c¢aligilmas1 gerekliligi konusundaki durumunu ortaya cikarmaktadir.
Calismada bu hastaliklar ayn1 zamanda birer siif olarak da adlandirilmistir. Bu
hastaliklarin veya siniflarin yani sira bunlara ek olarak saglikli bireylerin EKG
sinyallerinden olusan ‘“Normal Birey” sinifi da eklenmistir. Bu siniflar aym

zamanda tasarlanmis olan modelin de siniflarini olusturmaktadir.

4.2. Siiflarin EKG Belirtileri

Belirlenmis olan hastaliklarin her biri bir sinif olarak tanimlanmustir. Her bir
hastaligin veya smifin kendine has nitelikleri mevcuttur. Bu nitelikler sayesinde
hastaligin tespiti ve teshisi yapilmaktadir. Bu nitelikler bazen sadece bir hastaliga
ait bir belirti olurken bazen de birden fazla hastalik igin ortak olabilir. Ornegin, R
dalga progresyon kayb: niteligi sadece ME hastaligina ait iken; ST segment
yiikselmesi, MIS, ME ve SVM hastaliklar1 i¢in ortak bir niteliktir. Hastaliklar ve
nitelikleri arasindaki baginti, bu ortak niteliklere bagli olarak karmasik veya basit
olabilmektedir.

Calismada her bir sinif i¢in genel EKG belirtileri Cizelge 4.1°de verilmistir.

Bu ¢izelgede belirtiler siniflarina veya hastaliklarina gore gruplandirilmiglardir.
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Cizelge 4.1. Siniflar i¢in EKG belirtileri

Simif

EKG Belirtileri

Miyokardiyal Iskemi

ST Segment Cokmesi

ST Segment Yiikselmesi

T Dalgas1 Negatif Olmasi

T Dalgasimin Sivri Olmasi (Pozitif Olmast)

Arritmeler

Atriyoventrikiiler (AV) bloklar

QT Aralig1 Uzamasi

Negatif U Dalgasi

Dal Blogu Olmasi

QRS Atternansi

PR Aralik Anormal Olma

Miyokardiyal Enfarktiis

ST Segment Cokmesi

ST Segment Yiikselmesi

R Dalga Progresyon Kayb1

T Dalgasinin Sivri Olmasi (Pozitif Olmast)

Atriyal aritmiler

PR Aralik Anormal Olma

Patolojik Q Dalgas1 Olmast

Sol Ventrikiiler Biiyiimesi

QRS Yiikseklik Artigt

ST Segment Yiikselmesi

QT Aralik Uzamasi

QRS Genislik(Siire) Uzamasi

T Dalgas1 Negatif Olmasi

Sol aks sapmasi

R Dalga Progresyon Kayb1

Atrial Biiyiimesi

P Dalgast Uzamasi

P Dalgasi Kisa olmas1

Negatif P Dalgast Olmasi

P Dalgasi Centikli(Cift tepe) olmas1

P Dalgasimnin Diisiik olmasi

P Dalgas1 Yiiksek Olmasi
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4.3. Nitelik Belirleme

Bir EKG sinyalindeki dalga, aralik ve segmentler EKG parametreleri olarak
isimlendirilebilir. Bu parametreler sayesinde EKG yorumlanir. Bu parametreler
sayesinde kalp ile ilgili bir rahatsizligin teshisi miimkiin olmaktadir. Bu
parametreler ne kadar dogru okunup yorumlanirsa o kadar saglikli bir teshis koyma
islemi gergeklesmistir denilebilir. Dikkat edilmemesi durumda ise hayati derece
onemli durumlarin gbzden kagmasina neden olabilir ve bu da insan hayatina mal
olabilir. Bu noktada insanoglunun dikkatsizligi, dalginligi, tutarsizligi ve karmasik
yapilar1 degerlendirmedeki yetenekleri diistiniildiigiinde insan yerine bilgisayar gibi
araglar ile bu iglemlerin yapilmasi daha saglikli oldugu agiktir. Ancak bu araglarin
tek basina bu is igin yeterli olamayacagi, bu konuda uzman Kkisilere her zaman
ihtiya¢ duyulacagi da unutulmamalidir.

EKG parametreleri, asil ve asil olmayan parametreler olarak
siiflandirilabilecegi hem literatiirde hem de doktorlar ile yapilan birebir
goriismelerde saptanmustir. Calismada belirleyici olacak parametreler, nitelik
olarak alinmustir. Ornegin, Atriyoventrikiiler bloklar, Arritmeler, QT aralig:
uzamast, Negatif U dalgast, Dal blogu olmasi, QRS atternansi, Atriyal aritmiler,
Sol aks sapmasi belirtilerin hastalik belirlemede zay1f belirtiler oldugu goriilmiistiir.
Bu sebeple Cizelge 4.1°de verilen bu belirtiler géz ardi edilmislerdir. Bu belirtiler
ayni zamanda asil olmayan EKG parametreleridir. Cizelge 4.2°deki tiim
parametreler asil EKG parametrelerinden alinmistir. Mesela, MIS igin ST segment
¢okmesi veya yiikselmesi asil olarak tanmimlanabilecek birer nitelik veya EKG
parametresidir.

Acikgasi, bu noktada gerek uzman hekimler ile yapilan goériismelerden
cikarilan bilgiler ile gerekse literatiir ¢aligmasiyla bir Onislem (pre-processing)
islemi yapilmistir. Bu 6nislem ile hem nitelik indirgemesi hem de sinif ile nitelik

arasindaki iligkide sadelik saglanmistir.
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Cizelge 4.2. Secilen nitelikler

Nitelik Ag¢iklama
Rate Kalp atis hiz1.
S dalgasi sonu ile T dalgasi arasindaki yassi, izoelektrik EKG
ST segment kismuidir. Ventrikiiler depolarizasyonu ve repolarizasyonu
gosterir.
T dalgas1 her QRS kompleksinden sonraki pozitif sapmadir.
T dalgast Ventrikiil repolarizasyonunu temsil eder [1].
Asagidakilerin varliginda Q dalgalari patalojik olarak kabul edilir:
e >40 ms (1 mm) genislik
Patolojik Q e >2 mm derinlik

e QRS kompleksinin %25’inden daha fazla derinlik

o V1-3‘te goriilmesi

R dalga progresyon kaybi

V3’te <3 mm R dalga yiiksekligi.

PR aralik

PR aralig1 P dalgasi ile QRS kompleksi arasinda gegen siiredir.
AV diigiimden gecen iletiyi gosterir [1].

P dalgas1 yiikseklik

P dalgasinin yiiksekligi normal sinirlardadir ancak stiresi 120

ms’den uzundur [1].

P dalgas1 genis

Genisligi degismeyen (< 120 ms) ancak normalden daha yiiksek P
dalgalar1 meydana gelir (2,5 mm) [1].

(QRS> 100 ms) Hem ventrikiiler kaynakli hem de

QRS genislik supraventrikiiler komplekslerin aberran iletimine bagli
olabilmektedir [1].
QRS vyiikseklik Voltajin normalinden yiiksek olma durumudur.
e Diizeltilmis QT aralig1 (QTc), 60/dk kalp hizindaki QT
araligini hesaplar.
QTc e QT degerlerinin degisik kalp hizlarinda karsilastirilmasina

ve artmis aritmi riski olan hastalarin saptanmasina olanak

verir.

T-reciprocity

T dalgasindaki karsitlik.

e QT aralig1 Q dalga baglangicindan T dalga sonuna kadar

gecen siiredir.

QT aralik - : . L
e Ventrikiiler depolarizasyon ve repolarizasyon i¢in gecen
slireyi belirtir [1].
L Hastanin Cinsiyeti
Cinsiyet
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4.4. Niteliklerin Deger Kiimesinin Belirlenmesi

Her hastalik i¢in nitelikler belirlendikten sonra, her niteligin deger kiimesini
(domain value) belirlemek gerekir. Her niteligin belli bir degeri veya deger araligi
mevcuttur. Niteliklerin bu degerde ya da deger araliginda olmasi normal [28],
disinda olmas1 da anormal olarak degerlendirilir. Cizelge 4.3’de her nitelik i¢in
normal deger veya deger aralig1 verilmistir. Bir niteligin bir hastalik i¢in nitelik
olabilmesi i¢in normal deger veya deger araliginda olmamasi gerekir. Niteligin
Cizelge 4.3’deki degerlerin disinda olmasi bir anormalligi, dolayisiyla bir hastaligin
belirtisini ifade eder. Bir niteligin tek basina anormal olmasi bir hastaligi tek basina
belirmesi i¢in yeterli olmayabilir. Bunun i¢in birden fazla nitelik bir araya gelerek
bir hastalig1 belirtebilir. Ornegin, ST segment ¢ékmesi, ST segment yiikselmesi ve T
dalgasinin negatif olmas: iicii birlikte MIS hastaligini isaret ederler.

Yapilan ¢alismada her nitelik i¢in deger kiimesi belirlemesi Cizelge 4.4’te
verilmistir. Her nitelik i¢in deger kiimesi kiime halinde asagidaki gibi yazilabilir.
Rate = {B,N, T}, ST segment = {C,N,Y}, T dalgast = {P,N,Ne},
Patolojik Q ={V,Y}, R —progresyon = {V,Y}, PRaralik = {N, A},
P dalgast yikseklik = {N,A}, P dalgast genis = {N,A}, QRS genislik =
{K,N,U}, QRS ylkseklik = {D,N,Y}, QTc ={N,A}, T —reciprocity =
{V,Y}, QT aralik = {K,N, U}, Cinsiyet = {C,YK,YE}

Deger kiimesindeki her bir degerin farkli anlamlari mevcuttur. Ornegin,
bunlardan ST segmenti i¢in; C: Cokme, N: Normal (saglikli), Y: Yiikselmeyi ifade
ederken, R-Progresyonu igin; V: Var oldugunu, Y: Var olmadigini géstermektedir
(R-Progresyonun olmadigini). Diger nitelikler i¢in de bu sekilde o6rnekler

cogaltilabilir.
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Cizelge 4.3. Her nitelik i¢in normal deger veya deger araligi

Nitelik Normal Deger, Deger Arahg:

Rate 60-100 beats/min.

ST segment Cokme ya da Yiikselmenin olmamasi.
T dalgasi Sivri ya da Negatif olmamasi.
Patolojik Q Patolojigin varliginin olmamasi.

R dalga progresyon kayb1

R dalgasimin V3’te 3 mm’ten yiiksek olmamasi.

PR aralik

Normal PR aralig1 120 — 200 ms siireleri arasindadir.

P dalgas yiikseklik Amplitidii (yiksekligi) < 2,5 mm (0.25mV).
P dalgasi genis Siiresi (Genigligi) < 120 ms (ii¢ kii¢iik kare),

e QRS genisligi 4 yas altindaki gocuklarda 70 - 90 ms,
QRS genislik e 4-16 yas arasi ¢ocuklarda 70 -100 ms,

e 16 yas lizerindekilerde 70 -110 ms olmalidir.
QRS yiikseklik R dalga yiiksekligi > 35 mm olmamast

e Erkeklerde > 440 ms ya da kadilarda > 460 ms ise QTc

uzamigtir.

e QTc > 500 ms olmasi artmis torsades de pointes riski ile

QTc iligkilidir.

e <350 ms olmast durumunda QTc anormal olarak kisadir.
e Kullanigh bir pratik kural olarak normal QT 6ncesindeki RR

araliginin yarisindan azdir.

T-reciprocity

Karsitligin olmamasi

e 1-15 yas arasinda
=  Normal: <440 ms
= Sirda: 440 - 460 ms
= Uzamis: > 460 ms

e  Yetigkin erkekte

=  Normal: <430 ms

QT aralik
= Smurda: 430 - 450 ms
= Uzamis: > 450 ms
e  Yetiskin kadinda
= Normal: <450 ms
= Simirda: 450 - 470 ms
= Uzams: > 470 ms
Cinsiyet Cocuk, Yetiskin Erkek, Yetiskin Kadin
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Cizelge 4.4. Niteliklerin deger kiimeleri

Nitelik Kosul Domain Simge
Rate < 60 beats/min Bradikardi B
Rate 60-100 beats/min Normal N
Rate 100 < Tasikardi T
ST segment Negatif olma Cokme C
ST segment Pozitif olma Yiikselme Y
ST segment Normal olma Normal N
T dalgasi + Sivri (Pozitif) P
T dalgas1 - Negatif Ne
T dalgas1 Normal olma Normal N
Patolojik Q Var Var \Y/
Patolojik Q Yok Yok Y
R-progresyon Var Var \Y
R-progresyon Yok Yok Y
PR aralik 120 — 200 ms Normal N
PR aralik <120 -200 ms < Anormal A
P dalgasi yiikseklik <2.5mm Normal N
P dalgas1 yiikseklik <25mm< Anormal A
P dalgasi genis <120 ms Normal N
P dalgasi genis <120 ms < Anormal A
QRS genislik <70 Kisa K
QRS genislik 70-110 ms Normal N
QRS genislik 110 ms < Uzun U
QRS vyiikseklik <10 mm Diisiik D
QRS yiikseklik 10- 35 mm Normal N
QRS yiikseklik 35 mm < Yiiksek Y
QTc 440 - 460 Normal N
QTc <440 - 460 < Anormal A
T-reciprocity Var Var \%
T-reciprocity Yok Yok Y
QT aralik <330 Kisa K
QT aralik 430 - 470 Normal N
QT aralik 470 < Uzun U
Cinsiyet <16 yas Cocuk C
Cinsiyet 16 yas bayan < Yetiskin Kadin YK
Cinsiyet 16 yas bay < Yetigkin Erkek YE




4.4.1.Niteliklerin deger kiimesinin sayisallastiriimasi

Bu calismada uygulama kisminda sayisal veriler lizerinde ¢alisildiginda,
tim niteliklerin deger kiimeleri sayisal degerlere doniistliriilmiistiir. Asagida

Cizelge 4.5’te her deger kiimesinin sayisal karsilig1 verilmistir.

Cizelge 4. 5. Deger kiimesinin sayisal karsiliklar

Nitelik Simge Sayisal Karsihg:
Rate ={B, N, T} ={1,2,3}
ST segment ={C, Y} ={1,2,3}
T dalgasi ={P, N, Ne} ={1,2,3}
Patolojik Q ={V, Y} ={1, 2}
R-progresyon ={V, Y} ={1, 2}
PR aralik ={N, A} ={1,2}
Cinsiyet ={C, YK, YE} ={1,2,3}
P dalgas1 yiikseklik ={N, A} ={1,2,3}
P dalgasi genis ={N, A} ={1, 2}
QRS genislik ={D, N, U} ={1,2,3}
QRS vyiikseklik ={K, N, Y} ={1,2,3}
QTc ={N, A} ={1, 2}
T-reciprocity ={V, Y} ={1, 2}
QT aralik ={N, A} ={1, 2}
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5. EKG SINYALLERININ SINIFLANDIRMASI

5.1. Kaba Kiimeler Teorisi

Pawlak tarafindan 1982 yilinda ortaya atilan KKT, eksik bilgi sistemleri i¢in
yeni bir matematiksel yaklasimdir [29, 30]. Dogada var olan problemler ve olaylar
hakkinda belirsizlikler ve eksik bilgi kiimeleri sikliktadir. KKT ve bulanik mantik
gibi kuramlar eksik ve belirsizlik bilgi tabanindan faydali bilgi ¢ikarimini saglayan
teoremlerdir [3]. Siipheci, eksik, tutarsiz gizli bilgilerin sik oldugu saglik alaninda

KKT kendine genis bir ¢aligma alan1 bulmustur.

5.1.1.Bilgi sistemi

KKT’nin ilk asamasin1 olusturan bilgi sistemin, satirlar1 nesneleri
(6rnekleri, numuneleri (n: nesne sayisi)), siitunlar1 nesnelerin nitelikleri (m: nitelik
sayis1) gostermek tizere bir bilgi sistemi nxm boyutunda bir matristir. Bu bilgi
sistemi, problem ile ilgili en genis ve kapsamli bilgi igeren sistemdir. KKT’de bir

bilgi sistemi asagidaki gibi tanimlanir:

IS=(U, A) (5.1)
U = Bos olmayan sonlu nesne kiimesi (U = {X1, X2, ... ,Xn }),
A = Bos olmayan sonlu nitelik kiimesi (A={a1,a, . . . ,am}) olarak tanimlanir. Her

a € Ave a: U — V; olmak iizere, Va gibi bir deger kiimesine sahiptir.

5.1.2.Ayirt edilemezlik

Bir karar ¢izelgesi (tablosu), var olan problem veya olusturulmus olan
model hakkinda genis ve kapsamli bir sekilde bilgileri barindirmaktadir. Buna bagh
olarak bu bilgi sistemi gereksiz yere ¢ok biiyiimiis, genislemis olabilir. Ornegin,
ayni nesne ya da ayirt edilemeyen nesneler birden fazla tekrarlanmis olabilir ya da
bazi nitelikler gereksiz veya fazladan bilgi sisteminde bulunabilirler [31]. (5.1) igin,
herhangi bir B © A oldugunda, B &zelliklerinin her alt kiimesi ayirt edilemezlik

bagintisi adi verilen U evreninin bir denklik bagintisini tanimlar. (x, y) ikilisi, U’dan
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nesne ¢iftleri olmak iizere, asagida tanimlanan bir INDs(B) denklik bagintisina B-
ayirt edilemezlik bagmtisi denir [32].

INDs(B)={(x,y) eU? | vaeBa(x)=a(y)} (5.2)
(5.2) ‘de S alt indisi, hangi bilgi sisteminde bahsedildigi agiksa genellikle ihmal
edilir. Eger (x, y) € INDs(B) ise, x ve y nesneleri B'ye gore ayirt edilemezdirler

denilir.
5.1.2.1 Ayirt edilebilirlik matrisi

(5.1) bagmtisinda n adet nesnesi olan bir bilgi sistemi igin ayirt
edilebilirlik (discernibility) matrisi (M, j), asafida verilen Z;; elemanlar1 olan
simetrik bir nxn matristir. Bu matrisin her Z; ; elemani, xi ve Xj nesnelerini farkli

kilan 6zellikler kiimesinden olusmaktadir [29].

Zj ={a€ A| alx) # a(x;) and d; # d; } i,j=12..,n (5.3)
Zl,l ZlTl
Mi,j = s E
an Zn,n

5.1.2.2 Ayirt edilebilirlik fonksiyonlari

Ayirt edilebilirlik fonksiyonlari, ayirt edilebilirlik matrisindeki elemanlar
kendi aralarinda boolean cebire gore “VEYA” islemine, birbirleri arasinda ise “VE”
islenme tabi tutulmasiyla elde edilen lojik fonksiyonlardir. Ayirt edilebilirlik
fonksiyonu indirgenerek indirgenmis nitelik kiimeleri bulunur. Bir bilgi sistemi i¢in
ayirt edilebilirlik fonksiyonu fs, ai, ..., am 6zelliklerine karsilik gelen m adet a1 *,.. .,
am™ boolean degiskeninin bir boolean fonksiyonudur [29].
fs(@*,...an*) = A{V Z,;* | 1<j<i<n, Z;*+ 0}

Burada Z;;*={a:a*€ Z;;} (5.4)
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5.1.3. Karar smiflari

d karar ozelligi U nesneler evreninin bir bdliintiisiinii tiime varir.
Genellemeyi bozmadan Vg’nin {l,....,r(d)} tamsayilar kiimesi oldugu kabul
edilebilir. Burada r(d), d’ nin rankin1 belirtmektedir.

Dolayisiyla tiime varilan boliintiiler; {Xi ,...,Xr(d)} "karar siniflar1" denilen
denklik siniflarinin biitiiniidiir. Burada iki nesne karar 6zelligi i¢in ayni degere
sahipse, ayni1 karar sinifina ait olduklari sdylenir.

Xi={x €U |dx) =i} (5.5)
Bir S karar sistemi ve B € A ise, S’nin B-genellestirilmis karar1 ad1 verilen
o: U — P (Vq) fonksiyonu sdyle tanimlanir:

o8 (X) = {ve Vg I X €U (X INDs(B)x ve dx) =V)} (5.6)
Os: S-genellestirilmis kararina S nin genellestirilmis karar1 denir.

Bir S karar sistemi, ancak herhangi bir x € U igin |8s (x) |= 1 ise tutarhdir, aksi
takdirde tutarli degildir. Buradan bir A karar tablosu ancak ve ancak POSA(d)=U
ise tutarli oldugu kolaylikla goriilebilir [32].

5.1.4.Yaklasim kiimeleri

KKT’nin temel amaci, IND(B) ikili bagintisim1 kullanarak kiimelerin
yaklagimlarmi belirlemektedir. Eger X nesne kiimesi, A nitelik kiimesinin
ozelliklerini kullanarak kesin bir bigimde tanimlanamiyorsa alt ve iist yaklagimlar

ile gosterilebilir.
5.1.4.1 Alt yaklasim kiimesi
Alt yaklasim kiimesindeki nesneler, kiimeye kesin olarak ait olan

nesneler.

Alt yaklasim kiimesi asagidaki gibi tanimlanir:

BX = {Xi € U|[Xi] IND(B) c X} (5.7)
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5.1.4.2 Ust yaklagim kiimesi

Ust yaklasim kiimesindeki nesneler, kiimeye ait olma olasiligi olan

nesneler.

Ust yaklasim kiimesi asagidaki gibi tanimlanir:

BX = {Xi€ U|[Xi] IND(B) N X # 0} (5.8)

Simir Bélgesi: BNg(X) = BX- BX olmak iizere, BNg (X) sinir bolgesidir. Bu kiime

X’in eleman1 olup olmadigina karar verilemeyen birimlerden olusmaktadir. Eger

sinir bolgesi bos kiime degilse kaba bir kiimenin varlig1 s6z konusudur.

Eger Alt ve Ust kiime yaklagimlari beli ise X < U seti belirlidir. Aksi
durumda da belirsizdir.

X cU olmak kosuluyla X seti i¢in dort belirsiz durum vardir:

1. Eger BX # ® ve BX # U ise X kabaca belirlenir.
2.

3. Eger BX =® ve BX # U ise X i¢ten belirsizdir.
4,

Eger BX # ® ve BX = U ise X distan belirsizdir.

Eger BX = ® ve BX = U ise X tamamuyla belirsizdir.

Tamlik Fonksiyonu (Accuracy of approxination): Karar kurallarinin dogrulugunun

bir dl¢iisii olan tamlik fonksiyonu:
Mg(X) = card(BX) / card(BX) (5.9

Tamlik Fonksiyonu (Accuracy)‘nin degeri,

0 < Mg(X) < larasinda bir degerdir. Bu deger 1’e ne kadar yakinsa ayirt

edilebilirlik o derece iyidir.

Bagimsiz Nesneler: ai € A olmak lizere;

Eger IND(A) = IND(A-ai) ise ai niteligi gereksiz (superfluous) olarak nitelendirilir.

Aksi durumda ise ajniteligi zorunlu niteliktir.
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Bilgi Graniilleri Nesne Uzay1
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Alt Kiime Yaklagim Simir Ust Kiime Yaklasim

Sekil 5.1. Alt ve Ust kiime yaklagimlari

5.2. Onerilen Model

Siniflandirma yontemleri tam veri kiimeleri iizerinde daha 1yi performans
gosterirler. Bunun nedeni tam veri kiimelerinde eksik, tutarsiz ve tekrarli verinin
olmamasidir. Bagka bir deyisle eksik veri kiimesinde eksik ve belirsiz verilerin
olmasi smiflandirma metotlarmin performanslarimi diisiirmektedir. Kaba kiimeler
gibi araglar; eksik, belirsiz ve tutarsiz veri kiimelerini tam veri kiimelerine
donustiirtirler. Eger bir veri kiimesinde siniflandirma islemi yapilacaksa once veri
kiimesinin kaba kiimeler gibi yontemlerden gegirilmesi siniflandirma igleminin
performansint artirabilir. Kisacasi, bu ¢aligmada ongoriilen ve oOnerilen model
olarak, eksik veri kiimesinin smiflandirma yontemine tabi tutulmadan 6nce kaba
kiimeler ile tam veri kiimesine doniistiiriilmesidir. Asagida 6nerilen modelin semasi

verilmistir.
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Sekil 5.2. Onerilen model

Siniflandirma yapilirken, bir nesnenin hangi sinifa ait oldugunu bulmak,
nesnelere ait niteliklerin ayirt ediciligine baglidir. Bir niteligin deger kiimesindeki
degeri, birden fazla simf icin ortak olabilir. Ornegin, ST segment niteliginin ST
segment ¢cokmesi degeri, ME ve MIS smiflar1 igin ortak bir degerdir. Bu ortak
degerler karmasiklik yaratmakta ve ayirt ediciligi azaltmaktadir. Ayrica bir bilgi
sistemindeki niteliklerden bazilar1 gereksiz olabilir. Bu gereksiz nitelikler gizli
siiflandirmaya, fazladan is yiikiine neden olabilmektedir. Bu calismada bu
problemlerden gereksiz nitelik tespiti yapilarak fazladan yapilan is yiikii azaltilmasi
amaglanmistir. Dolayisiyla simiflandirmalarin - performanslarinda  iyilesmeler
saglanmas1 hedeflenmistir. Coziim olarak KKT ile ¢6ziim sunulmustur. Gereksiz,
tekrarli ve eksik bilgi iceren ham veri kiimesi KKT i¢in bilgi sistemidir. KKT ayirt
edilebilirlik matrisi ve ayirt edilebilirlik fonksiyonlar: kullanarak bu bilgi sistemini,
Ozglinliigiinii bozmadan gereksiz ve tekrarli bilgiden arindirarak tam veri kiimesine
doniistiiriir.  Ayn1 zamanda nesne ile nitelik arasindaki baginti karmagsikligini
sadelestirir [2].

Ayirt edilebilirlik matrisi ve ayirt edilebilirlik fonksiyonlar1 islemleri i¢in
ROSE (Rough Set Data Explorer) programi kullanilmistir. ROSE programi
KKT’nin temel islevlerini yerine getiren ve kural g¢ikarimi yapan bir modiil

yazilimidir [33].
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Siniflandirma islemi i¢in WEKA (Waikato Environment for Knowledge
Analysis) adli program kullanilmigtir. WEKA bugiin bir¢ok insan tarafindan
kullanilan Veri Madenciligi uygulamasi gelistirme programidir. Bu program JAVA
platformu tizerinde gelistirilmis agik kaynak kodlu bir programdir [34]. WEKA’da
cesitli simiflandirma ydntemleri mevcuttur. Onerilen modelde yiiksek dogruluk
oranina sahip siniflandirma yontemleri se¢ilmistir.

Asagida Ornek 5.1 i{izerinde siiflandirma islemleri yapilmadan KKT ile
hem nitelik hem de nitelik degerinde indirgemenin nasil yapildigini gostermektedir.
Burada amag, gereksiz nitelik tespitinin nasil yapildigini1 gostermek ve bu nitelikler
olmadan da ilk bastaki bilgi sisteminin, islemlerden sonra elde edilen alt bilgi sistem
ile tim ozelikleri tagidig: bilgisini vermektir. Yani gergek bir uygulama igin tekrarli
ve gereksiz biitiin bilgileri igeren bir bilgi sistemi yerine, bilgi sistemine denk
tekrarsiz ve gereksiz veriden arindirilmisg bir alt bilgi sistemi sunmak.

Ornek 5.1:
IS = (U, A, D) bilgi sistemi verilsin.
Cizelge 5.1. Bilgi sistemi

U
X1
X2
X3
X4
Xs
X6
X7
Xg
X9
X10

fly
N
c%)
ey

WN R WR RPN WRND
NREPRNRPRPNRNRD
PPN OWRE W

NP WNWWRN RN R

U = {X1, X2, X3, X4, X5, X6, X7, X8, X9, X10}

A ={a1, a, as}

D = {d1}

Var={1, 2, 3}

Vax={1, 2}

Vaz={1, 2, 3, 4}

Cizelge 5.1 ayn1 zamanda bir karar tablosudur. Bu karar tablosu {i¢ karar niteligi

{a1, a2, a3} ve bir tane karar niteligi {d1} igermektedir.
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s D-¢ekirdek (D-core), D-indirgenen (D-reducts) ve D-gereksiz (D-
superfluous) nitelik tespiti:
Cekirdek ve gereksiz nitelikleri tespit etmek igin ayirt edilemezlik matrisi (5.3)

kullanilarak elde edilir.

Cizelge 5.2. Ayirt edilemezlik matrisi

1 2 3 4 5 6 7 8 9 10
1 -
2 ai, dz, -
as
3 - di, dy, -
as
4 a - az -
5 di, as ai, d, di, as ai, dz, -
as as
6 ai, as ai, a, ai, a3 ai, a, - -
as as
7 ai, a, - ai, az, - a;, a2, ai, a, -
as as as as
8 di, as ai, d, di, as ai, dz, - - di, d, -
as as as
9 - di, d, - az a1 ai, as di, d, a1 -
as as
10 ai, dz, - ai, dz, - ai, dz, di, d, - di, d, ai, dz, -
as as as as as as

Denklem 5.4’den ayirt edilmezlik fonksiyonu (fa(D));

fa(D) = (a1vazvas) aaza(@vas)a(aivaz)a(avavas)a(awrvas)a

(arvazvas)a(arvazvas)a(aivazvas)a(arvazvas)a(@vavas)a

(a1vazvas)aaza(aivas)a(arvas) a(@vazvas)a(arvaz) a(arvazvas)

A(arvazvas)a(@ivavaz)a(aivazvas)aa

A(arvazvas)aaia (arvazv as)

A(arvazvas)a(arvas)a(arvazvas)

A(arvazvas)a(aivazvas)

AdiAa(aavazvaz)a(aivavas)=aiaa

Burada, D-indirgeme veya D-gekirdek {ai, a2} ve D-gereksiz nitelik {as}
kiime tespiti var. Bunun anlami, Cizelge 5.1’in indirgenebilecegi ve buna alternatifi
olarak Cizelge 5.3 gibi bir karar tablosunun olusturulabilecegidir.
Bu 6rnekte D-indirgeme ve D-gekirdek nitelikler ayni ¢iktr. Ornegin, Eger fa(D) =
a1 A a2 v a2 aazgiksaydi o zaman D-indirgeme {ai, a2} ve {a., as} iken D-gekirdek
{a->} olurdu.
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Cizelge 5.3. D-¢ekirdek nitelikler i¢in bilgi sistemi

U a1 a2 dx
X1 2 1 1
X2 3 2 2
X3 2 1 1
X4 2 2 2
X5 1 1 3
X6 1 1 3
X7 3 2 2
X8 1 1 3
Xg 2 1 1
X10 3 2 2

¢ Nitelik deger indirgeme:
Cizelge 5.3 iizerinde ayirt edilemezlik matrisi olusturulur ve her nesne i¢in ayirt
edilemezlik fonksiyonlar1 hesaplanir. Buna bagli olarak nitelik degerlerinden

indirgenen degerler bulunur.

Cizelge 5.4. Ayirt edilemezlik matrisi

1 2 3 4 5 6 7 8 9 10
1 - ai, a2 - az ai ai ai, a2 a - ai, a2
2 ai, az - a1, az - ai, a2  ai, a - ai, a ai, a -
3 - ai, az - a ai a a1, a a - ai, a
4 a - az - ap, & ay, a - ai, a a -
5 a1 ar, a2 ai ai, a2 - - ai, az - ai ai, a
6 a1 ai, a2 a1 ai, a2 - - ai, a2 - a1 ai, a2
7 ai, a2 - ai, a2 - ai, a2 ai, a2 - ai, a2 ai, a2 -
8 a1 ai, a2 a1 ai, a2 - - ai, a2 - a1 ai, a2
9 - ai, a2 - a2 a1 a1 ai, a2 a1 - ai, a2
10 ai, a2 - ai, a2 - ai, a2 ai, a2 - ai, a2 ai, a2 -

fi(A) = (ava)) Aaxaaiaaia (@va)) Aaia(@ivaz) = aiaa

f2(A) = (aavaz) A(arvay) A(aava))a(arvar) a(ava)a(aavaz) = a1vap
f3(A) = (aava)) Aazaaraaia (ava) Aara (@1vay) = aia a

fa(A) = a2raAa (@1va) A(avar) A(arva) raz= a

fs(A) = a1a (a1vaz) aaia (mvay) aA(aiva)) aaia (vay) = a

fo(A) = a1a (a1vaz) aaia (mavay) A(aiva)) aaia (vay) = a

f7(A) = (mvaz)a(aavay) a(aiva) a(avaz) aA(aivax) a(aivaz) = aiva

fs(A) = a1a (a1vaz) aaia (mavay) A(aiva)) aaia (@vay) = a

fo(A) = (a1vaz) Aaxraraaia (@va))Aaia(@vaz) = aiaa

fio(A) = (a1va) A(avaz) A(arvaz)) aA(aivaz) a(@mvay)a(avaz) = aiva

Bu 6rnekte {a1, a2} D-¢ekirdek nitelikler oldugundan yeni karar tablomuz Cizelge
5.5°tir.
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Cizelge 5.5. D-gekirdek nitelik deger kiimesi indirgenmis bilgi sistemi

U
X1
X2
X3
X4
Xs
Xe
X7
Xg
X9
X10

flry
QD
9

=3

WNEFRPWEFEEFE X*XNWND
NEFE 2N % NN
NFPWONWWNEDNRPROS

* [hmal edilen degeri gosterir.

% Cizelge 5.5’ten kural tiiretmek:

a12a21 - dl a, - dZ

2

a1 % d3 a13a22 9 d2

1
Burada, a;,a,, - di‘nin anlami; a1 = 2 ve a2 = 1 iken di1= 1 olmaktadir. Yani
niteliklerden birincisi 2, ikincisi 1 degerini aldiginda nesne ‘1’ sinifina aittir

anlamina gelir.

5.3. Uygulama

5.3.1.Veri kiimesi hakkinda

Uygulamada kullanilan veri kiimesi ESOGU Tip Fakiiltesi Kardiyoloji
Anabilim Dali doktorlarin yardimlari ile elde edilmistir. Veri kiimesi, 689 hastanin
gercek EKG’lerinden olugmaktadir. Bu 689 hastadan 145’1 SVB, 95’1 AB, 211’1
MIS, 118’i ME ve 120’si de normal saglikli bireylerinden olugmaktadir. Veri
kiimesi; hastalar i¢in 689 satirdan, kosul niteligi i¢in 14 ve karar niteligi igin 1
olmak iizere toplam 15 siitundan olusan 689x15 boyutunda bir matristir. Bu matris
doktorlar tarafindan her hastanin Onceden c¢ekilmis olan EKG kagidinin
yorumlanmasiyla doldurmustur. Hastalarin gizlilik hakkinin sakli tutulmasi
ilkesinin ihlali yasanmamasi i¢in hastalarin bilgileri verilmemistir. Her hasta veri
matrisinde bulundugu satir, hasta numarasi (i) olacak sekilde “H;” gibi bir ifade ile
gosterilmistir. Ornegin, hasta numaras1 5 olan (i = 5 i¢in) hasta i¢in tablodaki

gosterimi Hs olur. Veri kiimesinden bir kesit Cizelge 5.6’da verilmistir.
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Cizelge 5.6. Veri kiimesinden bir kesit

Juuig
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H+

Hs

Ho

Hio

Hi1
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Hiz

Hais

His

Hie

Hi7

Hag

Hig

Hao

Ha1

Ha1
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Ha3
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Ha7

Hag
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5.3.2.ROSE yardimu ile veri kiimesinde gereksiz nitelik tespiti

ROSE, KKT’nin temel islemlerini ger¢eklestiren ve kural ¢ikarimini yapan
bir yazilimdir. ROSE yaziliminda tim hesaplamalar Pawlak tarafinda ortaya
cikartilan temel KKT’ye dayanmaktadir. Yazilim RoughDAS ve RoughClass
sistemlerinin gelistirilmis versiyonudur. ROSE programi 32-bit GUI isletim sistemi
ihtiyact duyar [35]. Bu c¢alismada ROSE programi, ¢ekirdek ve indirgenen
niteliklerin tespiti igin kullanilmistir. Bunun igin yapilmasi gerekli adimlar asagida
verilmistir.

1- ROSE programinda yeni bir proje agmak i¢in: File > New Project islemleri

yapilir ve agagidaki pencere agilir.

File View Project Method Tools Hel

5
|0 =& -m@| e | + — |[[m]a]]=
. -

|| Bea

BB

(50 Methods

&R Output

Number of files: 0

Sekil 5.3. ROSE programinda yeni bir proje agmak

2- Acilan pencereden Project - Add File(s) to Project ‘den projeye “.isf”

uzantili veri kiimesi eklenir.

File View Project Method Tocks Help [ Fle srmbe Sampe Options Window

§
I

R R e e S S R e

B S e e e e I I S

[z |13 414
1 2 3

E
ol w[E|

&30 Reduston AfGDdaid

-3 Rue Inductin | ' D)
=54 akdeon Tiklaidigmda
58 Simiaity Felain

5 Methods

Execuiing ewemal ppdcator: C\Progran e (465] i

IR R T e R e ey e A e |
S S R S R S R S S SIS T
I e e e e I SIS S

HEEEEEEE EE EEEEE

& Duput
MNumber of files: 1 680 example(s} described by 15 atrbutel:

Sekil 5.4. ROSE programinda dosya eklemek
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3- Cekirdek ve indirgenen nitelikleri tespit etmek igin: Veri kiimesi simgesine
sag tiklanir ve Reduction = Core segilir.

ks ROSE2 - Untitled.ros = B
File View Project Method Tools Help

(58 Prepiocessing

'5? Approximations
{59 Reduction EKGDataist EKGDatacor File
-] Rule Induction B
(&0 Validation Close
{58 Similarity Relation
lelall(llgl]] d Quality of Classification
For all condition attributes: 0.EEE2
For condition attributes in core: 0.BEE2
Abtributes in Core:
(=] Methods =
Core 41
core: Core Generalor .00 (build 20010214] Core A2
ROSE: Rough Sets Data Explorer Core 23
[c] 1939, 2000 PraSoft, IDSS Core 44
Risading ailibules rom C:\Users\RasintD sskloptdentdenemehEKBData sl | 5 4%
C:\UserssRasim\Desktoptdentdeneme MNERGD ataish: 15 attributels) (14 candt Core A7
Rieading examples from C:\U sers\Rasim\Desktophden'denems \EKGD ata isf Core 48
C:\UserssRasim\DesktopidentdenemeNEKGData isf: B89 example(s) Lore 29
Time elapsed: 0:00.00 [0 seconds) Core 410
Core 211
Core 812
8B Ouput
Number of files: 2 Number of affnbutes in core: 11 Decision: Dec

Sekil 5.5. ROSE programinda nitelik indirgeme

Core viewer penceresinde c¢ekirdek veya indirgenemeyen nitelikler
goriilmektedir. Bu pencerede olmayan nitelikler gereksiz nitelik olarak tanimlanir.
Gortildiigii gibi core viewer penceresinde As, A1z Ve Aig nitelikleri yok. Dolayisiyla
bu nitelikler gereksiz nitelikleridir. Bu niteliklerden As = PR-Aralik, A1z = QT-
Aralik ve A14 = Cinsiyet niteliklerini géstermekteydi. Bunun anlami, bu ti¢ niteligin
atilmasi bilgi sisteminin 6zgiinliiglinii bozmayacagidir.

4- Kural ¢ikarimini yapmak i¢in: Veri kiimesi simgesine sag tiklanir ve Rule

Induction > Basic Minimal Covering... segilir.

Tools Help

@'@" B e
E

EKGDalaisl EKGDstacor EKGDatatd  EKGDatarl M3 EB S=E (e

0= | & |« | =) [& af | B Clos

LEM2
Tiklandiginda CiUsers\RasimiDesktopidenideneme MEKGData.ist
a3

decision = Dec

classes = {1, 2.3, 4, 5}
Sat Mar 21 2055847 2015
0s

)
166, 169, 174, 188, 204, 208, Z18, 225, 247, 254, 264, 271, %
. 100.00%][12, 0,0, 0, 0]

TEA12=1)

JE[EI=2 511 =2)

Vi (410 = 2) & (A1 = 20 & (412 =1) e 7 (52 = 1) 8 (310 = 2) & 411 = 1] & |4 =5 [Dec = 2):[53. 53, 25.12%, 100.00%][0. 53. 0, 0. 0]

Al =1%(A12=2) [{3. {41, 58, B8, 91, 154, 159, 162, 165, 167, 185, 231, 237, 238, 243, 248, 252, 253, 260, 267, 283, 285, 315, 332, 336, 372,

e B {81 = 2] & (A2 =2 & (43 = 3)& 5 (55 [Dec = 2], [28, 28, 13.27%, 100.00%][0, 28, 0, 0, 0

[} {61, 116,123, 125,133, 1 X 135, 246, 776, 281, 286, 334, 370, 393, 4, 415, 423, 478, 460, &
iz 9. (42 =17 & [43 = 1] % [45 = 1) = [Dec = 21, [14, 14, 5.64%, 101 [0, 14,0, 0. 0]

11, {68, &1, 94, 98,114, 119, 137, 170, 242, 243, 250, 516, 570, 608}, £, ih. 0}

rule 10, (A2 = 316 [43 = 3) & [ad = 174 |85 = 1] =5 (Dec = 2). [26, 26, 12.37%. 100.00%10. 26.0.0.0]

I1.125.64.82.177. 203. 215,235,251 . 263. 268.317. 321 . 365. 578 412. 418, 132 438. 454. 165, 515.526. 560 16, 645 v

1:1

Sekil 5.6. ROSE programinda kural ¢gikarimi
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Bu calismada ROSE’de kural ¢ikariminin yapilmasimin amaci, elde edilen
kurallar ile uzmanlarin gorislerinin kiyaslanma iglemini ger¢eklestirmektir.
Boylece ortaya atilan modelin ya da mimarinin bir EKG sinyallini ne kadar dogru
yorumladigini daha agik bir sekilde gérme imkani olur. EK-2’de ROSE yardimu ile

elde edilen tiim kurallar verilmistir.

5.3.3.WEKA’da verilerin siiflandirilmasi

WEKA, veri madenciliginde islemleri gergeklestirmek i¢in makine 6grenme
algoritmalarinin bir toplulugudur. Algoritmalar direk veri kiimelerine uygulandigi
gibi yazilmis olan bir JAVA kodu igerisinde de ¢agirilabilir. WEKA 0Onislem,
siiflandirma, kiimeleme, regresyon vb. islemler icin araglar igerir. Ayrica yeni
algoritmalar gelistirmek i¢in de uygun bir ortamdir. WEKA GNU General Public
License altinda ag¢ik kodlu bir yazilimdir [36].

Calismada siniflandirma islemleri i¢in WEKA’daki siniflandirma yontemlerinden
faydalanilmistir. Veri kiimesi lizerinde en yiiksek siniflandirma islemi yapan 9
siniflandirma yontemi se¢ilmistir.
WEKA’da bir veri kiimesi agmak ve siniflandirma yapmak i¢in:

1- WEKA agcildiktan sonra Explorer’den Preprocess = Open File’dan .arff

veya WEKA nin ¢alistig1 baska dosya uzantili veri kiimeleri buradan agilir.

x

Weka GUI Chooser = & &4
_ Pregram Visualization Teols Help P < | Classify | Cluster | Associate | Select attributes | visualize
ﬁ Applications
Gpanfie. Open URL Open DB... Generate Undo Edit. save,
| 'WEKA
1 A Fiter
3 The University
[ \ of Waikato Experimenter == None Apply
! ~ Current relation Selected attribute
Il wakato Environment for knowledge Ansiyss /| KnowiedgeFk FeTIE (B Name: Rate Type: Numeric
R oo Erormentfor Kencudacos Ay oniedgerion Instances: 689 Attributes: 15 Missing: 0 (0%) Distinct: 3 Uniguet 0 (0%)
I (Q1s99-201 Attributes
Th Universty of Waksto Simple CLI Statistic value
Hariton, s Zasiand Al None Invert Patiern Mirimum !
Madmum 3
: = o Mean 2.036
o. ame
i - StdDev 0.591
| Tiklandigmaza iq_
| | 2 JsT_Segment
3| |T_Dalgasi
4|[_|Patolojk_Q
5[_IR_Prograsyon_Kaybi
6 R _aralkc
7[Jp_Dalgasi Tuksekik Cless: class (Nom) v [ Visualize Al
8|[_IP_Dalgasi_Ganisik
| 3|]aRS_Genislk.
i 10|[_|QRS_vuksekik e
] 11 JoTe
12| [T-Regrasyon
i 13T _Araik
I 13 [cnsiet
| 15| |dass
B 133
06
— —
i
Remove e . b 0
— — —
i z 3
Statis
OK Log w x0

Sekil 5.7. WEKA programinda proje agmak
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2- Agcilan veri kiimesin siniflandirma islemi Explorer - Classify ‘den
yapilabilir. Burada agilan pencereden siniflandirma metodu secilebilir ve
smiflandirma yontemi igin veri kiimesinin egitim ve test verileri Cross-

Validation, Percentage Split gibi secenekler ile ayarlanabilir.
o Mo Gl Chocser =

Program Visualization Tools Help Preprocess —Gassify | Custer | Associate | Select attrbutes | Visualize
Applcations = fand
§ mflandirma
WE KA for Jetodu-Seeimi
The University est o Classifier output
,  of Waikato Experimenter = Test Veri
= s.Belirleme
Wiaikato Environment for Knoviedge Anslyss | KnowledgeFiow
Verson 36,12
() 1999 - 2014
The Universty of Waiketo Simple LT
Hamitan, New Zeatand
More optio
(hiom) dass v
Tiklandiginda
Start Stop
Resultlist {right-click for options)
Status
o o | g

Sekil 5.8. WEKA programinda siniflandirma islemi

3- Adim 2 yapildiktan sonra smiflandirma islemini baglatmak i¢in, Classify
penceresindeki Start’da basmak yeterli olacaktir.
WEKA iizerinde segilen tiim siniflandirma metotlarinin ¢alistirilmasini géstermek
yerine bir tane metodun calistirilmas: (NaiveBayes metodu igin) gosterilmistir.
Ciinkii Uygulama Sonuglar1 bagligi altinda tiim smiflandirma metotlariin

performanslar1 gosterilmistir.

Preprocess (eS| Cluster | Assodate | Select atirbutes | Viasize Pregrocess Clssfy | Cluster | Assocate | Sekect atrbutes | Visualze
Classifier Classifier
Chocse  NaiveBayes ooz NaiveBayes
Testoptions Cassfer auput Test optins Casshie cuput
(7] Use traning set A {7z tramng set . § "
A == Evalustion on test split = - == Evaluation on test split ==
(0) Supphed test set I — () Suppbed testset. 52t == Sumary =
() Crossvaldaton  Folds |10 () Crossvaidetion  Focs |10
- - © Flessics - 52 2054 3 . Corsectly Classifisd Tnstances £2.M84 ¢
@Powioesit % @ | |Cormecrly Classidied Tusiees “, o @Pemogegit % (8 | 1 reerly Classitsed Tasmances 17.75% ¢
Incorzectly Classified Inatances 17.753% : !
LEE Kagpa statistic More optione... Fappa statistic
¥ean absolute erzor een aperluce erza
(Nom) dass v | | Boot mean squared error o cass . :::c:i“ a:::\:: :i:_r
Relative lute error E e s or
Start Root relative squared errar 1. t Start Boor relative squared error
Total Number of Instances 2% Total Husber of Inatances
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== Detailed Aecuracy By Class = == Detailed Aecuracy By Class =
T2 Rate PP Rate Drecision Recall T-Measure BOC Ar Fﬁg :I
0.813 0018 0307 013 0.257 .57 o
0,873 008l 0.852 DB 0.262 0.5y . LML LM 0E,
< > € 3
i Stztis

o log ‘\10 o Log ‘.:ﬂ

(@) (b)

Sekil 5.9. WEKA’da (a) 15 nitelik (b) 12 nitelik i¢in sonuglari géstermektedir
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Sekil 5.16 incelendiginde WEKA’da NaiveBayes siniflandiricisi hem 15
nitelik hem de 12 nitelik i¢in tamamen ayni sonuglar1 vermistir. Dolayisiyla tespit
edilen Ae = Pr-dralik, Az = QT-Aralik ve Ais = Cinsiyet niteliklerin
smiflandiricinin - dogrulugunda rol oynamadiklart agiktir. Bu niteliklerin
elenmesinde herhangi bir hata olamayacagi ve bu nitelikler anlam ifade etmedigi

sOylenebilir.

5.3.4.Uygulama sonugclari

Bu calismada ESOGU Kardiyoloji Anabilim dali doktorlarinin katkilartyla
elde edilen hastalarin verileri kullanilmistir. Bu bilgi sistemi iizerinde ilk olarak
onerilen model olmadan WEKA ile siniflandirma iglemleri yapilmistir. Daha sonra
model ile ROSE ve WEKA programi yardimi ile simiflandirma islemleri
gercgeklestirilmistir. Her iki islemin sonuglari ¢izelgeler tizerinde gosterilmis ve bu
cizelgelerin analizleri yapilmistir. Asagida Cizelge 5.7’de model olmadan

siiflandirma sonuglar1 gosterilmistir.

Cizelge 5.7. 15 nitelik i¢in siniflandirma sonuglari

Egitim Dogruluk Zaman Mutlak
. Nitelik siim g (Runing- Ortalama F-6l¢timii
Algoritma Kiimesi ~ (Accuracy) .
Sayist %) %) Time) Hata (f-score)
(sn) (MAE)
NaiveBayes 15 60 82.246 0.080 0.096 0.823
BayesNET 15 60 84.058 0.110 0.090 0.840
IB1 15 60 76.087 0.020 0.096 0.762
IBK 15 60 83.333 0.010 0.081 0.832
KStar 15 60 83.333 0.010 0.115 0.832
LWL 15 60 60.145 0.010 0.199 0.558
JRip 15 60 81.159 0.300 0.102 0.811
NBTree 15 60 84.058 1.500 0.093 0.841
VFI 15 60 67.391 0.010 0.315 0.683

ROSE programinda veri kiimesine KKT uygulandiginda veri kiimesindeki 6. , 13.
ve 14. kosul niteliklerinin gereksiz olduklart saptanmisti (Sekil 5.12). Bu 3 kosul
nitelikleri sirasiyla; PR Aralik, QT Aralik ve Cinsiyet niteliklerini gostermekteydi.

Siif belirlemede isleminde etkisiz olduklarndan bu niteliklerin goz ardi
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edilebilecegi daha onceden agiklanmisti. Bu yargiya varilmasinin arka planinda
hem uzmanlarin goriisii hem de literatiir ¢aligmasinin oldugunu ifade etmekte yarar
vardir. Asagida Cizelge 5.8’de smiflandirma yontemlerinin geriye kalan 12 nitelik
tizerindeki sonuglar1 gosterilmistir. Bagka bir ifade ile Onerilen model

uygulandiginda siniflandiricilarin davranislar Cizelge 5.8°de verilmistir.

Cizelge 5.8. 12 nitelik i¢in siniflandirma sonuglari

_ Nitelik Egitim. Dogruluk Zaman Mutlak F-6lgiimii

Algoritma Say1si Kiimesi  (Accuracy) (_Runmg- Ortalama Hata (f-score)
(%) (%) Time) (sn) (MAE)

NaiveBayes 12 60 82.246 0.012 0.096 0.823
BayesNET 12 60 84.058 0.020 0.090 0.840
IB1 12 60 76.087 0.010 0.096 0.762
IBK 12 60 83.333 0.001 0.081 0.832
KStar 12 60 83.333 0.001 0.115 0.832
LWL 12 60 60.145 0.001 0.199 0.558
JRip 12 60 83.333 0.110 0.111 0.832
NBTree 12 60 84.058 1.500 0.093 0.841
VFI 12 60 67.391 0.010 0.315 0.683

Cizelge 5.7 ve Cizelge 5.8 incelendiginde JRip algoritmasi disinda diger tiim
siniflandirma algoritmalarinin dogruluklarinda bir degisim s6z konusu olmazken,
JRip algoritmasi dahil tiim algoritmalarin performanslarinda (yiirlitme zamani
bakimindan) bir iyilesmenin oldugunu goriillmek miimkiindiir. JRip algoritmasinin
dogrulugundaki iyilesmenin olmasinin nedeni JRip [37], J48 gibi algoritmalarin
kural tabanl ¢alisan algoritmalar olmasidir. Kural tabanli ¢alisan bu algoritmalarin
nitelik sayisinda azalma oldugunda kural iiretme sayisinda da azalma olacagindan
simiflandirma isleminde islem indirgemesi yasanir. Bu islem sayesinde nesne ile
nitelik arasindaki bagmnti karmasikhigi azaltilabilir. Onerilen model bunu
sagladiginda JRip algoritmasindaki iyilesmenin bundan kaynaklandig
diistiniilmektedir.

Asagida Cizelge 5.9°da model ve model olmadan, siniflandirma metotlarinin

dogruluk ve galistirma zamanlarindaki degisimleri gosterilmistir.
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Cizelge 5.9. Nitelik sayisina bagli degismeler

15 Nitelik igin 12 Nitelik igin 15 Nitelik 12 Nitelik Egitim

Algoritma Dogruluk Dogruluk Icin Zaman  Igin Zaman Kiimesi
(%) (%) (sn) (sn) (%)
NaiveBayes 82.246 82.246 0.080 0.012 60
BayesNET 84.058 84.058 0.110 0.020 60
IB1 76.087 76.087 0.020 0.010 60
IBK 83.333 83.333 0.010 0.001 60
KStar 83.333 83.333 0.010 0.001 60
LWL 60.145 60.145 0.010 0.001 60
JRip 81.159 83.333 0.300 0.110 60
NBTree 84.058 84.058 1.500 1.500 60
VFI 67.391 67.391 0.001 0.001 60

Cizelge 5.9 incelendiginde hemen hemen tiim algoritmalarin islem siirecinde kayda
deger bir iyilesmenin saglandig: goriilebiliyor. Ornegin, NaiveBayes siniflandirma
metodu, 6nerilen model olamadan islem siireci ya da yiiriitme zamani1 0.80 sn iken,
onerilen model uygulandiginda NaiveBayes smiflandirma metodunun yiiriitme
zamani 0.20 sn’ye kadar diigmektedir. Bu da NaiveBayes siniflandirma metodu igin
yiirlitme zamani bakimindan %75’lik bir iyilesmeye denk gelmektedir. Biiytik veri
kiimelerinde siniflandiricilarin islem yiikii diisiiniildiiglinde siniflandiricilar icin
yiiriitme zamaninda bu denli bir iyilesme saglanmasi biiylik bir basariyr oldugu
sOylenebilir. Bu basarinin arkasinda KKT’nin etkili bir sekilde calismasi
yatmaktadir. Cilinkii KKT nesne ve nitelik arasindaki karmagikligi, belirsizligi belli
bir 6l¢iide azaltilmaktadir. Bu da siniflandirma metotlarinin dogruluklar sabit iken,
yiirlitme zamaninda onemli bir iyilesmeyi beraberinde getirmistir. Iyilesme
sonuglari agsagida Sekil 5.10 {izerinde gosterilmistir. Sekil 5.10 (a) ve (b) olarak iki
parcaya bolinmistiir. Amag, tek grafik tizerinde yiiriitme zaman degeri ¢ok kiiciik
olan algoritmalarin bu degerlerini gormek gii¢ oldugunda Sekil 5.10 iki ayr1 par¢aya
boliinerek bu degerlerin agik olarak gozlemlenmesini saglamaktir. Sekil 5.10
iizerinde model olmadan yiiriitme zamanini gostermek icin “Islem Siiresi-15”,

model oldugunda yiiriitme zamani i¢in “Islem Siiresi-12” ifadeleri kullanilmistir.
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Sekil 5.10. Zaman bazinda iyilesme sonuglari

Bu boliimiin diger ayagi ve énemli konusu, herhangi bir insana ait EKG
sinyal kayitlarinin % 85’e yakin bir dogruluk orani ile dogru smiflandirilmasidir.
Siiflandirmadaki bu % 85°1ik oran saglik alanindaki eksik ve tutarsiz veri goklugu
ve farkli hastaliklarin ortak belirti gosterme ¢oklugu diisiintildiigiinde 6nemli bir
basar1 sagladig1 sdylenebilir. Asagida ROSE programi ortaminda kaba kiimeler
yardimi ile elde edilmis bazi kural ¢ikarimlar1 verilmistir. Bu kurallar, kosul
nitelikleri ile karar niteligi arasindaki baglantiya bagli olarak nesnenin sinifim
belirten kurallardir. Denklem 5.10 kullanilarak gosterilen kurallar temelini ROSE
programinda iiretilen kurallardan almaktadir. Asagidaki kurallar i¢in ROSE

kurallarindan toplamda 15 tanesi rasgele secilmistir.
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ME , r=1

MIS , r=
H(r)=4 AB ,r= (5.10)
SVB , r=
kN , r=5

Kurallar:

K1. |aj,az,as, = r =1, H(1) = ME
K2. | agzas,as, = r =1, H(1) = ME
K3. a1,3;,83,4,35, > r =2, H(2) = MIS
K4. | a,a,,a5 ag, > r =2, H(2) = MIS
K5. |aj,ap,a,,ag, = r =2 H(2) = MIS
K6. |ajzag,az,a11, = r =3 H(3) = AB
K7. | aj as,a6,a7, = r =3 H(3) = AB
K8. |as,as,ao, = 1 =4, H(4) = SVB
K9. |as,az,a0, = 1 =4, H(4) = SVB
K10. | aj,a;3,3a6,a9,a1, = r =35 H(5) = N
K1l | ay,a3,a;,a9, = r =35 H(5) = N
K12. a1122,33587,311, = r =1, H(1) = ME
K13.| aj,a10,a11,312, > r =2, H(2) = MIS
K14. a1,35,36,37,385310, = I = 4, H(4) = SVB
K15. | ag, a0, = 1 = 4, H(4) = SVB

Yukaridaki kurallar ¢ogaltilabilir. Burada aj; gibi ifadelerin anlami; drnegin as,

icin 3. kosul niteligi olan T dalgasiin tanim kiimesi degerinin Pozitif oldugu
anlagilir. Yine aq, igin 1. kosul niteligi Rate olan tanim kiimesi degerinin Normal
oldugu anlasilir.

Daha acik bir ifade ile bu kurallar asagidaki gibi de tanimlanabilir:

K1. = {T-dalgas1 = Pozitif & R-dalga progresyon kaybi1 = Var & T-reciprocity =
Yok — Karar = ME}
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K3. = {ST-segment = Cokme & T- dalgas1 = Negatif & R-dalga progresyon kaybi
= Yok — Karar = MIS }

K8. = {T-dalgas1 = Negatif & R-dalga progresyon kayb1 = Var & QT. = Var —
Karar = SVB}

Uzman hekimlerle yapilan goriismede yukaridaki kurallardan ilk 11’inin %
100’luk, geriye kalan kurallarin da % 80’lik bir dogruluk oraniyla siniflandirildigi
gorilmiistiir. Bunun anlami, olusturulan modelin EKG yorumlamadaki becerisinin
basarili oldugu ve doktorlarin daha hizli ve erken teshisini kolaylastiracak ve

doktorlarin hata yapma oranini diisiirecek bir yardimecinin olmasidir.
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6. YENIi SINIFLANDIRMA YONTEMIi

6.1. Nitelik Agirhkh Kaba Kiime Simiflandirma

Siniflandirma iglemi, bir nesneyi niteliklerini kullanarak daha dnceden belli
olan bir sinifa koyma islemidir. Bagka bir ifade ile bir siniflandirma teknigi, giris
veri kiimesinden siiflandirma modelleri insa eden sistematik bir yaklasimdir. Her
bir teknik, giris verisinin sinif etiketi ve nitelik arasindaki iligkiyi en iyi belirtmeye
calisan bir 6grenme algoritmasina dayanir [38]. Tanimdan da anlasilacag: tlizere
siiflandirma islemi nitelik ile sinif arasindaki iligkiye ve siniflar arasindaki ortak
ve ayr1 niteliklere baglidir. Bu iliski ne kadar basit ve ortak nitelik sayis1 ne kadar
az olursa smif belirleme o kadar kolay olur. Ancak maalesef ger¢ek hayatta,
uygulamalarin ¢ogunda bunun tersi durum s6z konusudur. Dogada karmasik yapili
ve farkli siniflarda ortak nitelik sayisi fazla olan veri kiimeleri ¢ogunluktadir. Ortak
nitelikler siniflandiricilar igin bir problem yaratmaktadir. Bu ve benzeri
problemlere ¢6ziim bulmak, siniflandirma isleminin hem performansini artiracagi
hem de isini basitlestirecegi agiktir. Bu noktada bu ¢alismada egitim kiimesindeki
her nesnenin nitelikleri ile ait oldugu smif arasindaki iliskisi acik¢a ortaya
konularak karmagiklik azaltilmis ve hangi niteliklerin nesnenin sinifin1 belirlemede
daha etkin oldugu bulunarak bahsedilen problemlerin etkisi minimuma
indirgenmistir.

Yukaridaki bilgiler 1s18inda Nitelik Agirlikli Kaba Kiime Simiflandirma
<FWRSC> adinda yeni bir siniflandirma metodu gelistirilmistir. Bu siniflandirma
metodu, puanlama sistemi ile olusturulan bir agirlik matrisi yardimiyla nitelik
degerlerinin etkisinin azaltilmasi ya da artirilmasina dayali olarak benzerlik tabanl
caligmaktadir. Bir nesnenin sinifi belirlemede etkili olan niteliklerinin degerlerinin
etkileri artirilirken etkisiz olan niteliklerin agirliklar ise azaltilmistir. Bu sekilde

daha etkili bir ayristirma, siniflandirma saglanmistir.
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Relevant Value Domain of Attribute

DATA SET —
Discernibility Discernibility
* Matrix : Functions
Pre-processing Phase .

Adttribute Boolean
= Weight <,:I Algebra
Split Data Matrix

3 Processing
_
L T
PR |
TRAIN SET

TEST SET

Split Train Set by Class

Calculation
Score

|

‘ Classification

Sekil 6.1. FWRSC modeli

KKT’nin ilk asamasini olugturan bilgi sistemi; problem ile ilgili en genis ve
kapsamli bilgi igeren sistemdir.

Caligmada KK T nin ayirt edilemez matrisi ve fonksiyonlart yardimu ile her
nesne i¢in ¢ekirdek ve indirgenen nitelikler elde edilmistir.
Bu calismada, klasik kaba kiimeler teorisindeki ayirt edilebilirlik matrisi olusturma
ve ayirt edilebilirlik fonksiyonlarindan faydanilmistir. Amag siniflar arasindaki
farklilig1 ortaya ¢ikarmak oldugunda, ayni siniftaki nesnelerin degil farkli siniftaki
nesnelerin niteliklerine bagli olarak farkliliklar: ortaya ¢ikartilmistir. Ornegin; bir
nesne i¢in, 1. ve 3. nitelikler ayirt edilebilir nitelik olarak elde edilmisse bu o
nesnenin diger siniflardaki nesnelerden farkliligindan ortaya ¢ikmistir. Kendi sinifi

icindeki nesnelerden ayirt edilebilirligine bakilmamuistir.

Cizelge 6.1. Bir nesne i¢in farkli siniftaki nesneler ile ayirt edilebilirligi
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6.2. Agirhk Matrisi Hesaplanmasi

Elde edilen ayirt edilebilirlik fonksiyonlar yardimi ile ¢ekirdek nitelikler elde
edilebiliyordu ve hangi niteliklerin bir nesne i¢in énemli oldugu agike¢a goriilebiliyordu. Bu
bilgiye dayali olarak bir nesne igin her nitelige puanlama sistemi uygulanabilir. Ornegin 5
nitelikli bir bilgi sisteminde bir nesnenin 1. ve 3. niteligi ¢ekirdek nitelikler ise bu iki
niteligin etkisi artirillabilir. Bu sekilde nesneyi siniflandiran niteliklerin etkisi artirtlirken
diger niteliklerin etkisi azaltilmis olur. Buna bagl olarak da daha dogru bir siniflandirma
islemi gergeklestirilebilir. Calismada niteliklere puanlama sistemi igin olusturulan matris,
agirlik matrisi (Wj, ;) olarak isimlendirilmistir. Bu matrisin hesaplanmasinda her nesnenin
ayrt edilebilirlik fonksiyonlar1 kullanilmistir. Her nesne icin her niteligin fonksiyondaki
frekansi, toplam ‘veya (V)’ sayisinin bir fazlasina boliinmiistiir. Eger f;, i. nesne i¢in ayirt
edilebilirlik fonksiyonu ve o; € A ve a; C f; nitelikleri, Count(f;, o; ) f; ayirt edilebilirlik
fonksiyonundaki g;niteliginin frekansini ve ‘V’ boolean cebir deki “VEYA” islemini temsil
etmek tizere ve V € f; iken, Count(f;, V) f; ayirt edilebilirlik fonksiyonundaki ‘V’ islemin

frekansini belirtir:

N = Count(f;,V) +1 (6.1)
Count(f;, a;)
L = % (6.2)

olur.

Agirlik Matrisi (W, j):

drl diz diz ... dij ... dia
dz;  dzz  dzio.. dy - gy,
ds1  di:z diz - ds; d:?.-n
Wij = - .. * |
di1 diz diz ... di . din
| dmi  dm2 dm3 - dy .. dmn ]

Ornegin, 10 nesnesi ve 4 niteligi olan bir bilgi sisteminde, 5. nesne igin,
fs = a;aa, Va, Aaszaa, ayirt edilebilirlik fonksiyonu elde edilsin. Buna gore,

5. nesne i¢in denklem 6.1 ve 6.2den her niteligin agirlig1 asagidaki gibi olur.

Count(fs,a,) = 2 ds, =2/2 dg, = 1/2
Count(fs,a,) =1
Count(fs,a;) =1 ds3 =1/2 ds,=1/2

Count(fs,a,) =1 Ws ;i :{1 0.5 05 05 J
N = Count(f;, V) +1 =2 ‘

[
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Yukarida a,, fs; i¢inde sadece a;a a, icinde gegmekte ve dolayisiyla
Count(fs,a,) = 1 olmaktadir. Ancak a,, hem a;aa, hem de a;araz;aa,
gectiginde Count(fs,a;) = 2 olmaktadir. Ws; vektorii ise 5. nesne igin her
niteligin agirlik degerini gostermektedir. Wy ; vektorii bize 5. nesne i¢in a4 niteligin
diger niteliklerden daha 6nemli oldugunu gostermekte ve aymi zamanda ayirt

ediciligini artirmaktadir.
6.3. Simif Belirleme

Nitelikler ile siniflar arasindaki iliski ortaya c¢ikarildiktan ve 6nem arz eden
niteliklere bir puanlama sistemi ile 6nemi artirildiktan sonra siniflandirma islemine
gecilebilir. Calismada siniflandirma isleminde, ilk 6nce egitim veri kiimesi sinif
bazinda boliiniir. Her siif ait oldugu nesneleri igererek, veri kiimesi sinif sayisi
kadar parcalara ayrilir.

Cy, x. sinifi belirmekte olsun:

C, c D, x,y=12..5(D)
Co = {xx € U| x¢; dy, dy € Dved, = d,} (6.3)

Set%%tr fg[agslﬁslsn

Set for Class,
Set for Classt

Sekil 6.2. Smuiflara gore veri kiimesinin bdliinmesi

Daha sonra test kiimesindeki her veri icin nitelikleri, her bir smif
kiimesindeki verilerin nitelikleri ile kiyaslanarak benzerligine bakilir. Niteliklerinin
degerlerinin ayn1 oldugu yerde benzerlik degeri olarak 1 puan ve agirhik
matrisindeki degeri ile bu puan toplanarak tiim sinif kiimesi i¢in bir deger (skor)
elde edilir. Bu islem tiim smif kiimeleri i¢in yapilir. Son olarak siniflarin skorlarina

bakilir; nesne, skoru en biiyiik olan sinifa dahil edilir.
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FWRSC, kullanici (user) bazli ¢alisan bir siniflandirici olarak tasarlanmustir.
Literatiirde var olan siniflandiricilardan Naive Bayes [39, 40] siniflandirict gibi

bazilar1 kullanici, bazilar1 da parga (item) bazli ¢alisirlar.

Z(fm:imilarity =1+W;))

Herhangi bir sinifin ¢gitim verileri

Test verisi

Sekil 6.3. Sinif hesaplamalari i¢in bir gosterim

Sekil 6.3 test verisinin sinif egitim verisinde sadece bir nesne i¢in yapilan
islemi gostermektedir. Gosterimdeki ““for similarity = 1”’nin anlamu, test veri ile
egitim verisindeki degerler ayn1 oldugunda benzerlikten dolay1 1 puan verilmistir
demektir. Bu benzesen niteligin sinif belirleme etkisini azaltmak veya artirmak i¢in
Agirlik Matrisindeki degeri bu puana eklenir. Son olarak da bir sinif kiimesindeki
nesne sayist tim nesne sayisina orani hesaplanan bu puanla toplanir. Eger nitelik
smif belirlemede etkin ise Agirlik Matrisindeki degeri biiylik olacagindan
simiflandirmaya etkisi daha fazla olur. Tersi durumda ise matristeki degeri kii¢iik
olacagindan siniflandirmaya etkisi azaltilmis olur. Bu sekilde daha saglikli bir
siiflandirma yapilabilir. Bu islem smif egitim verisinin timi i¢in yapilir ve tiim
islemler sonunda bir skor elde edilir. Bu islem tiim siniflar i¢in yapildiktan sonra
elde edilen skorlar kiyaslanir, nesne maksimum skora sahip sinifa eklenir. Buna
gore her sinifin skorunu hesaplama igin:

B = test verisi kiimesi, y = egitim verisi kiimesi olmak {izere

R= S(U)andt=S4) -1

r={dyd, €D|Vd,#Vd,0<x<y<S(D)} (6.4)
R £
> (+wy)
i=1 =1
Classt=1t0 ST _ Vi€l Blaj =vi(a) + S(Cy) (6.5)
aSSscore - S(U)
S(Ce)
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Test nesnesi i¢in tiim siniflarin skoru yukardaki sekilde hesaplanir. Bir sonraki adim
smif belirleme islemidir. Bunun igin (6.6) kullanilir:

Calculated class = max (C lassi -0 S(r)) (6.6)

Ornek 6.1°de FWRSC ile bir nesnenin sinif belirleme islemi yapilmistir.
Ornek 6.1.

IS = (U, A, D) bilgi sistemi Cizelge 6.2°de verilmistir.

Cizelge 6.2. Bilgi sistemi

U
X1
X2
X3
X4
Xs
Xe
X7
Xg
X9
X10
X11
X12
X13
X14

QD
)
QD
i
=

WNRNNPWREPNWOWWWN PP
NEFPFRNNNWRNWWWRN R R R
PNRPNNMNNEPENNNRE R PR
NEFEPNNRPRPRPNNRRERNR
RPNONNNNMNNERENRNNNRE RO

Cizelge 6.3. Ayirt edilmezlik matrisi hesaplanmasi
1 2 3 4 5 6 7 8 9 10 11 12 13 14

1 - - ai ai, ai, - ai, - dz, ai, dz, ai, ai, -
az dz, dz, az dz, as, dy, as
as asz,as as VI Vi
2 - - ai, ai, ai, - ai, - dz, ai, dz, ai, ai, -
aa az, az, az, as, az, a3 a2 as,
as ds,ds as a4 as,asa as
3 ax a, - - - ax, - ai, - - - - - ai,
as az, az dz, a4
az,as
4 a, at, - - - a, - a1 - - - - - as
az dz,a4 az,as
5 ajay andy, - - - VA - andy, - - - - - a3
as dsz,ds4 as a
6 - - a;, ay, ay - a1 - a, a2, &, ai, ai -
az, as, as ds d2 A2, A
ds,ds4 s as a4
7 a, at, - - - a1 - a, - - - - - ai,
az, dz, as az, dz, as
az,as az,as
8 - - ai, ai ai, - ai, - ai, ai, as, ai, ai, -
az dz, az, a as a2 as Ay
as as,d4 as
9 dp, dp, - - - di, - di, - - - - - dj,do,
a3 ds, d4 as dy dz a4

54



Cizelge 6.3. (Devam) Ayirt edilmezlik matrisi hesaplanmast

1 2 3 4 5 6 7 8 9 10 11 12 13 14

10 ai, ai, - - - ay, - di, - - dy,
az, az, aa as as
as as,
s
11 az, az, - - - ai, - as, - - - ai,
as, as az s as
s
12 ai, ai, - - - ai, - di, - - - - a2
az, a2 az, a4
s as
13 ai, ai, - - - ai, - di, - - - - - di,
as as, az, dz, d,
s s as as,
s
14 - - ai, as dz, - ai, - ai, dz, ai, ay ai, -
dz, ds, az, az, as as az,
a a as as, as,
s s

Ayt edilmezlik fonksiyonlari (fi(A)) hesaplamalari;
fi(A) = a1a (@rvaz) A (a1vazvas) a(aivazvasvas) a(aivas)a(azvas)a
(arvasvas)a(azvasvas)a(aivazvas)a(aivas)= aiaavaiaas
f2(A) = (arvas) A (arvazvas) a(aivazvasvas) a(aavazvas)a(aivazvasv
a)A(azvaz)a(aivar)a(aivasvas) =aiaadzvarAasvaiaas
f3(A) = a1a (@rvas) A (arvazvasvas)a(arvaz)a(aivazvas) = a
fa(A) = (mva))a(arvazvas)a(azvazvas)AaiAas= aiaas
fs(A) = (a1vazvaz) A (arvazvasvas) Aadsa(arvazvas)a(avasvas)
= AlA4Va2A 4V asA a4
fo(A) = (a1vazvasvas)a(@2vasvas)aasaaia (@ivas)a(@vas)a(@ivaz)a
(aavarvas)a(aivazvas) = ainas
f7(A) = (a1varvasvas) a(@ivazvas)aaia(@ivazvasvas) a(aavarvas) = a
fs(A) = (aava) aaia (@1vaz vas)a(arvazvazvas) a(arvaz) a(arvaz)a
(a3vag)a(araas) A(arvarvaz)= ataaz vaia s
fo(A) = (a2vas) a (@2vazvas)a(arvas)a(@iaaz) a(aivazvasv as)
= da1AdVazAa4avairaas
fio(A) = (a1vaxvas)a(arvarvasvas) a(a2vas) a(arvas)a(azvag)
= atAd2vaAaadzvasAas
f11(A) = (@2vas vas) A (a2vas) a (a1vaz) A (a3vas) A (a1vasz)

= da1Ad3vazAazvailAdA d4
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fio(A) = (a1vazvas)a(arva)) A (arvazvas)a(aivas) Adx = arAazvazaas
fi3(A) = (a1vas)a(arvasvas) a (arvazvas)a(arvazvas)a(aivazvasvas)
= aitvazAadzvasAas
f14(A) = (a1V av a4) A4A (azv av a4) A (a1V av a3) A (a1V azvasv a4) A
(a2vas)a(aivas) aaxa(arvazvasvas) = atAadzadavaraasaas
Denklem 6.1 ve 6.2’den Agirlik Matrisi hesaplanmasi
d1,1igin,

Count(fy(A), V) ={a1a agx arAazp+l=1+1=2

“v7 karakteri f1(A) 'de sadece 1 defa ge¢gmektedir.
Dolayisiyla Count degeri 1 olmaktadrr.

Count(fi(A), a1) ={aira2vaiaa}=1+1=2

“a1” karakteri fi(A) de 2 defa ge¢mektedir.
Dolayisiyla Count degeri 2 olmaktadir.

Burada, d;,; = Count(fi(4), a;) /N =2/2 =1 olur.
d12i¢in,

Count(fy(A), V) ={a1a agl/ araazp+l =1+1=2

“v” karakteri f1(A) 'de sadece 1 defa ge¢mektedir.
Dolayisiyla Count degeri 1 olmaktadir.

Count(fi(A), a2) ={arr a2vaiaaz}=1

“a1” karakteri fi(A) de 1 defa ge¢mektedir.
Dolayisiyla Count degeri 1 olmaktadir.

Burada, d;> = Count(fi(A), az) / N= 1/2 = 0,5 olur. Bu sekilde tim d;;
degerleri bulunur ve Agirlik Matrisi asagidaki gibi olur.
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Agirlik Matrisi;
1 0,5 0,5 0
3

066 066 033 0,3
1 0 0 0
1 0 0 1
033 033 033 1
1 0 0 1
1 0 0 0
Wij = 1 0 0,5 0,5

0,66 0,66 033 0,33
0,33 0,66 066 0,33
0,66 0,66 0,66 0,33
0,5 1 0 0,5
0,33 033 0,66 033
0,5 1 0,5 1 114x4

Verilen bir B = {a1= 3, a2=1, a3= 1, a4s= 1} nesnesinin simifini belirlemek i¢in
yapilan islemler agagidaki gibi siralanabilir.
e C(Cizelge 6.2°deki bilgi sistemi siniflarina gére boliinmesi (split data):

S(D) = 2 iken ve (6.3) kullanilarak bu 6rnek igin her sinif i¢in nesne kiimesi
saptanabilir.

C1={X1, X2, Xe, X8, X14} Ve Co = {X3, X4, X5, X7, X9, X10, X11, X12, X13} Olur.

e Her sinifin skorunu hesaplamak:

(6.4) kullanilarak ilgili hesaplamalar agagidaki gibi yapilabilir.

R=SU)=14
7 =5-1=4,
r={1,2} = S(r) =2 olur.
(6.5) kullanmak kosuluyla:

t=1 i¢in,

15 | 5
Classk., e = ~ + o =3357
t=2 icin,

20, 9
ClassZ.,re = 5+t 1 =2865

e Simif belirleme (denklem 6.6’dan) :
Smif = max (Classl {3,357}, ClassZ.,,.{2,865}) = Class 1 olur. Yani

smiflandirici bu nesneyi 1 sinifina dahil eder.
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6.4. FWRSC Algoritmasi

Ek-1’de FWRSC smiflandirma yonteminin algoritmasi verilmistir. Burada
A bolimde FWRSC’nin ana programi, B bdliimiinde ana programda cagrilan
Agirlik matrisini hesaplayan metot, C boliimiinde siniflar1 hesaplayan metot ve D
boliimiinde ise ayirt edilebilirlik matris ve fonksiyon hesaplamalarin1 yapan metot
verilmigtir.

6.5. Uygulama

6.5.1. Veri kiimeleri

Uygulamada kullanilan veri kiimeleri UCI Machine Learning Repository
[41] web sitesinde temin edilmistir. 5 farkli veri kiimesi iizerinde WEKA [27-29]
adli programdaki smiflandirma yontemleri ile FWRSC smiflandirma yontemi
karsilastirilmistir. Segilen veri kiimelerinin farkli alanlardan veri kiimeleri olmasina
dikkat edilmistir. Mesela saglik alaninda bir veri kiimesi alinmigsa diger veri
kiimelerinin saglik alan1 disinda olmasina dikkat edilmistir. Secilen veri kiimeleri
Cizelge 6.4’te verilmistir. Bu veri kiimleri ilgili sitenin veri tabanindan bahsedilen

kurala uygun olarak rastgele se¢ilmistir.

Cizelge 6.4. Veri kiimeleri

Veri Kiimesi Nitelik Sayist Swif Sayist Nesne Sayisi
Balloon 4+ Class =5 2 56
Balance Scale 4+ Class =5 3 625
Haberman's Survival 3+ Class=4 2 306
Abalone 8+ Class=9 29 4177
Tic-Tac-Toe 9+ Class =10 2 958

6.5.2. Degerlendirme olgiitleri

Bir siniflandirma metodunu degerlendirmenin gesitli dlgtitleri vardir. Bu

calismada siniflandirma metotlari i¢in Dogruluk (accuracy), f-ol¢iimii (f-score or f-
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measure) ve Ortalama Mutlak Hata (mean absolute error(MAE)) olgiitleri
kullanilmistir. Bu 6l¢iitler siniflandirma modelinin ne kadar dogru siniflandirma
yaptigini Olger.

Karisiklik Matrisi;

Cizelge 6.5. Karisiklik Matrisi

ONGORULEN SINIF a: TP (true positive)
V Smf =1 Smmf = -1 b: FN (false negative)
DOGRU
SINIF Siif=1 a b c: FP (false positive)
Smf=-1 ¢ d d: TN (true negative)

Bilgi ¢ikarimi konusunda, kesinlik (precision) ve duyarlilik (recall) kavramlari

tizerinden hesaplanir.

Dogru Siniflandirilmis Pozitif Ornek Sayist TP
Duyarhilik (recall) = === !  Pozitif Drnek Sayist _ (6.7)
Pozitif Siniflandirilmis Orneklerin Sayist TP+FN
T .. Dogru siniflandirilmis pozitif Ornek sayisi TP
Kesinlik (precision) = 228 stntflandiribmis poziti/ 2L (6.8)
Pozitif Orneklerin sayist TP+FP

F-olgiitii: Kesinlik ve duyarliligin harmonik ortalamasini alir.

w7 w,.. _ 2xDuyarlilik * Kesinlik
F-olciitii = 14 — (6.9)
Duyarlilik + Kesinlik

Dogruluk: Smiflandirma iglemi sonrasinda olusan smiflarin  dogruluklarim

belirlemek amaci ile yapilan iglemdir.

a+d TP+TN
= (6.10)
a+b+c+d TP+FN+FP+TN

Dogruluk =
Ortalama Mutlak Hata (MAE): Tiim test durumlari i¢in hesaplanan deger ile ger¢ek
degerin arasindaki farkin ortalamasidir.
Xi: gercek sinif serisi.
X;: hesaplanan smif serisi.

N: nesne sayisi.

N S
MAE = 2= (6.11)

59



6.5.3. Uygulama sonugclari

WEKA programindaki siniflandirma metotlarinin ve FWRSC’nin 5 veri
kiimesi tizerindeki dogruluk, MAE ve f-6l¢cimii yoniinden performanslari tablolar
tizerinde gosterilmistir. Cizelge 6.6’da siniflarin dogruluk, Cizelge 6.7°de MAE ve
Cizelge 6.8°de ise f-dl¢iimii 6lgiitleri verilmistir. Cizelge 6.6’te dogruluk yiizdesi en
yiiksek ve en diisiik siniflandirma metodunun orani koyu renk ile belirtilmistir.
Ayrica en yiiksek dogruluk yilizdelerin yanina “#“ isareti, en diisiik degerlerin yanina
“3¢ igareti konulmustur. Bdylece veri kiimeleri i¢in en yiliksek ve en diisiik
simiflandirma yapan metotlar agik¢a gosterilmesi saglanmistir. Cizelge 6.7 ve
Cizelge 6.8°de veri kiimeleri i¢in en iyi sonucu veren siniflandirma deger oranlari
ise koyu renkte yazilmistir. Bu gosterimler ile hangi siniflandirmanin hangi veri
kiimeleri i¢in en iyi dogruluk, f-6l¢ciimii ve MAE degerlerini {irettigini gosterilmesi

acisindan faydali olmustur.
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Cizelge 6.6. Siniflandirma metotlari i¢in dogruluk degerleri

Swmiflandiric Swmiflandirict Metotlari  Balloon  Balance Haberman's Abalone Tic-
(%) Scale Survival (%) Tac-Toe
(%) ) (%)
Bayes BayesNET 4039 65.71 66.27 53.36 25.86
NaiveBayes 70 87.61 7229 * 53.36 16.20
NaiveBayesMultinomial 45 89.52 68.67 43.01 49.22
NaiveBayesSimple 60 88.09 71.08 53.22 16.20
ComplementNaiveBayes 65 90.95 71.08 50.53 14.33
Functions Logistic 70 89.05 69.88 5846+ 07.16 %
MultilayerPerceptron 70 93.33% 71.08 58.40 30.53
SMO 70 89.52 66.27 56.38 13.39
Lazy IB1 60 81.42 66.27 49.19 50.15
IBK 60 80.47 65.06 49.19 47.97
KStar 70 82.38 66.27 55.24 37.38
LWL 60 68.57 66.27 55.91 51.71
Meta AdaBoostM1 70 61.90 66.27 55.91 19.93
Bagging 60 80.47 67.45 57.86 23.68
Decorate 60 73.81 63.85 55.37 23.68
LogitBoost 70 82.86 65.06 56.85 15.89
Vote 409 3285% 66.27 36.02 62.30
Misc HyperPipes 40 ¥ 33.33 66.27 36.29 62.30
VFI 70 51.90 59.04 & 33408 17.44
Rules JRip 60 76.66 69.88 55.51 26.48
OneR 80 58.09 68.88 50.73 63.55 *
PART 60 78.57 69.88 53.02 21.18
Ridor 60 81.42 66.26 55.10 42.36
ZeroR 409 32.85% 66.27 36.02 62.30
Trees J48 60 69.04 65.06 52.88 23.36
CimpleCart 60 66.66 68.67 57.39 26.16
FT 70 87.62 66.27 56.38 14.01
NBTree 80 71.42 66.27 53.36 42.05
Onerilen FWRSC 0% 6524 66.27 54.91 62.30
Yontem
Genel Ortalama % 62.41 72.80 67.18 51.49 33.41
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Cizelge 6.7. Smiflandirma metotlar: icin MAE degerleri

Swmiflandiric Smiflandirma Metotlar:  Balloon Balance Haberman's  Abalone  Tic-Tac-
Scale Survival Toe
Bayes BayesNET 0.5054 0.2716 0.3797 0.3141 0.6618
NaiveBayes 0.3146  0.1866 0.3480 0.3109 0.7185
NaiveBayesMultinomial ~ 0.4905  0.2649 0.2990 0.4273 0.5393
NaiveBayesSimple 0.3042 0.1818 0.3490 0.3114 0.7381
ComplementNaiveBayes 0.3500  0.0603 0.2892 0.3297 0.8567
Functions Logistic 0.2787  0.0816 0.3727 0.3463 0.8401
MultilayerPerceptron 0.2810  0.0719 0.3316 0.3316 0.6974
SMO 0.3000 0.2614 0.3373 0.3435 0.8660
Lazy IB1 0.4000 0.1238 0.3373 0.3387 0.4984
IBK 0.2722  0.1314 0.3406 0.3388 0.5811
KStar 0.2962  0.1865 0.3567 0.3388 0.5976
LWL 0.3992 0.2940 0.3701 0.3721 0.5574
Meta AdaBoostM1 0.2692  0.3488 0.3693 0.4370 0.7270
Bagging 0.3492  0.2082 0.3693 0.3355 0.7399
Decorate 0.3885  0.2778 0.3887 0.3493 0.7468
LogitBoost 0.2823  0.1572 0.3782 0.3493 0.7604
Vote 0.5053  0.3914 0.4158 0.4436 0.4586
Misc HyperPipes 0.5000 0.4348 0.5000 0.4388 0.5059
VFI 0.4748 0.4326 0.4998 0.4335 0.5171
Rules JRip 0.4167  0.1974 0.3802 0.3519 0.7295
OneR 0.2000 0.2794 0.3133 0.3284 0.3645
PART 0.3792 0.1504 0.3525 0.3464 0.7829
Ridor 0.4000  0.1238 0.3373 0.3189 0.5763
ZeroR 0.5053 0.3914 0.4158 0.4436 0.4586
Trees J48 0.3792 0.2512 0.3629 0.3375 0.7598
CimpleCart 0.3792  0.2571 0.3547 0.3402 0.7343
FT 0.2801 0.0827 0.3291 0.3081 0.8676
NBTree 0.3717 0.2433 0.3804 0.3141 0.5905
Onerilen FWRSC 0.4000  0.5381 0.2289 0.3010 0.4587
Yontem
Genel Ortalama 0.3680 0.2373 0.3616 0.3745 0.6528
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Cizelge 6.8. Smiflandirma metotlari i¢in f-6lgiimii degerleri

Swmiflandiric Smiflandirma Metotlar:  Balloon  Balance Haberman's Abalone  Tic-Tac-
Scale Survival Toe
Bayes BayesNET 0.229 0.631 0.528 0.498 0.268
NaiveBayes 0.691 0.843 0.650 0.498 0.175
NaiveBayesMultinomial ~ 0.771 0.865 0.644 0.343 0.411
NaiveBayesSimple 0.567 0.848 0.641 0.498 0.175
ComplementNaiveBayes  0.631 0.876 0.679 0.411 0.143
Functions Logistic 0.691 0.858 0.605 0.578 0.069
MultilayerPerceptron 0.691 0.931 0.641 0.539 0.315
SMO 0.691 0.865 0.528 0.471 0.144
Lazy IB1 0.567 0.807 0.646 0.498 0.469
IBK 0.567 0.804 0.624 0.498 0.482
KStar 0.691 0.805 0.566 0.551 0.380
LwL 0.567 0.661 0.566 0.465 0.425
Meta AdaBoostM1 0.691 0.603 0.528 0.465 0.211
Bagging 0.567 0.781 0.574 0.581 0.247
Decorate 0.567 0.708 0.535 0.553 0.248
LogitBoost 0.691 0.806 0.542 0.569 0.170
Vote 0.229 0.163 0.528 0.191 0.478
Misc HyperPipes 0.229 0.345 0.528 0.198 0.478
VFI 0.691 0.565 0.601 0.205 0.112
Rules JRip 0.567 0.784 0.653 0.546 0.205
OneR 0.800 0.568 0.635 0.511 0.338
PART 0.567 0.773 0.620 0.514 0.216
Ridor 0.567 0.787 0.566 0.548 0.428
ZeroR 0.229 0.163 0.528 0.191 0.478
Trees J48 0.567 0.663 0.542 0.524 0.243
CimpleCart 0.567 0.645 0.624 0.576 0.273
FT 0.691 0.850 0.549 0.565 0.145
NBTree 0.800 0.680 0.528 0.498 0.427
Onerilen FWRSC 0,899 0.331 0.435 0.338 0.500
Yontem
Ortalama 0.564 0.690 0.580 0.462 0.308

63



Cizelge 6.6 incelendiginde FWRSC nin bir veri kiimesi i¢in en yiiksek
dogruluk degerine sahip iken diger veri kiimelerinde de en yliksek degere yakin bir
siniflandirma islemini gergeklestirmistir. Ornegin, Tic-Tac-Toe veri kiimesi igin en
yiiksek smiflandirmay1 % 63.55 oranla OneR metodu yaparken, % 62.30 oranla
FWRSC metodu ikinci en yiliksek siniflandirma metotlarindan biridir. Tiim veri
kiimelerine bakildiginda FWRSC metodunun basar1 sagladigi soylenebilir.

Cizelge 6.6 iizerinde baz1 analizler yapilarak siiflandirma metotlarinin
dogruluk olgiitii daha net ifade edilebilir. Bunun igin ilk 6nce her smiflandiricinin
tim veri kiimeleri i¢in dogruluk oranin ortalamasi hesaplanabilir. Daha sonra bu
ortalamalara bir esik degeri belirlenerek esik degeri gecen siniflandiricilar farkli bir
tablo iizerinde gosterilebilir. Boylece bir filtreleme islemi ile ¢izelge daha sade ve
kiigiiltilebilir. Calismada esik degeri olarak % 60 alinmistir. Ciinkii % 60’1n
asasinda bir degerin alindiginda siniflandirici sayisi fazla olurdu ve bu da istenilene
uygun olmazdi. Yukaris1 bir degerde ise ¢cok az smiflandirici kalirdi. Bunun i¢in %
60 esik degeri olarak secilmistir.

5 veri kiimesi i¢in ortalama siniflandirma dogruluk yiizdesi % 60 iizerinde olan

siniflandirma yontemleri asagida verilmistir.

Cizelge 6.9. Ortalama dogruluk yiizdesi % 60 iizerinde olan siniflandirma metotlar1

Veri Kiimeleri  Multi IB1 IBK KStar LWL OneR Ridor NBTree FWRSC

Balloon 70.00 60.00 60.00 70.00 60.00 80.00 60.00 80.00 90.00
Balance Scale 93.33 81.42 80.47 82.38 6857 58.09 8142 71.42 65.24
Haberman's 71.08 66.27 65.06 66.27 66.27 68.88 66.26 66.27 66.27

Abalone 58.40 49.19 49.19 5524 5591 50.73 5510 53.36 54.91
Tic-Tac-Toe 30.53 50.15 4797 3738 51.71 6355 4236 42.05 62.30
Ortalama 64.67 6141 6054 6225 6049 64.25 6103 62.62 67.74

FWRSC metodunun basarisin1 Cizelge 6.9 lizerinde daha net gormek miimkiindiir.
Bu ¢izelgede tiim veri kiimeleri i¢in siniflandirma dogruluk basar1 ortalamasi1 % 60
tizerinde olan metotlar alinmigtir. Diger metotlar ise elenmistir. Bu ¢izelgede
goriildiigii gibi genel ortalamasi en yiiksek metot % 67.74 oranla FWRSC
metodudur. Bu durum, FWRSC metodunun WEKA’da var olan smiflandirma
metotlarindan birgogundan daha iyi ve gii¢lii oldugunu gosterir. Bagka bir degisle,

FWRSC algoritmas1t WEKA’daki metotlarin performans agisindan en iyileri, en
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giicliileri arasinda kendisine yer buldugu sdylenilebilir. Ayrica Cizelge 6.7 ve
Cizelge 6.8 bakildiginda MAE tablosunda, Haberman's Survival ve Abalone veri
kiimeleri i¢in en iyi sonucu FWRSC elde ederken, diger veri kiimelerinde Balance
Scale veri kiimesi disinda kotii sonug lretmedigi agiktir. f-6l¢iimii tablosunda,
Balloon ve Tic-Tac-Toe veri kiimelerinde en iyi sonucu FWRSC {iretmisken, diger
veri kiimelerinde Balance Scale ve Abalone kiimelerinde istenilen basariya
ulasilamamistir. Bu noktada FWRSC f-6l¢iimii 6lgiitii yoniinde istenilen basariyi

verememistir denilebilir.

7. TARTISMA, SONUC VE ONERILER

Bu ¢alismada iki 6nemli konu iglenmistir. Bunlardan birincisi hayati 6nem
tagtyan kalp sagligi ile ilgili 4 hastaligin erken tanisina yardimci olacak bir model
sunulmasidir. Bu modele gore 689 hastanin gergek EKG sinyalleri
smiflandirilmigtir.  Modelin = catistm = KKT  ve smiflandirma  ydntemleri
olusturmaktadir. KKT’nin bu modele en o6nemli katkist gereksiz nitelikler
elenmesini saglayarak yiiriitme zamaninda iyilestirmeler getirmesidir. Bu durum
tablolar ilizerinde kullanilan her bir siiflandirma metottu i¢in agik bir sekilde
gosterilmistir. Yapilan siniflandirilmada % 85°e yakin bir basar1 elde edilmistir.
Buna ek olarak deney sonuglari, ilgili alanda uzmanlarin kontroliine sunulmus ve
bilgisine basvurulmustur. Uzmanlardan alinan geri bildirimlerle sonuglarin yiiksek
oranda uyustugu goriilmiistiir. Uyusmazliklarin daha ¢ok ayni ana baglik altindaki
hastaliklarin siniflandirilmasindan kaynaklandigi anlagilmistir. Bunun nedeni ayni
ana baslik altindaki hastaliklarin teshisinde benzer nitelik sayisinin fazla olmasidir.
Buna ¢6ziim olarak, her niteligin siif lizerindeki agirliginin hesaplanmasiyla
niteligin sinif belirlemedeki degeri azaltilarak veya artirilarak yeni bir siniflandirma
metottu ongoriilebilir. Ayrica KKT nin eksik veriden ¢ikarim yapma yeteneginden
faydalanarak smiflandirma yontemleri ile KKT’nin hibrid algoritmalar
gelistirilebilir. Ozellikle kural tabanli siiflandirma yéntemleri ve KKT karisimi
algoritmalar gelistirilebilir. Bu ¢alismalarin gelisimine paralel olarak, EKG

sinyallerinin bilgisayar yazilimlar1 yardimiyla yorumlamasi, ileride “Kalp Krizini”
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onceden haber veren sistemlerin gelistirilmesinde temel unsur olacagi sdylenebilir.
Glinlimiizde hizla gelismekte olan mobil teknolojisine bagli olarak, mobil
cihazlarda EKG yorumu yapan bir sistem olarak gelistirilebilir.

Ikinci olarak FWRSC adinda yeni bir siiflandirma metodu gelistirilmistir.
Bu metot sayesinde gizli smiflandirmalarin Oniline gecilmis, karmasiklik
(komplekslik) ve tutarsizlik azaltilmistir. Ayrica bir nesne igin nitelik ve simnif
arasindaki iliskisi agik, anlasilir bir sekilde ortaya ¢ikartilmistir. Buna bagli olarak,
bir nesnenin smifin1 belirmede etkisi fazla olan c¢ekirdek ve etkisi daha az olan
indirgenen nitelikler belirlenmistir. Simiflandirma isleminin bagli oldugu nesne,
nitelik ve sinif {glemesinin c¢ekirdek ve indirgenen nitelikler yardimi ile
basitlestirilmesi, siiflandirma isleminde bir nitelik degerinin birden fazla nesne
i¢in ortak olma probleminin etkisinin azalmasina neden olmustur. Buna bagli olarak
da daha hassas ve dogru bir siniflandirma islemi yapilmistir. Calismada 5 farkli
alandaki veri kiimeleri kullanilmistir. Gelistirilmis olan smiflandirma yontemi,
WEKA’daki smiflandirma ydntemleriyle karsilastirilmistir. Sonuglar ¢izelgeler
izerinde acik bir sekilde gdsterilmistir. Tiim veri kiimeleri i¢in dogruluk agisindan,
% 67,74 ortalama ile en yiliksek dogruluk oranini FWRSC gostermistir. MAE
acisindan, iki veri kiimesi igin en iyi sonucu vermesinin yaninda 0,385 oranla da
genel ortalamanin altinda performans gostererek 1y1 bir hata oranina sahip oldugunu
ispatlamigtir. Ancak f-6l¢iimii agisindan, iki veri kiimesi i¢in en iyi sonucu
vermesine ragmen 0,5006’lik bir oranla genel ortalamanin altinda bir performans
gostermesi, dengeli bir siniflandirma yapmada biraz zayif kaldigi sdylenebilir. Bir
sonraki arastirma ve g¢alismalarda bu durumun iyilestirmesi i¢in gerekli calismalar
yiriitiilecektir. Ayrica FWRSC’nin sadece f-6l¢iimii kriteri bazinda degil diger
kriterler yoniinden de performansi iyilestirici ¢aligmalar yapilabilir. Ornegin,
cekirdek niteliklere indirgenme safhasindaki ayirt edilebilir fonksiyonlarin
hesaplanmasi gibi islemler daha hassas ve detayli yapilarak FWRSC’nin
performansi1 daha da artirilabilir. Bu islemler tipki kesisen iki kiimenin kesisen
bolgedeki elemanlarini birbirinden ayirmak igin ¢ekilen ince ve hassas bir ¢izgi
gibidir. Bu ¢izgi ne kadar ince ve hassas olursa iki kiimenin ayirt ediciligi o kadar

fazla olur.

66



Kisacasi, deney sonuglarindaki tiim ¢izelgeler degerlendirildiginde FWRSC
metodu, WEKA programindaki siniflandirma metotlarinin bir¢ogundan daha etkili
ve vyiksek performans gosterdigi agiktir.  FWRSC metodunun WEKA
programindaki siniflandirma metotlari ile yarisabilecegi ve miicadele edebilecegini
demek miimkiindiir. Yani FWRSC’nin bu siniflandirma metotlar1 arasinda kendine
yer buldugunu ve hatta listenin iist siralarinda oldugunu demek yanlis olmaz.
FWRSC’nin bu basarisinin arkasinda kaba kiimelerin ayirt edilebilirlik matrisi ve
fonksiyonlardaki basarisi oldugunu tekrar soylemekte ve altin1 ¢izmekte fayda
vardir. Son olarak FWRSC’nin hangi tip veri iizerinde daha etkili ve verimli
calistigini belirleme islemleri sonraki ¢aligmalarda yapilacagini belirlemede yarar

vardir.
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EK-1 FWRSC Algoritmasi
A. FWRSC Algoritmasi (Ana program)

% Algoritma prosediirii
% Giris verisi: Egitim kiimesi (T = (U, A, D) bir karar tablosu)
begin
fori=1 to ClassNumber

for j=1to size(T(;, 1))

if (Classes(j) = = ClassVektor)

SeparateClassIndex();

end {if}

end{for j}
end{for i}
[ DiscernibilityFunctions ] = CalculateDiscernibilityFunctions(T)
for i =1 to length(TestData)

for j = 1 to ClassNumber

WhichClass = SeparateClassIndex(:, j);
[WeightMatrix] = CalculateWeightMatrix(Discernibility, WhichClass)

TestVector = TestData(i, :);
CalculateClass(T, TestVector, WhichClass, WeightMatrix)
end {for j}

end {for i}

end {for begin}
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B. CalculateClass Metodu

% Giris verisi:{T, TestVector, WhichClass, WeightMatrix}
begin
for i =1 to length(WhichClass)
for j =1tosize( T(:,1))
if (T(WhichClass(i), j) = = TestVector(j))
Similarity++;
Weight = WeightMatrix(i, j) + Weight;
end{for if}
end {for j}
end {for i}
ClassWeight = (Similarity + Weight) /size(WhichClass);
end {for begin}

C. CalculateWeightMatrix Metodu

% Girig Verisi: {Discernibility, WhichClass}
begin
for i = 1 to length(WhichClass)
vector = WhichClass(i);
for j =1 to size(T(:,2))
for k = 1 to lenght(vector)
if (T(:,2).() = = vector(j))
Senbol_j++;
end{for if}
if (vector(j) =="V’)
Senbol V++;
end{for if} end {for k}
Weight = Senbol_j / ( Senbol_V +1);
WeightMatrisTotal(i,j) = Weight;
end {for j}
end {for i}
end {for begin}
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D. CalculateDiscernibilityFunctions

% Giris Verisi: {T: Bilgi sistemi}
Begin
while denge < size(T,1)
for i = denge to size(T,1)
if (T(1, size(T, 2)) ~= T(denge, size(T, 2)))
for j =1 to size(T, size(T, 2))
if (T(i, j) ~= T(denge, j))
Nit(j) = J, durum=1;
else
Nit(j) =0, durum =1,
end {if-else}
end {for j}
else
DisMatrix{k} = 0;
end {if else}
if (durum ==1)
DisMatrix{k} = Nit;
end {for if}
durum = 0;
k++;
end {for i}
for h =1 to denge
DisMatris{k}=0;
k=k+1;
end {for h}
denge ++;
end {while denge}
fori =1tosize(T, 1)
for j = 1tosize(T, 1)
if (i==])
DisMatris{i,j}= 0;
else
DisMatris{i,j} = DisMatris{j,i};
end {if-else}
end {for j}
end {fori}
while r <size (T, 2)
A =simplify( A | Nitelik)
C=simplify( A & C)
r++;
end {while r}
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Ek-2 ROSE programinda iiretilen tiim kurallar

ROSE Programinda Uretilen Kurallar...

LEM2

C:\Users\Rasim\Desktop\Uygulama\Rose2\Uygulamal\DataEKG -12.isf
objects = 689

attributes = 12

decision = Dec

classes ={1, 2, 3, 4, 5}

Mon Mar 23 14:25:08 2015

Os

HHBEHHHHD

rule 1. (Ad = 2) => (Dec = 1); [82, 82, 69.49%, 100.00%][82, 0, 0, 0, 0]

[{5, 9, 10, 19, 22, 29, 32, 46, 47, 65, 75, 80, 105, 120, 130, 144, 156, 169, 174, 188, 204, 208, 218, 225, 247,
254, 264, 271, 292, 297, 300, 303, 307, 325, 335, 349, 364, 367, 374, 377, 413, 419, 427, 431, 441, 445,
447, 452, 463, 469, 476, 481, 483, 486, 492, 495, 514, 521, 530, 537, 545, 546, 547, 549, 552, 554, 556,
561, 567, 568, 592, 597, 605, 620, 650, 651, 656, 661, 668, 672, 681, 684}, {}, {1, {1, {]

rule 2. (A3 = 3) & (A5 = 2) & (A1l = 1) => (Dec = 1); [41, 41, 34.75%, 100.00%][41, 0, 0, 0, O]

[{10, 22, 46, 65, 87, 130, 144, 202, 204, 218, 225, 233, 247, 254, 264, 266, 279, 297, 300, 303, 307, 320,
333, 349, 364, 367, 427, 447, 481, 495, 507, 514, 521, 546, 568, 605, 620, 651, 656, 681, 684}, {}, {1, I {]
rule 3. (A2 = 1) & (A3 = 2) & (A5 = 2) => (Dec = 1); [12, 12, 10.17%, 100.00%][12, 0, 0, 0, O]

[{174, 261, 271, 343, 377, 452, 545, 553, 586, 592, 599, 668}, {}, {}, {, {]

rule 4. (Al = 1) & (A3 = 3) & (A5 = 2) => (Dec = 1); [17, 17, 14.41%, 100.00%][17, 0, 0, 0, O]

[{22, 65, 130, 228, 264, 266, 297, 300, 307, 320, 364, 546, 568, 651, 656, 672, 684}, {}, {1, {1, {}]

rule 5. (Al = 3) & (A2 = 2) & (A3 = 3) & (A0 = 2) => (Dec = 1); [2, 2, 1.69%, 100.00%][2, 0, 0, 0, O]

[{575, 630}, {1, . {4, {11

rule 6. (A3 = 2) & (A5 = 2) & (A6 = 2) & (A8 = 2) & (A10 = 2) & (A1l = 2) => (Dec = 1); [7, 7, 5.93%,
100.00%][7, 0, 0, 0, 0]

[{43, 67, 169, 452, 549, 592, 599}, {}, &, {1 {1

rule 7. (A2 = 1) & (A9 = 1) & (A10 = 2) => (Dec = 1); [2, 2, 1.69%, 100.00%][2, 0, 0, 0, O]

[{614, 628}, {1, {1, {3, {}I

rule 8. (AL = 1) & (A3 = 3) & (A7 = 1) => (Dec = 1); [1, 1, 0.85%, 100.00%][1, 0, 0, 0, O]

[{394}, &, & &

rule 9. (AL = 1) & (A6 = 2) & (A8 = 1) => (Dec = 1); [2, 2, 1.69%, 100.00%][2, 0, 0, O, 0]

[{638, 651}, {}, . {1, {11

rule 10. (A1 = 1) & (A2 = 2) & (A3 = 3) & (A7 = 2) & (A1l = 1) => (Dec = 1); [5, 5, 4.24%, 100.00%][5, 0, 0, 0,
0]

[{214, 266, 546, 568, 684}, {}, {, {1, {}]

rule 11. (A2 = 1) & (A6 = 1) & (A8 = 2) & (A10 = 2) => (Dec = 1); [4, 4, 3.39%, 100.00%][4, O, 0, 0, 0]

[{2, 349, 553, 614}, {}, {1, {}, {}]

rule 12. (A2 = 2) & (A3 = 2) & (A5 = 2) & (A8 = 2) & (A10 = 2) => (Dec = 1); [4, 4, 3.39%, 100.00%][4, 0, 0, O,

0]

[{67, 80, 287, 325}, {}, {}, {}, {}]

rule 13. (A2 = 1) & (A9 = 2) & (A10 = 1) & (A1l = 1) => (Dec = 2); [42, 42, 19.91%, 100.00%][0, 42, 0, 0, 0]
[0, {41, 58, 68, 91, 159, 162, 167, 237, 238, 243, 248, 253, 260, 267, 283, 285, 332, 336, 372, 392, 402,
420, 425, 426, 430, 491, 500, 532, 544, 550, 574, 591, 593, 600, 607, 625, 627, 631, 639, 653, 662, 680}, {},
R

rule 14. (A2 = 1) & (A3 = 1) & (A11 = 1) => (Dec = 2); [15, 15, 7.11%, 100.00%][0, 15, 0, 0, 0]

[, {68, 81, 94, 98, 114, 119, 137, 170, 242, 243, 260, 420, 518, 570, 608}, {}, {}, {}]

rule 15. (A2 = 3) & (A3 = 3) & (A4 = 1) & (A5 = 1) => (Dec = 2); [26, 26, 12.32%, 100.00%][0, 26, 0, 0, 0]

[0, {25, 64, 82, 177, 203, 215, 235, 251, 263, 268, 317, 321, 355, 378, 412, 418, 432, 438, 454, 468, 519,
526, 560, 616, 646, 655}, {}, {}, {}]

rule 16. (A1 = 3) & (A2 = 1) & (A5 = 1) & (A9 = 2) => (Dec = 2); [25, 25, 11.85%, 100.00%][0, 25, 0, 0, 0]

[0, {76, 129, 159, 171, 213, 243, 252, 260, 283, 315, 332, 357, 365, 380, 392, 425, 440, 482, 511, 527, 544,
563, 593, 631, 639}, {J, I, {}]

rule 17. (A2 = 2) & (A5 = 1) & (A9 = 2) & (A10 = 1) & (A1l = 1) => (Dec = 2); [26, 26, 12.32%, 100.00%][0,
26,0, 0, 0]

[0, {61, 123, 125, 133, 164, 181, 187, 189, 198, 199, 211, 276, 277, 281, 286, 334, 351, 370, 401, 409, 428,
450, 475, 484, 540, 583}, {}, {1, {}]

rule 18. (A1 = 1) & (A5 = 1) & (A10 = 1) => (Dec = 2); [30, 30, 14.22%, 100.00%][0, 30, 0, 0, 0]

[0, {58, 68, 91, 167, 185, 199, 237, 238, 248, 277, 336, 351, 372, 402, 491, 500, 506, 532, 535, 550, 560,
581, 591, 600, 607, 616, 625, 627, 674, 680}, {1, {1, {}]

rule 19. (A2 = 1) & (A7 = 1) & (A1l = 1) => (Dec = 2); [2, 2, 0.95%, 100.00%][0, 2, 0, 0, 0]

[{}, {319, 501}, {1, {3, {}]

rule 20. (A9 = 1) & (A10 = 1) => (Dec = 2); [4, 4, 1.90%, 100.00%][0, 4, 0, 0, 0]

[{}, {535, 624, 632, 689}, {}, {}, {}]

rule 21. (Al =2) & (A2 = 2) & (A3 = 3) & (A4 = 1) & (A5 = 1) => (Dec = 2); [28, 28, 13.27%, 100.00%][0, 28,
0,0, 0]

[0, {61, 116, 123, 125, 133, 153, 164, 184, 189, 195, 198, 211, 246, 276, 281, 286, 334, 370, 393, 401, 415,
423, 428, 450, 475, 484, 531, 583}, {J, {3, {1

rule 22. (A1=2) & (A3 =2) & (A5 = 1) & (A9 = 3) & (A10 = 1) & (A1l = 2) => (Dec = 2); [2, 2, 0.95%,
100.00%][0, 2, 0, 0, 0]
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[{}, {529, 685}, {1, {3, {}I

rule 23. (A6 = 2) & (A7 = 3) & (A8 = 2) & (A1l = 1) => (Dec = 2); [5, 5, 2.37%, 100.00%][0, 5, 0, 0, 0]

[, {286, 329, 455, 548, 591}, {}, {1, {}]

rule 24. (A4 = 1) & (A5 = 1) & (A6 = 3) & (A8 = 2) => (Dec = 2); [3, 3, 1.42%, 100.00%][0, 3, 0, 0, 0]

[{}, {542, 576, 637}, {}, {1, {}]

rule 25. (A2 = 3) & (A3 = 2) & (A9 = 1) => (Dec = 2); [1, 1, 0.47%, 100.00%][0, 1, 0, 0, O]

[} {453} &, & {1

rule 26. (A1 = 1) & (A2 = 1) & (A5 = 1) => (Dec = 2); [24, 24, 11.37%, 100.00%][0, 24, 0, 0, 0]

[, {7, 58, 68, 91, 136, 167, 185, 237, 238, 248, 336, 372, 402, 491, 500, 506, 532, 550, 591, 600, 607, 625,
627, 680}, {1, {}, {}]

rule 27. (A1 =3) & (A2 =3) & (Ad = 1) & (A9 = 2) & (A1l = 1) => (Dec = 2); [9, 9, 4.27%, 100.00%][0, 9, O, 0,
0]

[0, {15, 23, 251, 268, 432, 579, 637, 655, 660}, {}, {}, {}]

rule 28. (A2 = 3) & (A7 = 1) & (A1l = 2) => (Dec = 2); [1, 1, 0.47%, 100.00%][0, 1, 0, 0, 0]

[{} {407}, {3, {3 {1

rule 29. (A1 = 2) & (A2 = 3) & (A4 = 1) & (A8 = 1) => (Dec = 2); [1, 1, 0.47%, 100.00%][0, 1, 0, 0, O]

[} {299, &, & {1

rule 30. (A2 = 2) & (A3 = 2) & (A5 = 1) & (A9 = 2) & (A10 = 1) => (Dec = 2); [2, 2, 0.95%, 100.00%][0, 2, 0, 0,

0]

[}, {95, 351}, {3, {3, {}]

rule 31. (A1 = 2) & (A2 = 1) & (A5 = 1) & (A8 = 3) => (Dec = 2); [2, 2, 0.95%, 100.00%][0, 2, 0, 0, 0]

[}, {165, 311}, {3, {3, {1

rule 32. (A3 = 3) & (Ad = 1) & (A5 = 1) & (A1l = 2) => (Dec = 2); [29, 29, 13.74%, 100.00%][0, 29, 0, 0, 0]
[, {25, 64, 76, 82, 116, 165, 177, 184, 193, 195, 203, 215, 231, 235, 246, 317, 355, 378, 393, 412, 423,
440, 454, 468, 519, 525, 531, 560, 646}, {1, {1, {11

rule 33. (Al = 2) & (A3 = 3) & (A4 = 1) & (A1l = 2) => (Dec = 2); [25, 25, 11.85%, 100.00%][0, 25, 0, 0, 0]
[, {25, 64, 82, 116, 165, 177, 184, 195, 203, 215, 231, 235, 246, 298, 317, 355, 378, 393, 412, 423, 454,
468, 519, 531, 646}, {, {1, {11

rule 34. (Al = 2) & (A2 = 1) & (A9 = 3) & (A10 = 2) => (Dec = 2); [1, 1, 0.47%, 100.00%][0, 1, 0, 0, 0]

[{} {470} &, 3 {1

rule 35. (A2 = 3) & (A3 =2) & (A4 = 1) & (A5 = 1) & (A8 = 2) & (A1l = 2) => (Dec = 2); [1, 1, 0.47%,
100.00%][0, 1, 0, 0, 0]

[{} {391}, {4, . {1

rule 36. (Al = 3) & (A6 = 1) & (A7 = 1) & (A1l = 2) => (Dec = 3); [4, 4, 4.21%, 100.00%][0, O, 4, 0, 0]

[0, 0. {326, 421, 621, 683}, {1, {}]

rule 37. (A1 = 1) & (A3 = 2) & (A6 = 2) & (A7 = 1) => (Dec = 3); [6, 6, 6.32%, 100.00%][0, 0, 6, 0, 0]

[0, 0, {173, 186, 389, 434, 502, 601}, {1, {}]

rule 38. (A1 =2) & (A3 =2) & (A4 = 1) & (A6 = 2) & (A7 = 1) & (A1l = 2) => (Dec = 3); [3, 3, 3.16%,
100.00%][0, 0, 3, 0, 0]

[} {1 {44, 59, 273}, {3, {}]

rule 39. (A6 = 1) & (A8 = 1) => (Dec = 3); [2, 2, 2.11%, 100.00%][0, 0, 2, 0, 0]

[{} . {294, 676}, {3, {}]

rule 40. (Al = 3) & (A6 = 1) & (A9 = 1) => (Dec = 3); [1, 1, 1.05%, 100.00%][0, 0, 1, 0, O]

[ ¢, {633} {1 {11

rule 41. (A1 =3) & (A4 =1) & (A6 = 1) & (A7 = 2) & (A8 = 2) & (A10 = 2) => (Dec = 3); [1, 1, 1.05%,
100.00%][0, 0, 1, 0, 0]

[ . {598}, {3, {}

rule 42. (A6 = 2) & (A7 = 1) & (A8 = 3) & (A1l = 1) => (Dec = 3); [1, 1, 1.05%, 100.00%][0, O, 1, 0, 0]
4 a4 8

rule 43. (A1 = 2) & (A2 = 2) & (A6 = 1) & (A7 = 2) & (A1l = 2) => (Dec = 3); [1, 1, 1.05%, 100.00%][0, 0, 1, O,

0]

[ {3, {667}, {1, {11

rule 44. (A3 = 1) & (A7 = 2) & (A10 = 2) & (A1l = 2) => (Dec = 4); [36, 36, 24.83%, 100.00%][0, 0, 0, 36, 0]
[0, 0. 0. {4, 26, 35, 54, 108, 112, 140, 152, 163, 172, 197, 209, 230, 240, 274, 313, 341, 347, 353, 384, 387,
408, 411, 422, 466, 474, 488, 497, 503, 528, 541, 558, 572, 611, 613, 687}, {}]

rule 45. (A8 = 3) & (A9 = 3) => (Dec = 4); [26, 26, 17.93%, 100.00%][0, 0, 0, 26, 0]

[0, 0, 0 {20, 239, 241, 259, 290, 295, 312, 328, 338, 340, 358, 362, 388, 395, 422, 437, 457, 467, 479, 489,
498, 524, 622, 626, 664, 686}, {J]

rule 46. (A3 = 1) & (A5 = 2) & (A10 = 2) => (Dec = 4); [38, 38, 26.21%, 100.00%][0, 0, 0, 38, 0]

[0, 0. 0. {4, 31, 51, 69, 77, 88, 132, 140, 152, 163, 178, 182, 197, 230, 244, 289, 290, 353, 384, 408, 411,
429, 443, 474, 477, 480, 488, 494, 505, 508, 551, 558, 584, 590, 611, 640, 649, 677}, {}]

rule 47. (A1 = 2) & (A5 = 1) & (A6 = 2) & (A7 = 2) & (A8 = 3) & (A10 = 2) => (Dec = 4); [14, 14, 9.66%,
100.00%][0, 0, O, 14, 0]

[0, 0, {0, {20, 102, 217, 229, 395, 397, 406, 457, 489, 520, 523, 524, 541, 634}, {}]

rule 48. (A3 = 1) & (A9 = 3) => (Dec = 4); [31, 31, 21.38%, 100.00%][0, 0, 0, 31, 0]

[0, 0. 0 {31, 37, 42, 51, 54, 69, 108, 112, 140, 172, 219, 259, 290, 384, 395, 422, 437, 443, 479, 480, 494,
505, 524, 558, 584, 590, 602, 636, 640, 647, 670}, {}]

rule 49. (A9 = 3) & (A10 = 2) & (A1l = 2) => (Dec = 4); [26, 26, 17.93%, 100.00%][0, 0, 0, 26, 0]

[0, 0. 0 {20, 54, 108, 112, 140, 172, 239, 241, 295, 338, 340, 362, 384, 388, 422, 457, 467, 489, 498, 555,
558, 609, 622, 626, 682, 686}, {J]

rule 50. (Al = 3) & (A2 = 1) & (A9 = 3) => (Dec = 4); [5, 5, 3.45%, 100.00%][0, 0, 0, 5, O]

[0, 0. {0, {124, 358, 424, 642, 682}, {}]
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rule 51. (A2 = 2) & (A5 = 2) & (A10 = 1) => (Dec = 4); [8, 8, 5.52%, 100.00%][0, 0, 0, 8, 0]

[0 0. . {6, 13, 42, 89, 479, 577, 636, 659}, {}]

rule 52. (A9 = 3) & (A10 = 1) & (A1l = 1) => (Dec = 4); [7, 7, 4.83%, 100.00%][0, 0, 0, 7, O]

[0, 0. 0, {42, 330, 437, 479, 513, 636, 670}, {}]

rule 53. (A3 = 1) & (A7 = 3) => (Dec = 4); [1, 1, 0.69%, 100.00%][0, 0, 0, 1, 0]

[{3 & 0, {339 {}

rule 54. (A6 = 3) & (A1l = 2) => (Dec = 4); [2, 2, 1.38%, 100.00%][0, 0, 0, 2, 0]

[} & {0 {278, 622}, {}]

rule 55. (A3 = 1) & (A7 = 1) & (A1l = 1) => (Dec = 4); [3, 3, 2.07%, 100.00%][0, 0, 0, 3, 0]

[} € {3, {477, 508, 589}, {}]

rule 56. (A1 = 2) & (A3 = 2) & (A6 = 2) & (A7 = 2) & (A8 = 3) => (Dec = 4); [15, 15, 10.34%, 100.00%][0, 0, O,
15, 0]

[0, 0, 0 {20, 101, 217, 239, 258, 295, 312, 397, 457, 467, 489, 520, 523, 565, 686}, {}]

rule 57. (A1 = 1) & (A2 = 3) & (A3 = 1) => (Dec = 4); [10, 10, 6.90%, 100.00%][0, 0, 0, 10, O]

[0, 0. . {88, 152, 182, 230, 240, 408, 497, 649, 665, 687}, {}]

rule 58. (A2 = 3) & (A9 = 3) & (A1l = 1) => (Dec = 4); [8, 8, 5.52%, 100.00%][0, 0, 0, 8, 0]

[0, 0. 0, {31, 51, 158, 437, 480, 494, 590, 640}, {}]

rule 59. (Al = 2) & (A2 = 3) & (A3 = 1) & (A10 = 1) => (Dec = 4); [7, 7, 4.83%, 100.00%][0, 0, 0, 7, 0]

[0, 0. 0. {37, 74, 369, 437, 569, 657, 673}, {}]

rule 60. (A1 =3) & (A2 = 2) & (A3 =2) & (A5 = 1) & (A6 = 2) & (A7 = 2) => (Dec = 5); [26, 26, 21.67%,
100.00%][0, 0, O, 0, 26]

[0, 0. 0. 0, {34, 38, 45, 56, 60, 72, 86, 104, 109, 151, 155, 190, 210, 255, 257, 270, 284, 324, 348, 386, 436,
509, 538, 606, 617, 666}]

rule 61. (A2 =2) & (A3 =2) & (A5=1) & (A6 = 2) & (A7 = 2) & (A9 = 2) & (A10 = 2) & (Al1 = 2) => (Dec = 5);
[18, 18, 15.00%, 100.00%][0, O, 0, 0, 18]

[0, 0. 0. 0, {12, 16, 45, 50, 73, 83, 86, 97, 109, 115, 121, 143, 161, 205, 255, 396, 512, 658}]

rule 62. (A1=1) & (A2 =2) & (A3 =2) & (A6 = 2) & (A7 = 2) & (A9 = 2) & (A10 = 2) => (Dec = 5); [13, 13,
10.83%, 100.00%][0, 0, 0, 0, 13]

[0, 0. 0. 0, {24, 62, 118, 126, 134, 148, 224, 280, 356, 400, 543, 658, 675}]

rule 63. (A2 = 2) & (A3 = 2) & (A7 = 2) & (A9 = 1) => (Dec = 5); [5, 5, 4.17%, 100.00%][0, 0, 0, 0, 5]

[0, 0, 0. 0, {461, 509, 516, 635, 679}]

rule 64. (A1=3) & (A2 = 2) & (A6 = 2) & (A9 = 2) & (A10 = 2) & (A1l = 2) => (Dec = 5); [6, 6, 5.00%,
100.00%][0, 0, 0, 0, 6]

[0, 0. 0. 0, {1, 45, 86, 109, 255, 414)]

rule 65. (Al = 2) & (A2 = 2) & (A7 = 3) & (A10 = 2) => (Dec = 5); [1, 1, 0.83%, 100.00%][0, 0, 0, 0, 1]
{4008 {337}

rule 66. (A2 = 2) & (A5 = 1) & (A6 = 2) & (A8 = 1) & (A1l = 1) => (Dec = 5); [2, 2, 1.67%, 100.00%][0, 0, 0, O,

2]

[ 4. {4 {3, {104, 645}]

# Approximate rules

rule 67. (A1=2)& (A2=2)& (A3=2) & (A5=1) & (A7 =2) & (A8 =2) & (A9 = 2) & (A1l = 1) => (Dec = 3)
OR (Dec = 5); [60, 60, 44.44%, 100.00%][0, 0, 15, 0, 45]

[ {0 {3, 21, 99, 139, 149, 275, 360, 399, 439, 448, 517, 571, 619, 644, 678}, {}, {18, 28, 30, 33, 36, 40, 48,
53, 63, 71, 84, 90, 103, 106, 107, 111, 128, 141, 166, 176, 180, 196, 227, 250, 256, 265, 272, 305, 306, 316,
327, 331, 350, 381, 383, 435, 456, 487, 496, 499, 533, 566, 612, 643, 669}]

rule 68. (A1=2) & (A2=2)& (A3=2) & (A5=1) & (A6 =2) & (A8 =2) & (A9 = 2) & (A1l = 1) => (Dec = 3)
OR (Dec = 5); [54, 54, 40.00%, 100.00%)][0, 0, 9, 0, 45]

[, {3 {3, 282, 288, 296, 304, 375, 446, 478, 618}, {}, {18, 28, 30, 33, 36, 40, 48, 53, 63, 71, 84, 90, 103, 106,
107, 111, 128, 141, 166, 176, 180, 196, 227, 250, 256, 265, 272, 305, 306, 316, 327, 331, 350, 381, 383,
416, 435, 487, 496, 499, 533, 585, 643, 669, 688}]

rule 69. (ALl = 3) & (A7 = 1) & (A9 = 2) & (A1l = 1) => (Dec = 3) OR (Dec = 5); [23, 23, 17.04%, 100.00%][0,
0,21,0,2]

[{3, {}. {66, 122, 168, 212, 220, 226, 245, 309, 323, 345, 352, 403, 444, 522, 536, 564, 573, 587, 629, 648,
671}, {}, {596, 603}]

rule 70. (A1 =2) & (A6 =1) & (A7 = 1) => (Dec = 3) OR (Dec = 5); [26, 26, 19.26%, 100.00%)][0, 0, 21, 0, 5]
[, { {11, 39, 52, 57, 70, 113, 160, 183, 232, 234, 269, 302, 366, 368, 385, 410, 462, 464, 490, 604, 615},
{1, {291, 293, 578, 594, 652}]

rule 71. (A3 = 2) & (A6 = 1) & (A8 = 3) => (Dec = 3) OR (Dec = 5); [6, 6, 4.44%, 100.00%][0, O, 3, 0, 3]

[{}, {}. {354, 410, 490}, {}, {14, 652, 663}]

rule 72. (A1 =1) & (A2 =2) & (A3=2) & (A6 =1) & (A1l = 1) => (Dec = 3) OR (Dec = 5); [12, 12, 8.89%,
100.00%)][0, 0, 10, 0, 2]

[{3, {3, {78, 138, 191, 200, 236, 301, 371, 417, 539, 623}, {}, {472, 493}]

rule 73. (A1=2) & (A2=1)& (A3=3) & (A4=1) & (A5=1) & (A8 =2) & (A10 = 2) => (Dec = 1) OR (Dec =
2); [7, 7, 50.00%, 100.00%][1, 6, 0, O, 0]

[{580}, {8, 147, 361, 390, 442, 654}, {}, {}, {}]

rule 74. (A2=3) & (A3=2)& (A4=1) & (A5=1)& (A7T=2) & (A8=2) & (A9=2) & (A10=2) & (A11=1)
=> (Dec = 1) OR (Dec = 2); [5, 5, 35.71%, 100.00%)][1, 4, 0, O, 0]

[{588}, {314, 322, 363, 398}, {}, {}, {}]

rule 75. (A1 =2) & (A2 =1) & (A3 =2) & (A8 = 1) => (Dec = 1) OR (Dec = 2); [2, 2, 14.29%, 100.00%][1, 1,
0,0, 0]

({342}, {55} {3, {1, {}]
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rule 76. (A1=2) & (A2=1)& (A3=2) & (A4=1)& (A5 =1) & (A6=2) & (AT=2) & (AB=2) & (A9 =2) &
(A10 = 2) & (A1l = 1) => (Dec = 1) OR (Dec = 2) OR (Dec = 4); [27, 27, 100.00%, 100.00%][3, 22, 0, 2, 0]
[{100, 405, 641}, {27, 85, 146, 175, 179, 192, 201, 206, 207, 216, 221, 223, 262, 310, 318, 346, 379, 404,
465, 562, 595, 610}, {}, {79, 117}, {]

rule 77. (A1 =2) & (A2 = 2) & (A3 = 2) & (A5 = 1) & (A9 = 3) & (A10 = 2) & (A1l = 1) => (Dec = 4) OR (Dec =
5); [6, 6, 100.00%, 100.00%][0, 0, 0, 5, 1]

[0, 0, {0, {49, 135, 142, 473, 485}, {449}]

rule 78. (A1=2) & (A2=1) & (A3=2) & (A4 = 1) & (A5 = 1) & (A6 = 2) & (A9 = 2) & (A1l = 2) => (Dec = 2)
OR (Dec = 4); [13, 13, 56.52%, 100.00%][0, 10, 0, 3, 0]

[0, {92, 154, 249, 344, 359, 373, 451, 460, 471, 559}, {}, {127, 376, 433}, {}]

rule 79. (A1=2) & (A2 =3) & (A3=1) & (A5 = 1) & (A7 = 2) & (A8 = 2) & (A10 = 2) & (A1l = 1) => (Dec = 2)
OR (Dec = 4); [5, 5, 21.74%, 100.00%][0, 1, 0, 4, 0]

[0, {157}, §, {150, 194, 458, 557}, {}]

rule 80. (A3 = 1) & (A5 = 1) & (A9 = 2) & (A10 = 1) & (A1l = 2) => (Dec = 2) OR (Dec = 4); [3, 3, 13.04%,
100.00%][0, 2, 0, 1, 0]

[{}, {131, 308}, {}, {93}, {}]

rule 81. (A2 =2) & (A3 =1) & (A5 = 1) & (A6 = 2) & (A8 = 2) & (A9 = 2) & (A10 = 2) & (A1l = 1) => (Dec = 2)
OR (Dec = 4); [2, 2, 8.70%, 100.00%][0, 1, 0, 1, 0]

[{}, {534}, {}, {582}, {}]

rule 82. (A2 =3) & (A3 =2) & (A4 = 1) & (A5 = 2) & (A8 = 2) & (A1l = 1) => (Dec = 1) OR (Dec = 4); [9, 9,
100.00%, 100.00%][5, 0, 0, 4, 0]

[{110, 382, 459, 504, 515}, {}, {}, {96, 145, 222, 510}, {}]

HEND
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